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1. 서  론

인간의 오감은 기술 발전에 많은 영감을 주어 왔다. 그 중 인간

의 시각과 청각 기능으로부터 영감을 받은 기술의 경우 지난 

10여년 간 괄목한 수준의 성장을 이루었다. 컴퓨터 비전 기술

은 이미 특정 분야에서 인간의 시각 능력을 뛰어 넘어 자율 주

행 및 의학 분야에서 다양하게 활용되고 있고, 음성 인식 기술

도 스마트폰, 자동차 등 다양한 전자 기기에 설치되어 사용되

고 있다. 반면, 촉각이나, 후각, 미각과 관련된 연구는 시각과 

청각이 인간의 감각기관 수준에 근접한 것과 비교하면 상대적

으로 미흡한 수준이다(Chen et al., 2019). 
가스 센서 어레이를 기반으로 후각 시스템을 모방한 전자코는 

Persaud와 Dodd에 의해 1981년에 처음으로 소개되었다(Persaud 
and Dodd, 1982). 전자코는 가스 센서 어레이 조합과 패턴인식 

신호처리 기술을 활용한 인공 후각 시스템이다. 가스 센서 데이

터를 활용한 연구들은 산업 현장 등에서 활발하게 응용되고 있

으며, 의료 분야에서는 환자의 호흡을 분석하여 병을 진단하고

(Konvalina and Haick, 2014), 환경 모니터링 분야에서는 실시간

으로 공기 오염 정도를 측정하는(Capelli et al., 2014) 등 다양한 

연구가 진행되고 있다. 
오늘날 가스 센서 어레이의 신호 패턴을 분석해 후각 특성

을 학습할 수 있는 다양한 기계학습 알고리즘들이 전자코에 

적용되고 있다. 후각과 관련된 연구의 기초가 되는 가스 센서 

어레이(GSA, Gas Sensor Array) 데이터 및 분석 연구는 여러 센

서에서 수집되는 응답값에 기반한다. 센서의 응답값은 화학 

물질의 종류에 따라 그 다양성이 크고, 혼합 가스의 경우 비선

형적인 관계들로 결합되어 있어 분석에 어려운 점이 있다. 이
에 따라 최근 딥러닝의 발전과 더불어 후각과 관련된 연구가 

활발하게 진행되고 있다(Sanchez-Lengeling et al., 2019). 
가스 센서 어레이 관련 연구는 크게 세 가지로 나뉜다. 첫째, 

화학 냄새 시그널을 전자 신호로 바꾸어 주는 센서 어레이 연

구, 둘째, 가스 데이터의 특징을 추출하는 전처리 방법 연구, 그
리고 셋째, 가스 데이터의 패턴을 인식하는 연구이다. 본 연구

는 가스 데이터 전처리와 패턴 인식과 관련된 연구로 혼합 가스

를 효과적으로 분류하는 새로운 방법을 제안한다. 산업 현장에

서 발생할 수 있는 독성 가스나 일상 생활에서의 악취 등은 화
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학 물질들로 이루어진 혼합 가스에서 기인하기 때문에, 본 연구

의 결과는 혼합 가스를 모니터링하고, 그 종류와 원인을 실시간

으로 파악하는데 주요한 역할을 할 수 있다. 
하지만, 혼합 가스를 분류하는 문제는 일반적인 분류 문제

보다 어렵다. 그 이유는 첫째, 혼합 가스는 순수한 가스와 달리 

서로 다른 가스들이 화학 작용을 일으켜 전혀 다른 성질의 값

으로 표현될 수 있다. 이러한 특징들 때문에 일반적인 분류 방

식으로는 혼합물 가스를 분류하기 어렵다. 그렇기 때문에 혼

합물 데이터만의 특징을 반영한 분류 방식이 필요하다. 둘째, 
가스 어레이 데이터는 고차원의 데이터이다. 혼합물 가스는 

시계열의 형태로 데이터가 기록되고 여러 개의 센서로 동시에 

측정되기 때문에 복잡하고 큰 차원의 데이터를 가진다. 셋째, 
충분한 양의 학습용 데이터를 확보하기 용이하지 않다. 실험

실에서 혼합 가스를 생성하여 학습용 데이터를 확보하기에는 

많은 비용과 시간이 소요된다. 한편, 일반 대기 중에서 센서를 

통해 채취하기에는 혼합 가스의 종류가 다양하고, 많은 제어 

변수들을 통제하기가 어렵기 때문에, 원하는 혼합 가스를 채

취하기가 거의 불가능하다. 이와 같은 이유로 기존에 축적된 

가스 데이터가 있다고 하더라도 새롭게 측정된 데이터와 함께 

결합하여 분석하기가 쉽지 않다. 이러한 어려움을 극복하고 

부족한 가스 센서 어레이 데이터를 기반으로 혼합 가스를 분

류하기 위하여 우리는 전이학습을 활용한 혼합 가스 분류 방

법론을 제안한다. 

2. 문헌 연구

2.1 가스 센서 어레이의 특성과 분석 방법론

화학적 특성을 포함하는 가스 센서 어레이는 휘발성 성질을 

가지는 화학 물질 분석에 중요한 역할을 하고 있다. 가스 센서 

어레이의 분석 연구는 데이터 수집에서 패턴 분석의 일련의 

과정에서 크게 세 단계로 구분할 수 있다.

∙화학 냄새 시그널을 전자 신호로 바꾸어 주는 센서 어레이 

연구 : 가스 센서의 소자는 화학 물질의 화학적/전기적 특성을 

활용하며, 일반적으로 금속 산화물 기반 센서(MOX)(Barsan 
et al., 2007; Degler, 2018; Yan et al., 2017), 전도성 폴리머 복합 

재료(Bai and Shi, 2007; Lange et al., 2008), 탄소 나노 물질

(Llobet, 2013; Varghese et al., 2015) 등이 사용되고 있다. 가스 

센서는 소자의 화학적 특성을 바탕으로 가스를 감지하며, 측
정 환경의 온도/습도 및 측정 가스 자체에도 영향을 받는다. 따
라서 낮은 정밀도, 교차 선택성과 같은 가스 감지 분야의 과제를 
해결함으로써 가스 센서 어레이의 분석을 향상시킬 수 있다.

∙가스 데이터의 특징을 추출하는 전처리 방법 연구 : 가스 센

서 어레이를 활용한 분석 모델의 성능은 모델 학습에 사용

되는 데이터의 특성에 크게 의존한다. 따라서 패턴 학습 이

전에 센서 데이터 및 전자 신호의 전처리가 필수적이며 센

서 드리프트 보정, 센서 어레이에서 특성 추출, 벡터 형태로 

데이터 변환 등과 같은 단계들로 구성되어 있다. 구체적으

로 PCA(Faleh et al., 2016), LDA(Thammarat et al., 2018), 
ANN(Casey et al., 2019) 등의 방법들이 제안되었다. 고차원

의 희소적 특성을 가진 가스 센서 어레이를 전처리 하기위

해 차원 축소 혹은 특성 선택과 같은 방법론들이 적용되고 

있다. 

∙가스 데이터의 패턴을 인식하는 연구 : 최근에는 가스 센서 

어레이의 전처리와 이를 바탕으로 데이터의 패턴을 효율적

으로 인식하는 방법에 대한 연구들이 활발하게 진행되고 있

다. 일련의 가스 센서 어레이의 다변량 반응은 “전자 지문”
으로 활용되어 광범위한 냄새 또는 휘발성 화합물을 패턴 

인식 수단으로 특징 지을 수 있다. 가스 패턴 인식 연구는 데

이터 샘플링 정량화, 분석 처리, 형상 추출 및 분류 결정 등

의 분야를 포함한다. 이러한 분석 방법에 따라, 임의의 데이

터가 주어졌을때, 이를 분석하고 예측하는 방법들을 제안하

며, 이를 위해 K-Nearest Neighbor(Brahim-Belhaouari et al., 
2014; Gutierrez-Osuna et al., 2003), Random Forest(Krivetskiy 
et al., 2018), SVM(Laref et al., 2018; Vergara et al., 2012), ANN 
(Park et al., 2012; Ye, 2019; Cheng et al., 2019) 등의 방법들

이 연구되었다. 

일반적으로 사용되는 가스 센서들은 각각 다른 화학물질의 

검출을 목표로 하는데, 센서의 소자와 화학 물질의 화학 반응

에 따라 센서의 응답값이 결정된다. 이를 위해 센서는 산화물

의 전자적 구조, 화학적 조성, 결정 구조, 결정 방향, 입자 크기, 
가스에 노출되는 산화물의 표면특성 등을 고려하여 설계된다

(Lee et al., 2019). 혼합 가스에서 수집되는 센서 응답값은 단일 

가스에서 수집되는 센서 응답값과 비선형적인 관계를 가진다. 
예를 들어 금속 산화물 반도체 기반 센서(MOX)의 반도체 소

자는 산화물의 표면의 전기전도도 차이를 바탕으로 가스에 포

함된 화학물질을 검출해 낸다. 단일 가스의 경우 일관적인 응

답값을 보이는 반면, 혼합 가스의 경우 단일 가스에서 측정한 

값들을 결합해 응답값을 예측 할 수 없다. 따라서 가스 센서 어

레이를 분석하는 최근 연구에서 심층 인공 신경망과 같은 새

로운 방법들이 시도되고 있다.

2.2 심층 인공 신경망(DNN) 과 합성곱 네트워크(CNN)

심층 인공 신경망(Deep Neural Network)은 입력 계층(Input 
Layer)과 출력 계층(Output Layer), 그리고 두 개 이상의 숨겨진 

계층(Hidden Layer)으로 구성된 다층 구조에 기반하고 있다. 
일반적으로 출력 계층은 데이터의 클래스 수와 일치하도록 설

정되며, 입력 계층의 경우 데이터에서 추출한 특성을 사용하여 
구성함으로써, 이를 학습 모델에 효과적으로 반영할 수 있다. 
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이러한 심층 신경망의 출력 계층은 시그모이드(Sigmoid)나 

하이퍼볼릭 탄젠트(Hyperbolic Tangent)와 같은 비선형 함수

를 결합하여, 효과적으로 데이터의 특성을 추출해 낼 수 있다

(Greenspan et al., 2016; Guo et al., 2016; Schmidhuber, 2015). 가
스 센서 어레이의 경우, 다차원 및 시계열 특성을 가지고 있으

며, 이를 해결하기 위해 연속적인 프레임으로 이루어진 고차

원의 특성 벡터를 입력으로 사용하고 있다. 따라서 이러한 데

이터를 적절하게 변환하고 분석하기 위해 본 연구에서는 합성

곱 신경망을 사용하였다. 
합성곱 네트워크(Convolutional Network) 혹은 합성곱 신경

망(Convolutional Neural Network)은 그리드와 유사한 토폴로

지를 가지고 있는 데이터 처리에 적합한 신경망으로 알려져 

있다. 예를 들어 정규 시간 간격으로 샘플을 채취하는 1-D 그
리드로 생각할 수 있는 시계열 데이터와 픽셀의 2-D 그리드로 

생각할 수 있는 이미지 데이터가 있으며, CNN은 이러한 데이

터의 응용 분야에서 큰 성과를 보이고 있다(Bengio et al., 2013; 
LeCun et al., 2015). 구체적으로 CNN은 합성곱(Convolution) 레
이어, 풀링(Pooling) 레이어, 활성화 함수(Activation Function)을 

통해 핵심적인 특징을 추출한다. 합성곱 레이어는 많은 정보

를 담고 있는 데이터를 합성곱 연산을 통해 특징을 추출하는 

역할을 한다. 활성화 함수는 비선형적으로 특징들을 표현할 

수 있도록하는 역할을 하고 평균 풀링(Average pooling) 혹은 

최대값 풀링(Maximum Pooling)을 통해 특성 데이터를 줄이는 

역할을 한다. 데이터들은 여러 합성곱 레이어, 풀링 레이어, 활
성화 함수를 거치면서 핵심 정보들이 추출된다. 이러한 과정

을 순전파(Feedforward)라고한다. 그리고 마지막으로 각 분석 

목적에 맞게 fully connected된 레이어를 통해 목적 함수(Objec-
tive function)에 넣어진다. 예측값과 실제 값의 차이를 바탕으로 
오차가 계산되고 오차값을 바탕으로 역전파(Backpropagation) 
알고리즘이 적용된다. 이후 순전파와 역전파를 반복하며 오차

가 최소가 되는 값으로 매개변수들이 학습된다(Goodfellow et 
al., 2016; Yamashita et al., 2018).

2.3 전이학습

심층 인공 신경망은 딥러닝 분야의 대표적인 모델로, 대량

의 데이터를 기반으로 훈련된 깊은 신경망에 기반한 모델링 

방식을 통해 데이터의 특성을 효과적으로 표현하는 방법으로 

주목받고 있다. 그러나 심층 신경망을 훈련하려면 충분한 양

의 데이터가 필요하기 때문에 대량의 데이터를 사용할 수 없

는 상황에서는 과적합(Over-fitting) 현상이 발생할 수 있다. 전
이학습(Transfer Learning)은 데이터 양이 충분한 도메인에서 

학습한 모델을 사용하여 데이터가 적은 도메인에 대한 모델을 

학습시킴으로써 이러한 문제를 해결하는 방법이다. 일반적으

로 심층 신경망의 전이학습은 우선 충분한 수의 데이터를 가

지고 있는 도메인에서 사전 학습(Pretrain)을 수행한다. 이후 해

당 모델의 특성을 활용해 미세조정(Finetuning)을 수행하거나, 

고정추출하는 방식이 있다. 미세조정의 경우 사전학습된 심층

망의 가중치를 이용해 전체 네트워크를 학습시키는 방식이고, 
고정추출의 경우 심층망의 가중치를 고정하고 추출된 특성을 

활용한다는 차이점이 있다. 사전학습된 심층망은 무작위로 초

기화된 심층 신경망에 비교해 더 나은 성과를 보여주고 있다. 
(Guo et al., 2019; Tan et al., 2018; Weiss et al., 2016).
서로 다른 도메인 데이터를 활용한 전이학습은 위와 같이 

사전 훈련된 심층 신경 네트워크를 활용하여 데이터가 적은 

상황에서 효과적인 모델을 만들어 낼 수 있다. 특히 사전훈련 

과정은 레이블 정보가 필요하지 않기 때문에, 레이블 사이의 

변환과정 없이 유사한 도메인의 데이터를 쉽게 활용할 수 있

다는 장점이 있으며, 가스 센서 데이터와 같이 정확하게 레이

블이 되어있는 데이터가 적은 경우에도 효과적으로  사전학습

된 인공신경망을 효과적으로 사용할 수 있다는 장점이 있다.

2.4 딥러닝 기반의 가스 센서 어레이 분석

앞서 설명한 합성곱 신경망(CNN)은 다양한 영역에서 성공적

인 성과를 내고 있으며, 시계열 분석을 위해 CNN을 활용한 아키

텍처들이 채택하기 시작했다(Gamboa, 2017; Zhao et al., 2017). 
또한, CNN의 특성 추출을 효과적으로 활용하기 위해 전이학습

을 시계열 분류 모델에 활용한 접근들도 연구되고 있다(Fawaz, 
2018, 2019). 최근 가스 센서 어레이의 연구는 심층 인공 신경망

으로 대표되는 여러 딥러닝 기술들을 활용해 진행되고 있다.
고차원인 혼합 가스데이터를 효과적으로 활용하기 위해서

는 데이터의 전처리와 특성 추출이 필수적이다. 고차원의 데

이터에서 어떤 특징 추출 방법을 쓰느냐에 따라 사용 할 수 있

는 분류 알고리즘이 달라지고,  특징 추출과정에서 중요한 정

보들이 손실되어 버리는 문제점도 있다. 따라서 독립적인 전

처리 과정없이 바로 특징을 추출하고 분류 모델을 개발하는 

방법들이 연구되고 있으며, 이를 위해 앞서 설명한 합성곱 네

트워크와 전이학습들이 활용되고 있다. 
Peng et al.(2018)에서 처음으로 혼합물 가스 데이터에 깊은 

신경망을 적용하여 GasNet이라는 모델을 제안하였으며, Wei 
et al.(2019)에서는 기존의 LeNet-5 구조를 활용하여 가스 분류

에 활용하였다. Zhao et al.(2019)에서는 One dimensional deep 
convolutional neural network(1D-DCNN)이라는 모델을 통해 특

성 추출과 분류 모델의 개발을 제안하였고, Han et al.(2019)에
서는 가스 센서 어레이의 새로운 Representation 접근 방법론과 

전이학습을 통해 VGG, ResNet 등의 여러 사전 학습 된 모델에 

적용하는 시도를 하였다. 

3. 방법론

본 논문은 고차원 혼합 가스 데이터를 다루는 여러 논문 중 

Han et al.(2019)에서 제안한 방법론에 기반하여, 기존의 시계열 
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데이터를 CNN을 통해 분류하는 방식으로 접근하였다. 시계열 

형태로 구성되어있는 고차원 혼합 가스 데이터를 그래프로 나

타내고, 이를 이미지로 변환하여 CNN을 사용해 분류하는 방

식을 취하였다. 또한, 방법론의 검증을 위해 가스 센서 어레이 

데이터 중 공개 데이터인 UCI 데이터(Fonollosa et al., 2014)과 

태성환경연구소에서 측정된 실제 실험 데이터에 적용하여 방

법론의 적합성을 검증하였다. 전반적인 실험 과정은 가스 센

서 어레이로 구성된 데이터를 전처리를 통해 이미지로 변환하

고, 이를 CNN기반의 사전학습 모델에 전이학습 방법론에 적

용하는 방식으로 구성되어 있다. 
가스 센서 데이터는 여러 개의 센서 응답값으로 구성된 고

차원 데이터이다. 고차원 데이터를 효율적으로 다루기 위해 

다양한 전처리 방식이 사용되고 있으나, 이러한 전처리 알고

리즘들은 데이터 가공 방식에 따라 알고리즘의 성능에 크게 

영향을 줄 수 있고, 데이터의 특성을 온전히 보전하지 못한다

는 문제점이 존재한다. 또한, 혼합 가스는 서로 다른 혼합물들

이 화학 작용을 통해 새로운 성질의 값을 가질 수 있기 때문에 

개별 가스의 센서 응답값을 알고 있다고 하더라도 그것을 이

용하여 혼합 가스의 센서 응답값을 유추하기가 어렵다는 특징

이 있다. 
위와 같은 문제들을 해결하기 위해 본 연구에서는 각 센서 

응답값마다 고유한 색을 지정하여 이미지로 변환하였다. 변환

된 이미지에 합성곱 신경망(CNN) 알고리즘을 적용하면 혼합

물에 따른 각 센서들의 미묘한 차이들도 자동으로 그 특징을 

추출할 수 있다. 이러한 접근 방법은 전통적인 머신러닝 방법

과 달리 중요한 정보들이 보존되어 데이터 손실 문제를 해결

할 수 있으며 추가적인 데이터 처리 과정 없이 원본 데이터에

서 분류까지 end-to-end로 문제 해결이 가능하다. 

3.1 혼합 가스 데이터 수집 및 전처리 

혼합 가스 데이터는 총 개의 다중 시계열 데이터 행렬로 구

성되어 있다고 가정한다. 각 행렬은 시간에 따라 순서대로 측정

된 센서 응답값으로 구성되어 있고, X    ⋯ 로 표현한

다. 행렬의 크기는 센서의 개수()과 응답값의 개수()에 의

해 결정되고, 개의 행렬의 크기는 ×로 모두 같다. 예를 

들어, UCI 데이터는 총 8개 센서에서 0.3~300초 동안 0.1초 간격

으로 센서 응답값을 측정한 X× 행렬 데이터이다. 행렬 원

소값 는 번째 센서에서 측정된 번째 센서 응답값을 의

미한다. 일반적으로 값이 값보다 훨씬 크기 때문에, 이미지 

형태의 CNN 모델에는 적합한 형태가 아니며, 이러한 형태에서 

CNN을 적용할 경우 정보의 손실이 발생할 수 있다. 해당 데이

터를 기존의 CNN 모델에 적용하기 위해서는 데이터를 유사 이

미지 행렬로 변환해야 하며, 이러한 Image mapping 과정을 통

해 모델 학습에 적절한 특성을 추출할 수 있다. 본 연구에서는 

아래와 같이 모든    ⋯ 에 대하여, ×  크기의 행렬

을  × × 크기의 행렬로 데이터를 변환하였다. 

X  
 … 

  ➡ D  
 … 

⋮ ⋮ ⋮ ⋮
 …   … 

시계열 데이터 행렬을 유사 이미지 행렬로 변환하는 과정은 

다음과 같다. 시계열 데이터 행렬 X를 개의 센서 별 시계열 

데이터라고 생각하면, 축은 시간 축, 축은 응답값 축으로 구

성된 그래프에 개의 선으로 표현 가능하다. 선을 구성하는 

점들이 불균형하고 간헐적인 경우가 많기 때문에, 선형 보간법

(Linear Interpolation)을 통해 보완한다. 다음으로, 전체 데이터

의 최대 센서 응답값인 로 데이터를 정규화(normalize) 한다. 
max를 행렬에서 최대 원소값을 찾는 연산으로 지칭할 때, 로
는 다음과 같이 정의한다.

 max    ⋯

max  X  .

<Figure 1>은 정규화 된 개 시계열 데이터의 예들을 보여

준다. 그래프의 축의 범위는 [1, ], 축의 범위는 [0, ]이
고, 서로 다른 센서인 것을 표시하기 위해 각각의 선에 임의로 

다른 색을 부여하였다. 각 센서에 부여한 색상은 <Appendix 
A>와 <Appendix B>에 설명하였으며, Python Matplotlib 라이

브러리의 기본 컬러맵을 바탕으로 지정하였다. <Figure 1(a)>와 
<Figure 1(b)>는 UCI 데이터의 서로 다른 두 클래스에 속한 시

계열 데이터의 예이고, <Figure 1(c)>와 <Figure 1(d)>는 실제 

실험 데이터의 서로 다른 두 클래스에 속한 시계열 데이터의 

예이다. 각 데이터에서 클래스들의 화학적 특성과 수집 방법은 
<Appendix A>와 <Appendix B>에 자세히 설명하였다. 

(a) (b) (c) (d)

Figure 1. Examples of Image Mapping
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각 센서 별로 그래프의 [0, ]×[1, ] 영역을  ×개의 같

은 크기의 영역으로 나누어 각 영역에 데이터가 포함되어 있

으면 1, 없으면 0의 값을 갖는 총 개의  ×  크기의 0-1 행
렬 H   ⋯ 을 만든다. 와 의 값은 사전에 정의

한 이미지 크기에 따라 결정되는데, 만약 dpi(dots per inch) = 
80에 가로 8 inch 세로 6 inch의 크기로 정의하면, 해당 이미지 

행렬은 480×640 크기를 갖게 된다. 한편, 번째 센서가 부여

받은 색의 RGB 값을 (  )이라고 하면, X는 아래와 같

이  × × 크기의 행렬인 D로 변환할 수 있다. 

  D  







 



H 


 



H 






H




 (1)

             for    ⋯ 

식 (1)에서 RGB값 별로 모든 센서들에 대하여 행렬값의 평균

을 계산하는 것은 센서 별로 생성된 이미지를 겹치는 방식

(Overlay)으로 결합한다는 것을 의미한다. 이렇게 생성된 이미

지들은 CNN의 입력값으로 사용된다.  

3.2 사전학습된 합성곱 네트워크 모델과 전이학습

합성곱 네트워크(Convolutional Network) 혹은 합성곱 신경

망(Convolutional Neural Network)은 그리드와 유사한 토폴로

지를 가지고 있는 데이터 처리에 적합한 신경망으로 알려져 

있다. CNN 모델은 여러 층의 CNN Layer를 쌓는 형태로 구성

되어 있으며, 이러한 레이어를 활용해 입력 데이터의 특성을 

추충하는데 사용될 수 있다. 또한, 이미지와 같은 데이터에서 

위와 같은 과정을 통해 추출된 특성을 활용하여 분류 모델을 

학습 할 경우, 우수한 성과를 보이고 있다. 하지만, 다음과 같은 

두 가지 이유로 CNN 모델의 학습에 어려운 점이 존재한다. 
깊이(Depth)와 너비(Width)는 네트워크의 복잡도를 증가시

키는 가장 큰 요소이다. 깊은 인공 신경망을 학습하다보면 역

전파 과정(Back Propagation)에서 입력층으로 갈수록 기울기

(Gradient)가 점점 작아지는 현상이 일어나거나 비정상적으로 

커지는 현상이 나타난다. 이처럼 신경망을 통한 학습을 할 때 

확률적 경사 하강법(Stochastic gradient descent)을 사용하기 때

문에 네트워크가 깊어지면 깊어질수록 기울기 소실(Gradient 
vanishing)과 기울기 폭주(Gradient exploding)가 일어나 성능저

하(degradation)가 생겨 학습이 어려워지는 문제점이 있다. 인
공신경망의 뉴런 가중치 값을 적절하게 설정하기 위한 가중치 

초기화(Weight Initialization), 배치 정규화(Batch Normaliza-
tion)나 활성 함수의 적절한 선택을 통해 이러한 문제를 해결할 

수 있다. 또한, 모델이 더 많은 매개 변수를 도입하면 네트워크

를 학습하기가 더 어려워지며, 레이어의 개수가 많아질 수록 

오히려 학습효과가 적어지는 현상이 나타날 수 있다. 또한, 경
사하강법을 활용한 학습과정이 어려워지면서 학습 데이터에 

과적합(Overfitting) 되는 등의 문제들이 발생할 수 있다. 
이러한 문제를 해결하기 위해 Residual network(Resnet)(He et 

al., 2016)가 제안되었다. 기존 뉴럴 네트워크의 목적 함수가 

라고 한다면 Resnet에서는 목적함수는 아래와 같이 잔차

(Residual)로 표현이 되고 이 의미는 입력과 출력의 잔차를 학습

하는 것이 된다 :   . 이처럼 잔차값을 0으로 최

적화 하는 것이 기존의 방법론 보다 깊은 함수를 학습하는 데에 

효과적이다(He et al., 2016). 본 연구에서는 이러한 Resnet의 특

성을 활용하기 위해 Resnet-50 모델을 선택하였으며, ImageNet 
dataset을 사용해 사전학습(Pretrained)된 모델을 전이학습에 적

용하였다. <Figure 2>에서 제안한 방법의 모델 구조를 그림으로 

나타내었다.

Figure 2. Proposed Approach and Model  Architecture
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혼합 가스 데이터를 미리 학습된 네트워크에 전이학습을 적

용하여 적은 데이터로도 CNN 알고리즘을 사용할 수 있도록 하

였다. 전이 학습의 정의는 기반 지식 도메인(Source Domain) , 
학습 태스크(Task)  , 타겟(Target) 도메인 , 그리고 타겟의 

학습 태스크 가 있다고 할 때  의 정보를 사용하여 타겟 

예측 함수 
 의 학습 능력을 향상 시키는 것이다. 일반적인 

기계학습 과정은 학습 도메인( )는 다수의 데이터를 사용

해 모델을 학습시키고, 유사한 도메인의 평가 데이터(  )
를 사용해 모델을 평가시키는 방식으로 진행된다. 
전이학습의 경우, 타겟하는 도메인이 다르거나(≠), 학

습 태스크(≠)가 다른 경우 사용된다. 학습 도메인(   )
는 다수의 데이터를 사용해 모델을 사전 학습시키고 이를 활용

하여 새로운 도메인(  )에 적용하는 방식으로 작동한다. 
구체적으로 전이학습에는 미세조정(Finetuning) 혹은 고정 특징 

추출 방법이 쓰인다. 미세조정은 가중치들이 무작위 초기화 되

는 것이 아니라 학습된 모델의 가중치로 초기화한 후 네트워크 

전체를 학습하는 방법이고 고정 특징 추출방법은 전이학습을 

한 모델의 특징 추출 레이어를 고정한 후 분류를 위한 완전 연결된 
레이어만 학습하는 방법이다(Guo et al., 2019). 미세조정과 고정 

특징 추출은 데이터의 특성에 따라 다른 결과가 나타날 수 있다.
본 연구에서는 전이학습을 통해 기존에 다수의 데이터를 활

용하여 사전 학습 된 모델에서 특성을 고정추출 하는 방식을 활

용하였다. 미세조정 방법의 경우, 타겟 도메인의 특성을 더 많이 

반영할 수 있다는 장점이 있지만 전체 네트워크의 가중치를 추

가적으로 학습해야하기 때문에 상대적으로 많은 리소스를 필요

로 한다. 따라서, 본 연구에서는 사전학습된 심층 신경망에서 

특성을 고정추출하는 방식을 선택하였다. 즉, 모델의 마지막 레

이어만 새롭게 설계하여 목표하는 클래스를 분류하는 분류기

(Classifier)를 학습시켰다. 앞서 설명한 ResNet-50 모델을 사용

하였으며, 이를 통해 추출된 2048개의 특성을 사용해 분류기를 

학습하였다. 학습이 수행되는 분류기는 2048개의 입력값을 512
개로 출력하는 은닉층과, 512개의 입력값을 클래스의 수로 출력

하는 두 개의 레이어로 구성되어 있으며, UCI 데이터는 5개, 실
제 실험 데이터는 4개의 클래스를 구분하도록 모델을 설계하였

다. 혼합 가스 데이터의 비선형성을 반영하기 위해 ReLU 활성화 

함수가 사용되었으며, 이를 통해 분류기가 각 클래스를 명확히 

구분할 수 있도록 학습하였다. 또한, 과적합을 방지하기 위해 

20% dropout이 추가되었다. 모델의 학습 loss는 Weighted Cross 
Entropy를 사용하여 계산하였고, Adam optimizer를 이용해 역전파 
학습 과정을 진행하였다. Learning rate는 ,  Batch size는 4로 

총 20 Epochs를 학습시켰으며, 각 클래스를 정확히 구분 할 수 있는 
균형정확도(Balanced Accuracy)를 평가 기준으로 사용하였다. 

4. 실험 및 결과

본 장에서는 앞에서 제안한 방법을 UCI 데이터와 태성환경연

구소의 실제 실험 데이터에 적용하여 그 성능을 검증하고자 

한다. 제 4.1절에서는 두 종류의 데이터에 대해서 소개하고, 제 

4.2절에서는 실험 설정에 대해 설명한다. 그리고 제 4.3절에서 

실험 결과에 대해 요약 분석한다.  

4.1 실험 데이터

UCI 데이터는 UCI Machine Learning Repository에 공개되어 

있는 “Gas sensor array exposed to turbulent gas mixtures Data 
Set”를 사용하였다(Fonollosa et al., 2014). UCI 데이터에서는 

세 종류의 표준가스를 활용해 다섯 가지의 혼합 가스를 생성

하고 총 여덟 개의 센서를 사용하여 센서 응답값을 측정하였

다. 이때 각 클래스 별 혼합 가스의 종류와 구성은 <Table 1>에 

요약하였다. 각 가스의 농도 N, L, M, H값은 <Table 2>와 같다. 
구체적인 센서의 종류와 센서 응답값 수집 과정 및 실험 과정

은 <Appendix A>에 설명하였다.

Class Mixed
Composition

Concentration 
Configuration

Number of 
samples

1 Mathane (L,M,H)Methane
+(N)Ethylene 18

2 CO (L,M,H)CO
+(N)Ethylene 18

3 Ethylene (N)CO+(N)Methane,
(N)CO+(N,M.H)Ethylene 36

4 CO+Ethylene (L,M,H)CO
+(L,M,H)Ethylene 54

5 Methane+Ethylene (L,M,H)Methane
+(L,M,H)Ethylene 54

Table 1. Class Information in the UCI Data

Concentration
Level

CO
(ppm)

Methane
(ppm)

Ethylene
(ppm)

None(N) 0 0 0
Low(L) 270 51 31

Medium(M) 397 115 46
High(H) 460 131 96

Table 2. Concentration Levels in the UCI Data

실제 실험 데이터는 세 가지 종류의 표준가스(Dimethyl Sulfide, 
Butyl Acetate, Toluene)의 배합을 다르게 하여 11개의 센서로부

터 측정한 총 100개의 혼합 가스 데이터셋을 생성하였다.
2020년 태성환경연구소에서 데이터 수집및 실험을 수행하

였다. 수집된 100개의 혼합 가스 데이터셋의 배합은 <Table 4>
에 요약하였다. 100개의 데이터셋은 혼합 가스를 구성하는 표

준가스의 종류에 따라 총 네 가지 종류의 혼합 가스로 <Table 
3>과 같이 분류할 수 있다.  
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Class Mixed
Composition

Concentration 
Configuration

Number of 
samples

1 Dimethyl Sulfide
+Toluene

(1)Dimethyl Sulfide
+(0)Butyle Acetate

+(1)Toluene
12

2 Dimethyl Sulfide
+Butyle Acetate

(1)Dimethyl Sulfide
+(1)Butyle Acetate

+(0)Toluene
14

3 Butyle Acetate
+Toluene

(0)Dimethyl Sulfide
+(1)Butyle Acetate

+(1)Toluene
14

4
Dimethyl Sulfide
+Butyle Acetate

+Toluene

(0,5,1,2)Dimethyl Sulfide
+(0,5,1,2)Butyle Acetate

+(0,5,1,2)Toluene
60

Table 3. Concentration Levels in the Real Data

Gas Type
Sample

1
Sample

2
Sample

3
…

Sample
100

Dimethyl Sulfide 1 2 1 … 0
Butyl Acetate 2 1 1 … 1

Toluene 1 1 2 … 1

Table 4. Concentration Ratios in the Real Data(×1,000ppm)

각각 표준 가스 주입량은 <Table 4>에 요약하였다. 예를 들

면 Sample 1은 Dimethyl Sulfide가 1,000ppm, Butyl Acetate가 

2,000ppm, Toluene이 1,000ppm만큼 주입된 시료이다. 괄호 안

의 숫자는 샘플 생성시 주입한 표준가스의 양을 나타낸다. 실
제 실험 데이터는 태성환경연구소에서 실험을 통해 생성한 센

서 응답값으로 자세한 실험 과정과 샘플 데이터 수집 과정은 

<Appendix B>에 설명하였다. 

4.2 실험 설정 

제안한 방법의 효과를 비교 평가하기 위하여, 각 데이터에 

대하여 아래와 같이 네 가지의 서로 다른 실험 설정을 적용하

였다. 

∙ Setting 1 : Original data, with Random Initialization
∙ Setting 2 : Original data, with Transfer Learning
∙ Setting 3 : Noise-added data, with Random Initialization
∙ Setting 4 : Noise-added data, with Transfer Learning

Noise-added data는 기존 데이터(Original data)의 클래스 분균

형 문제를 해소하기 위하여 가우시안 노이즈를 추가하여 과대

표집(Oversampling)을 시행한 데이터를 지칭한다. 노이즈는 

아래와 같은 방법으로 각 센서 응답값에 추가하였으며, 각 클

래스별로 100개씩의 샘플들을 과대표집하였다.

 × ∼ 

Class All Test Valid Train
(Original)

Train
(Extended)

1 18 4 4 10 100
2 18 4 4 10 100
3 36 7 7 22 100
4 54 11 11 32 100
5 54 11 11 32 100

Total 180 37 37 106 500

Table 5. UCI Data Sample Numbers

Class All Test Valid Train
(Original)

Train
(Extended)

1 12 2 2 8 100
2 14 3 3 8 100
3 14 3 3 8 100
4 60 12 12 36 100

Total 100 20 20 60 400

Table 6. Real Data Sample Numbers

Random Initialization은 사전 지식 전혀 없이 모델 전체를 새

롭게 학습시키는 방식을 지칭한다. 따라서 학습시켜야 할 매

개변수가 많다는 단점이 있다. 또한 학습 데이터가 많지 않은 

경우, 특성을 추출할 수 있도록 모델을 충분히 학습시키기 어

렵다는 문제점이 있다. Transfer Learning이 적용된 경우, 기존

의 ImageNet 데이터의 도메인에서 학습한 사전 지식을 활용하

였고 마지막 레이어만 새롭게 설계하여 학습시켰다. 모델의 

전반적인 구조와 매개변수는 기존의 이미지 분류 모델에서 사

전학습된 값을 활용해 미세조정을 수행하였다. 이를 통해 상

대적으로 데이터의 수가 적고 다양하지 않은 상황에서도 효과

적으로 모델을 학습시킬 수 있다. 
전체 데이터를 60%는 학습 데이터, 20%는 검증 데이터, 

20%는 테스트 데이터로 구분하였다. 이때 각 클래스별 비율을 

유지시키기 위해 무작위 층화 추출법을 사용하였으며, 샘플 

수를 그에 맞게 조정하였다. 또한, K-겹 교차검증을 사용하여 

데이터 과적합을 방지하였다. 학습 데이터를 이용하여 각 클

래스별로 분류기를 학습시켰고, 학습된 분류기를 테스트 데이

터에 적용하여 그 정확도를 측정하였다. 이러한 과정을 총 5차
례 반복하며 평균 분류 정확도를 기록하였다. 최종적으로 가

장 우수한 모델은 균형정확도를 비교해 결정하였다. 균형정확

도는 개별 클래스 별 정확도의 산술평균을 의미하며 아래와 

같이 계산할 수 있다(Brodersen et al., 2010; Mosley, 2013).

   










는 전체 클래스의 수, 는 클래스 에 속하는 샘플의 수, 
는 정확히 예측된 샘플의 수를 의미한다. 균형정확도는 데이

터의 클래스별 분포가 불균형한 경우, 클래스 분포에 편향되지 
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않고 모델의 성능을 평가할 수 있다는 장점을 가지고 있다. 특
히, 소수 클래스에 대한 가중치를 다수 클래스와 동일하게 부

여하여 샘플이 적은 클래스의 예측 정확도도 균일하게 고려할 

수 있다는 장점이 있다. 
기존의 가스데이터 분석 접근 방법들에서는 온도와 습도를 

포함한 실험 환경의 영향, 센서 간 복잡한 비선형성, 센서 응답

의 무작위 노이즈 등으로 인해 가스 센서 데이터를 교정하고 

표준화해야 한다. 일반적으로 센서 측정값의 평균과 같은 기

준 수치의 영향을 제거하기 위해 먼저 데이터를 표준화한다. 
그러나 특성 추출을 위해 합성곱 네트워크를 사용하는 경우, 
이러한 단계가 필요하지 않다는 장점이 있다. 또한 별도의 센

서측정값 조정(Calibration)이나 표준화(Standardization) 없이 

특성을 다중 레이어 구조에 반영하여 정확도를 향상시킬 수 

있는 결과를 확인 할 수 있었다. 

4.3 실험 결과

우리는 제안한 방법을 UCI 데이터와 실제 데이터에 적용하

여 앞에서 설정한 네가지 Setting 하에서 5겹 교차검증을 통해 

검증하였다. 최종적인 모델은 균형정확도를 기준으로 결정하

였으며, <Figure 3>은 클래스 별 예측 정확도와 혼동행렬(Con-

fusion Matrix)을 보여준다.  
UCI 데이터를 이용한 각 Setting마다 실험 결과는 <Table 7>에 

요약하였으며, 세부적인 결과는 <Appendix C.I>에 정리하였다. 
결론적으로 과대표집을 이용하여 불균형 문제를 해소한 경우

가 그렇지 않은 경우보다 높은 정확도를 나타내었다. UCI 데이

터의 경우, Setting 1과 Setting 2에서는 유의미한 차이를 보기 어

렵지만, Setting 3과 Setting 4를 비교해보면 Transfer Learning을 

적용하여 성능이 증가한 것을 확인 할 수  있다. 특히 Class 4의 

경우, 원본 데이터에서는 54.55%의 정확도를 보이고 있으나, 과
대표집과 Transfer Learning을 적용한 경우 그 정확도가 90.91%
수준까지 증가하였다. 이는 본 연구가 제안한 방법의 효과가 있

음을 보여준다.

Setting 1 Setting 2 Setting 3 Setting 4
Class 1
Class 2
Class 3
Class 4
Class 5

0.7500
0.5000
0.8571
0.5455
0.7273

0.5000
0.5000
0.7143
0.5455
0.9091

1.0000
0.7500
0.8571
0.8182
1.0000

1.0000
0.7500
1.0000
0.9091
0.9091

Accuracy
Balanced Accuracy

0.6757
0.6760

0.6757
0.6338

0.8919
0.8851

0.9189
0.9136

Table 7. UCI Data : Performance Metrics for all Settings

(a) Setting 1 (b) Setting 2

(c) Setting 3 (c) Setting 4

Figure 3. UCI Data : Confusion Matrix for all Settings.
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다만, Class 5의 경우 Setting 3과 Setting 4를 비교해 보면, 
Transfer Learning을 사용한 경우 오히려 정확도가 약간 떨어지

기도 하였다. 이는 불균형 데이터에서 교차검증 후 최종 모델

을 균형정확도로 결정하였기에 나타난 현상으로 보여진다. 향
후 연구에서는 테스트 데이터의 수를 늘리고 이를 개선할 수 

있는 방법을 고려하고자 한다.  
실제 실험 데이터를 이용한 실험 결과는 <Table 8>에 정리

하였으며, 세부 결과는 세부적인 결과는 <Appendix C.II>에서 

확인할 수 있다. <Figure 4>는 클래스 별 예측 정확도와 혼동행

렬(Confusion Matrix)을 보여준다. 원본 데이터에서는 전반적

으로 낮은 정확도를 보이고 있으며, 특정 Class를 전혀 구분하

지 못하기도 한다. 이는 앞서 설명한 바와 같이 균형정확도를 

우선적으로 고려하였기 때문에 나타난 결과로 여겨진다. 하지

만, 실제 실험 데이터도 UCI 데이터와 같이, 제안한 방법을 적

용하였을 때, 정확도가 크게 향상되는 것을 확인하였다. 일반

적으로 과대표집을 이용하여 불균형 문제를 해소한 경우가 그

렇지 않은 경우보다 높은 정확도를 나타내었다. 특히 Class 2
는 원본 데이터에서 전혀 구분할 수 없었던 반면, 과대표집과 

Transfer Learning을 적용한 경우 100%로 정확도가 크게 향상

되는 것을 확인하였다.
혼합가스 분류는 검출을 목표로 하는 화학물질이 전기전도도

(응답값)에 영향을 주게 되고, 이때 측정되는 응답값들이 규칙

성이 적거나 비선형적으로 나타나게 된다. 이렇게 학습이 원활

하게 이루어지기 어려운 상황에서, 전이학습과 과대표집을 시

행하지 않는 경우에는, 해당 혼합가스의 특성이 제대로 학습되

지 않아 예측 정확도가 낮았지만, 우리가 제안한 방법을 적용하

였을 때, 전반적으로 예측 정확도가 향상되는 것을 확인하였다.

5. 결  론 

본 연구에서는 CNN과 전이학습을 이용한 혼합 가스 센서 어

레이를 유사 이미지 행렬로 변환해 분류하는 방법을 제안한

다. 제안한 방법은 이미지 분류에 주로 적용되는 CNN과 전이

Setting 1 Setting 2 Setting 3 Setting 4
Class 1
Class 2
Class 3
Class 4

0.5000
0.0000
1.0000
0.9167

0.5000
0.0000
0.6667
1.0000

1.0000
0.6667
1.0000
1.0000

1.0000
1.0000
0.6667
1.0000

Accuracy
Balanced Accuracy

0.7500
0.6042

0.7500
0.5417

0.9500
0.9167

0.9500
0.9167

Table 8. Real Data : Performance Metrics for all Settings

(a) Setting 1 (b) Setting 2

(c) Setting 3 (c) Setting 4

Figure 4. Real Data : Confusion Matrix for all Settings
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학습을 사용해 가스 시계열 데이터의 분류에 적용하였으며, 
이를 통해 적은 수의 샘플을 이용해서도 정확한 예측 결과를 

보이는 모델을 개발하였다. 가스 데이터는 센서의 응답값으로 

얻어지며 시간에 의존하는 시계열적인 특성을 가진다. 본 논

문에서는 이러한 시계열 형태의 데이터를 유사 이미지 행렬로 

변환하고, 다수의 2차원의 데이터를 입력값으로 사용하는 효

과적인 모델을 개발하였다. 
CNN과 전이학습을 통해 혼합 가스를 분류하는 방법은 일반

적인 패턴 인식 및 분류 알고리즘과 비교해 전처리나 근사 등

의 추가적인 처리 과정이 적다는 장점이 있다. 또한, 제안된 방

법의 합성곱 연산은 이미지 행렬의 깊은 특징을 추출하여 혼

합 가스를 보다 정확하게 분류할 수 있다. 즉, 기존의 방법들이 

반영하지 못하는 여러 특징들을 깊은 신경망 구조를 통해 학

습하고 이를 모델에 반영하게 된다. 한편, 가스 센서 데이터의 

경우 유사 이미지 행렬이 방향 의존적 특성을 가지고 있다는 

단점이 있다. ImageNet 분류와 같은 경우, 위치나 방향이 분류

에 영향을 크게 미치지 않지만, 본 연구에서 사용한 이미지 전

처리의 경우 위치 정보와 방향성이 중요한 특징으로 작용하고 

있다. 따라서, 모델 설계 시 이와 같은 특성을 고려한 학습 모

델과 분류기를 개발해야 한다. 
이미지 기반의 연구는 위치 정보는 물론 색과 같은 특성 값

도 모델의 성능에 영향을 미친다. 본 연구에서는 센서 별 색을 

사전에 지정하는 방식을 선택하였으나, 향후 연구에서는 이를 

자동화하거나 개선하고자 한다. 또한, 실제로 혼합 가스 데이

터를 얻는 것이 쉽지 않기때문에, 혼합 가스 실험 과정에서 실

험 계획법(Design of Experiments)을 통해 효율적으로 데이터

를 수집하여 분석에 활용한다면 더욱 우수한 성능의 모델을 

개발할 수 있을 것으로 기대된다.
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<Appendix A> UCI Data : 실험 및 데이터 수집 과정 

I. 혼합 가스 측정 센서 정보

UCI 데이터는 <Appendix Table 1>과 같이 8개 센서를 통해 수집되었으며, 각각의 센서의 목표 가스와 특성을 반영하기 위해 

유사 이미지의 색상 값을 지정하였다. 특히, 데이터 측정 시 사용된 MOX 가스 센서값은 반도체 산화막의 저항값 변화에 따라 반

응값이 달라지고, 이때 반도체의 산화막은 가스 분자에 반응한다. 따라서, 혼합 가스의응답값은 단순히 개별 가스의응답값의 선

형 결합으로 나타낼 수 없으며, 원하는 가스의 종류와 농도를 정확하게 예측하기 위해서는 앞서설명한 혼합 가스 고유의 특성을 

반영할 수 있어야 한다. 

Sensor Model Sensor Type Target Gas Color Representation
TGS2600 MOX Air pollutants(hydrogen, ethanol, etc.) Blue
TGS2602 MOX Air pollutants(VOCs, ammonia, H2S, etc.) Green
TGS2602 MOX Air pollutants(VOCs, ammonia, H2S, etc.) Red
TGS2610 MOX Butane, Propane Cyan
TGS2611 MOX Methane Magenta
TGS2612 MOX Methane, Propane, Butane Yellow
TGS2620 MOX Alcohol, Solvent vapors Black
TGS2620 MOX Alcohol, Solvent vapors Orange

Appendix Table 1. Sensor Details and Representation of UCI Data 

Ⅱ. 센서 응답값 수집 및 실험 방법

UCI 데이터는 Carbon Monoxide(CO), Methane, Ethylene 세 종류의 가스를 활용하고, 실험 환경은 두 개의 가스 배출구가 있다. 
한 개의 주입구에서는 2500ppm의 Ethylene 을 배출하고, 나머지 주입구에서는 1000ppm의 Methane과 4000ppm의 CO를 배출한

다. 각 배출 속도를 변화시키고 배출된 가스들은 터빈을 통해 뿌려져서 바람에 날려간가스들이 센서에 닿았을 때는 다양한 농도

의 혼합 가스가 된다. 실제 생성된 혼합 가스는 <Appendix Table 2>와 같은 다섯 개의 클래스로 구분된다. 

Class Mixed Composition Concentration Configuration Number of samples
1 Mathane (L,M,H)Methane+(N)Ethylene 18
2 CO (L,M,H)CO+(N)Ethylene 18
3 Ethylene (N)CO+(N)Methane, (N)CO+(N,M.H)Ethylene 36
4 CO+Ethylene (L,M,H)CO+(L,M,H)Ethylene 54
5 Methane+Ethylene (L,M,H)Methane+(L,M,H)Ethylene 54

Appendix Table 2. Class Information in the UCI Data 

이때 각가스의 농도 N,L,M,H 값은 <Appendix Table 3>과 같다. 

Concentration Level CO(ppm)  Methane(ppm) Ethylene(ppm) 
None(N) 0 0 0
Low(L) 270 51 31

Medium(M) 397 115 46
High(H) 460 131 96

Appendix Table 3. Concentration Levels in the UCI Data 



156 오용경․김남우․김성일

<Appendix B> Real Data : 실험 및 데이터 수집 과정

I. 혼합 가스 측정 센서 정보

본 논문에서 사용한 데이터는 태성환경연구소의 데이터로 <Appendix Table 4>에서 볼 수 있듯이 총 11 개의 가스 센서 어레이

를 통해 수집되었다. MOX 타입의 센서가 2개, NDIR 타입의 센서가 1개, Electronichemical 타입의 센서가 8개로 이루어져 있다. 
NDIR 센서는 적외선을 통해 가스 분자를 인식한다. 적외선이 가스 분자에 의해 흡수 되었을 때 특정 파장에서 가스 분자를 진동 

시킨다. Electronichemical 센서는 감지하고자 하는 가스가 내부 센서에 들어왔을 때 산화 또는 환원 반응을 일으켜 측정을 한다. 

Sensor Model Sensor Type Target Gas Color Representation
TGS2602 MOX Air pollutants(VOCs, ammonia, H2S, etc.) Blue
TGS2603 MOX Air pollutants(Trimethylamine, methyl mercaptan, etc.) Green
TDS0048 NDIR Hydrocarbon and Carbon Dioxide Red
PID-AH2 Electrochemical VOCs with ionisation potentials Cyan

NE4-HCHO-S Electrochemical Formaldehyde(CH2O) Magenta
SS2198 Electrochemical Hydrogen Sulfide(H2S) Yellow

3E100SE Electrochemical Ammonia(NH3) Black
NE4-H2S-500 Electrochemical Hydrogen Sulfide(H2S) Orange

FECS43-20 Electrochemical Sulfur Dioxide(SO2) Gold
NO23E50 Electrochemical Nitrogen Dioxide(NO2) Gray
CO3E500S Electrochemical Carbon Monoxide(CO) Silver

Appendix Table 4. Sensor Details and Representation of Real Data

Ⅱ. 센서 응답값 수집 및 실험 방법 

태성환경연구소의 데이터는 Dimethyl Sul.de, Butyl Acetate, Toluene 세 종류의 표준 가스의 주입량을 달리하여 만들어졌다. 아
래의 식과같은 방식으로 각 10,000ppm 농도의 표준 가스를 만든다. 

   ××

 × × 
×



는 가스 주입량(Injection Volume), 는 목표 농도(Target Concentration), 는 목표 부피 (Target Volume), 은 주입 가스

의 원자량 는 주입 가스의 밀도(Density), 는 주입 가스의 순도(Purity)를 나타낸다. 목표로 하는 혼합기체의 농도와 부피에 맞

춰 가스를 주입하였으며 아래와 같은 <Appendix Table 5>의 수치로 실험을 진행하였다. 
위와 같은 과정으로 생성된 표준가스 1  = 0.001와 질소 10l를 혼합해서 1ppm의 혼합 가스를 만들 수 있으며, 여러 표준 가

스를 사용해 각각 혼합 농도의 비율이 다른 혼합 가스를만들 수 있다. 총 4개 클래스의 100개 샘플을 수집하였으며, 각각 표준 가

스 주입량은 <Appendix Table 6>과 같다. 예를 들면 Sample 1은 Dimethyl Sulfide 가 1,000ppm, Butyl Acetate가 2,000ppm, Toluene 
이 1,000ppm만큼 주입된 시료이다. 

Gas Type Dimethyl Sulfide Butyl Acetate Toluene
Injection Volume[] 99.35 178.07 143.28

Target Concentration[] 10,000 10,000 10,000
Target Volume[] 3.00 3.00 3.00

Molecular weight[] 62.13 116.16 92.141
Density[] 0.846 0.8825 0.87
Purity[%]/100 0.99 0.99 0.99

Appendix Table 5. Experiment Setting of Real Data 
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Gas Type Sample 1 Sample 2 Sample 3 … Sample 100
Dimethyl Sulfide 1 2 1 … 0

Butyl Acetate 2 1 1 … 1
Toluene 1 1 2 … 1

Appendix Table 6. Concentration Ratios in the Real Data(×1,000ppm) 

<Appendix Table 7>과 같이 생성된 100개의 샘플을 주입량의 비율에 따라 4개의 클래스로 분류하였으며, 각 클래스의 특성과 

숫자는 <Appendix Table 7>와 같다. 괄호 안의 숫자는 샘플 생성시 주입한 표준가스의 양을 나타낸다. 

Class Mixed Composition Concentration Configuration Number of samples

1 Dimethyl Sulfide
+Toluene

(1)Dimethyl Sulfide
+(0)Butyle Acetate

+(1)Toluene
12

2 Dimethyl Sulfide
+Butyle Acetate

(1)Dimethyl Sulfide
+(1)Butyle Acetate

+(0)Toluene
14

3 Butyle Acetate
+Toluene

(0)Dimethyl Sulfide
+(1)Butyle Acetate

+(1)Toluene
14

4
Dimethyl Sulfide
+Butyle Acetate

+Toluene

(0,5,1,2)Dimethyl Sulfide
+(0,5,1,2)Butyle Acetate

+(0,5,1,2)Toluene
60

Appendix Table 7. Concentration Levels in the Real Data
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<Appendix C> 분석 모델 세부 결과 

I. UCI Data 

(a) Setting 1 (b) Setting 2

(c) Setting 3 (c) Setting 4

Appendix Figure 1. UCI Data : Confusion Matrix for All Settings  

Class Pricision Recall F1-score Support
1
2
3
4
5

1.0000
0.6667
0.4000
0.8571
0.8889

0.7500
0.5000
0.8571
0.5455
0.7273

0.8571
0.5714
0.5455
0.6667
0.8000

4
4
7
11
11

accuracy
macro avg

weighted avg

0.6757
0.7625
0.7749

0.6757
0.6760
0.6757

0.6757
0.6881
0.6937

37
37
37

Appendix Table 8. Results : UCI Data(Setting 1)

Class Pricision Recall F1-score Support
1
2
3
4
5

1.0000
0.4000
0.8333
0.6000
0.7143

0.5000
0.5000
0.7143
0.5455
0.9091

0.6667
0.4444
0.7692
0.5714
0.8000

4
4
7
11
11

accuracy
macro avg

weighted avg

0.6757
0.7095
0.6997

0.6757
0.6338
0.6757

0.6757
0.6504
0.6734

37
37
37

Appendix Table 9. Results : UCI Data(Setting 2)

Class Pricision Recall F1-score Support
1
2
3
4
5

1.0000
0.7500
0.8571
0.8182
1.0000

1.0000
0.7500
0.8571
0.8182
1.0000

1.0000
0.7500
0.8571
0.8182
1.0000

4
4
7
11
11

accuracy
macro avg

weighted avg

0.8919
0.8851
0.8919

0.8919
0.8851
0.8919

0.8919
0.8851
0.8919

37
37
37

Appendix Table 10. Results : UCI Data(Setting 3)

Class Pricision Recall F1-score Support
1
2
3
4
5

1.0000
0.7500
1.0000
0.8333
1.0000

1.0000
0.7500
1.0000
0.9091
0.9091

1.0000
0.7500
1.0000
0.8696
0.9524

4
4
7
11
11

accuracy
macro avg

weighted avg

0.9189
0.9167
0.9234

0.9189
0.9136
0.9189

0.9189
0.9144
0.9200

37
37
37

Appendix Table 11. Results : UCI Data(Setting 4)
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Ⅱ. Real Data 

(a) Setting 1 (b) Setting 2

(c) Setting 3 (c) Setting 4

Appendix Figure 2. Real Data : Confusion Matrix for All Settings 

Class Pricision Recall F1-score Support
1
2
3
4

1.0000
0.0000
0.6000
0.7857

0.5000
0.0000
1.0000
0.9167

0.6667
0.0000
0.7500
0.8462

2
3
3
12

accuracy
macro avg

weighted avg

0.7500
0.5964
0.6614

0.7500
0.6042
0.7500

0.7500
0.5657
0.6869

20
20
20

Appendix Table 12. Results : Real Data(Setting 1)

Class Pricision Recall F1-score Support
1
2
3
4

0.5000
0.0000
1.0000
0.7500

0.5000
0.0000
0.6667
1.0000

0.5000
0.0000
0.8000
0.8571

2
3
3
12

accuracy
macro avg

weighted avg

0.7500
0.5625
0.6500

0.7500
0.5417
0.7500

0.7500
0.5393
0.6843

20
20
20

Appendix Table 13. Results : Real Data(Setting 2)

Class Pricision Recall F1-score Support
1
2
3
4

1.0000
1.0000
0.7500
1.0000

1.0000
0.6667
1.0000
1.0000

1.0000
0.8000
0.8571
1.0000

2
3
3
12

accuracy
macro avg

weighted avg

0.9500
0.9375
0.9625

0.9500
0.9167
0.9500

0.9500
0.9143
0.9486

20
20
20

Appendix Table 14. Results : Real Data(Setting 3)

Class Pricision Recall F1-score Support
1
2
3
4

1.0000
1.0000
0.7500
1.0000

1.0000
0.6667
1.0000
1.0000

1.0000 
0.8000 
0.8571 
1.0000 

2
3
3
12

accuracy
macro avg

weighted avg

0.9500
0.9375
0.9625

0.9500
0.9167
0.9500

0.9500
0.9143
0.9486

20
20
20

Appendix Table 15. Results : Real Data(Setting 4)
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