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Reducing vehicle interior noise to provide a pleasant driving environment is important in the vehicle industry 
because the interior noise is one of the important factors in evaluating the vehicle’s quality. In the case of 
eco-friendly electric vehicles, noises generated by the wind while driving is considered to be the main cause of 
vehicle noise. The most influential factor for wind noise is the vehicle exterior design. Previously, a 
vehicle-specific analysis model was constructed using computer-aided engineering to predict wind noises. 
However, the existing methods require an additional analysis according to changes in the exterior design, and it 
depends on the subjective opinions of experts. Therefore, it is necessary to develop an effective model that 
predicts and analyzes wind noises through various exterior design images. In this study, we propose an 
explainable deep learning model that can predict internal noises by using the vehicle's exterior design images. 
The proposed method can extract features and detect important areas of each design image through 
multi-convolutional neural networks and self-attention. The experimental results show that the proposed method 
accurately predicts wind noises while detecting the importance of each exterior design feature.

†   
Keywords: Wind Noise Prediction, NVH(noise, vibration and harshness), Vehicle Exterior Design, 
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1. 서  론

오늘날 차량의 승차감을 평가하는데 있어 소음(noise), 진동

(vibration) 및 마찰(harshness)은 매우 중요한 요소다. 특히 차량

에서 발생하는 소음은 운전자가 차량을 선택하는데 큰 영향을 

끼치는 요소로, 쾌적한 운전 환경을 결정하는데 매우 중요하다

(Genuit et al., 2004). 차량 내 소음을 유발하는 주요 원인으로는 

엔진, 파워트레인, 도로 및 타이어, 바람 등이 존재한다(Qatu et 

al., 2012). 차량의 통합 기술 발전으로 엔진과 타이어에 의한 소

음이 줄어들게 되면서 주행 중 차체와 공기와의 충돌로 인해 발

생하는 진동에 의한 소음인 공력 소음(aerodynamic noise)이 차

량 내 소음에서 더욱 많은 비중을 차지하게 되었다(Qiliang et 
al., 2022). 또한, 전기차로의 전환이 활발하게 이루어지면서 차

량 내 소음 유발 원인 중 하나인 엔진을 활용하지 않아 바람에 

의한 소음이 더욱 중요한 관심사가 되었다(Martin et al., 2022).
차량의 외부 디자인은 공력 소음 및 풍절음(wind noise) 발생
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에 중요한 역할을 하는 요소이다. 그러나 외부 디자인은 개발 

단계 중 프로토타입 시점에서 변경하는 것이 불가능하기 때문

에 초기 디자인 단계에서의 점검이 필수적이다(Rim et al., 
2018). 따라서 외부 디자인과 풍절음과의 관계에 대한 연구들

이 활발하게 진행되고 있다. Senthooran et al.(2013)은 와이퍼

에 의한 차량 내 소음을 예측하기 위해서 전산 유체 역학

(computational fluid dynamics; CFD)을 통해서 와이퍼의 배치 

방식이 미치는 영향에 대해 분석하였으며, Rim et al.(2018)은 

반응표면분석법(response surface methodology)을 활용하여 A-
필라 및 와이퍼의 디자인과 소음의 관계를 분석하였다. 
Zaareer et al.(2022)은 소음에 대한 사이드 미러 위치의 영향력

을 유한 요소 해석(finite element analysis; FEA)을 활용하여 분

석하였다. 그러나 컴퓨터 이용 공학(computer-aided engineer-
ing; CAE)을 활용하는 기존 연구들은 디자인 요소 변경에 따

른 개별적인 모델을 구축해야 하는 비효율적이라는 문제와 함

께 전문가의 주관적인 의견에 의존한다는 한계점이 존재한다. 
이러한 한계점을 해결하기 위해 다양한 외부 디자인 특징을 

포함하는 하나의 차량에 인공지능을 활용하여 정량적인 소음 

예측 및 해석을 진행하는 모델 개발이 시도되고 있다. Kužnar 
et al.(2012)은 선형 서포트 벡터 머신(linear support vector ma-
chine)을 활용하는 실내 소음 예측 방법론을 제안하였으며, Li 
et al.(2021)은 엘만 신경망(Elman neural network)을 활용하여 

설계 요소에 따른 차량의 실내 소음을 정량적으로 예측하였으

며, 소음에 따른 차체 구조의 최적화 방법을 제안하였다.
최근 다양한 분야에서 활용되는 딥러닝 모델의 성능 향상을 위

한 연구들과 더불어 모델의 결과에 대해 사람이 이해할 수 있는 

설명 가능한 인공지능(explainable artificial intelligence; XAI)에 

대한 연구가 활발히 진행되고 있다. Vaswani et al.(2017)은 특정 

영역의 입력 값을 활용하여 학습에 중요한 부분에 큰 가중치를 

주어서 학습을 진행하는 셀프 어텐션(self-attention)을 활용하여 

자연어 처리 학습 과정에서 중요한 역할을 한 부분을 탐지하였

다. 컴퓨터 비전 분야에서는 합성곱 신경망(convolutional neural 
network)을 이용해 이미지를 분류하는데 중요한 영향을 끼친 부

분을 시각화하는 연구가 진행되었다(Simonyan et al., 2013). Zhou 
et al.(2016)은 합성곱 신경망 마지막 단계의 특징 맵(feature map)
으로부터 도출한 전역 평균 풀링(global average pooling) 값과 타

겟을 완전 연결 레이어(fully-connected layer)로 연결하여 가중치

를 구하고 이를 통해 타겟 이미지에 포함된 중요 위치를 시각화 

할 수 있는 CAM (class activation map) 방법론을 제안하였다. 이후 

Selvaraju et al.(2017)은 특징 맵 내 각 원소가 타겟 클래스에 주는 

영향력을 정량화한 그레디언트(gradient)를 이용하여 이미지 내

의 중요 영역을 탐지할 수 있는 Grad-CAM(gradient-weighted 
class activation mapping)방법론을 제안하였다. 

차량 소음 예측을 위한 기존 연구에서는 디자인 요소 변경에 
따라 새로운 해석 모델을 구축해야 하는 비효율적이라는 한계

점이 존재한다. 또한, 디자인 요소의 실험 인자 값 활용으로 예

측에 영향을 주는 주요 디자인 정보에 대한 명확하고 가시적

인 해석이 어려운 한계가 있다. 실제 차량 산업에서는 차량의 

외부 디자인을 일일이 변경해가며 소음을 확인할 수 없기 때

문에 소음에 영향을 미치는 주요 디자인 요소를 탐지하여 이

를 이용한 예측 모델을 구축하는 것이 효율성 관점에서 매우 

중요하다. 이를 위해 본 연구에서는 차량의 다양한 외부 디자

인 정보를 효율적으로 사용할 수 있는 설명 가능한 딥러닝 모

델을 제안한다. 제안 방법론은 차량의 외부 디자인을 이용한 

다양한 주파수 대역에서의 소음 예측에서 우수한 성능을 보이

며, 예측에 영향을 주는 주요 디자인 정보를 제공할 수 있음을 

확인하였다. 본 논문의 중요 기여점은 다음과 같다.
- 차량의 외부 디자인별 특징을 반영하여 다양한 주파수 대

역에서의 소음을 동시에 예측할 수 있는 딥러닝 모델을 제

안한다.
- 어텐션 매커니즘을 이용하여 소음 예측에 활용되는 외부 

디자인별 중요도를 제공한다.
- 외부 디자인별 이미지내에서의 중요 영역에 대한 정보를 

시각적으로 제공하며, 소음에 유의미한 영향을 줄 수 있는 

상세한 정보를 제공한다. 

본 논문은 다음과 같은 구조를 가진다. 2장에서는 사용하는 

데이터와 제안하는 방법론에 대해 설명한다. 3장에서는 평가

지표, 실험 조건에 대해 설명하고 제안하는 방법론의 성능을 

실험을 통해서 보여준다. 마지막으로 4장에서는 결론 및 추후 

연구 과제와 기대효과를 제시한다.

2. 제안 방법론

제안 모델은 차량의 외부 디자인별 특징 추출 및 중요 영역 파악

을 위한 다중 합성곱 신경망과 차량의 소음 및 진동에 영향을 미

치는 중요한 디자인 탐색을 위한 셀프 어텐션 네트워크, 그리고 

추출된 특징들을 바탕으로 다양한 주파수 대역에서의 소음 예

측을 위한 다층 퍼셉트론(multi-layer perceptron) 소음 예측기로 

구성된다. <Figure 1>은 제안 모델의 구조를 요약한 그림이다. 

Figure 1. Architecture of Proposed Multi-CNN with Self-Attention 
Network
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Figure 2. Architecture of CNN Feature Extraction

2.1 다중 합성곱 신경망을 통한 외부 디자인별 특징 추출 및 

중요 영역 탐지

다양한 차량 외부 디자인 이미지들을 동시에 고려하는 합성

곱 신경망 모델은 입력 이미지들 사이의 가중치들을 서로 공유

하게 된다. 이 경우 모든 디자인 이미지들의 특징이 통합된 형

태로 추출 되어 어떤 특징을 강조하는 디자인이 예측에 중요한 

역할을 하였는지에 대한 판단이 어렵다. 본 연구에서는 특징 

추출 단계에서는 디자인 이미지들 사이의 가중치가 공유되지 

않도록 하여 디자인별 특징을 개별적으로 추출할 수 있는 다중 

합성곱 신경망 구조를 구성한다. 본 연구에서는 디자인별 특징 

추출을 위해서 각각의 dense block 내의 모든 레이어로부터 얻

은 특징 맵을 서로 연결하여 특징 추출에서 우수한 성능을 보

이는 DenseNet(Huang et al., 2017) 구조를 활용한다. <Figure 2>
는 본 연구에서 활용하는 특징 추출기의 자세한 구조를 나타낸

다. 특징 추출기는 합성곱 연산을 통한 특징 맵들을 상호 연결 

하여 초기 정보가 깊은 레이어에도 효율적으로 전달될 수 있는 

dense block과 연산량 조절을 위하여 특징 맵의 크기와 채널 수

를 조정하는 transition layer가 반복되는 구조이다.
아울러 차량 내 소음 예측에 있어서 디자인별 중요 영역을 

탐지하기 위해 학습된 모델에서 타겟에 주는 영향력을 정량화

한 그레디언트 정보를 사용하는 Grad-CAM(Selvaraju et al., 
2017)을 활용한다. 식 (1)과 같이 주파수 대역 c에서의 소음 수

준 을 합성곱 레이어의 k번째 특징 맵  ∈  ×에 대해서 

오차 역전파(backpropagtion) 및 전역 평균 풀링을 진행하여 주

파수 대역 c에 대한 k번째 특징 맵의 중요도 
를 구하였다. 이

때, u와 v는 각각 특징 맵의 가로, 세로 크기, Z는 특징 맵의 픽

셀 수를 의미한다. 이후 특징 맵  과 중요도 
들을 선형 결

합 후, ReLU(rectified linear unit) 활성화함수를 적용하여 주파

수 대역 c에 대한 중요 영역을 표현하는 지역 맵(localization 
map)  을 구하였으며 이는 식 (2)로 표현된다. 합성곱 신경망 

내 깊은 레이어로부터 추출된 특징 맵일수록 높은 수준의 시

각적 정보를 포함하기 때문에 본 연구에서는 디자인별 합성곱 

신경망의 마지막 합성곱 레이어를 활용한다(Mahendran et al., 
2016).
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2.2 셀프 어텐션을 통한 중요 디자인 이미지 탐지 및 소음 

예측기

셀프 어텐션이란 하나의 특징 벡터에서부터 쿼리(query), 키
(key), 벨류(value)의 3종류 벡터를 생성하고, 이를 활용하여 예

측을 진행하는데 더욱 관련이 있는 정보에 집중하여 학습 하

는 방법론을 의미한다. 본 연구에서는 다중 합성곱 신경망을 

통하여 산출된 각각의 외부 디자인별 특징 벡터 중 소음 예측

에 중요한 특징 벡터에 집중하여 예측 성능 향상과 동시에 중

요 디자인 정보를 파악할 수 있도록 셀프 어텐션 네트워크를 

구성한다. <Figure 3>은 본 연구에서 제안하는 셀프 어텐션 네

트워크의 자세한 구조를 나타낸다. 본 연구에서의 셀프 어텐

션 네트워크는 레이어 정규화(layer normalization) 블록과 셀프 

어텐션 블록으로 구성된다. 식 (3), (4), (5)와 같이 다중 합성곱 

신경망을 통해서 추출된 i번째 디자인 이미지의 특징 벡터 

를 레이어 정규화 진행 후, 3종류의 완전 연결 레이어의 입력

으로 하여 쿼리 벡터(), 키 벡터(), 벨류 벡터()를 구하였

다. 식 (6)을 통해 쿼리 벡터와 키 벡터의 소프트맥스(softmax) 
함수를 통해 어텐션 스코어(attention score) 를 구하며, 식 (7)
을 통해 어텐션 스코어 와 벨류 벡터 의 선형 결합을 통해

서 i번째 디자인 이미지에 대해서 가중치가 반영된 특징 벡터 

를 구한다. 학습 과정에서의 기울기 손실(gradient vanishing)
문제를 방지하기 위해 가중치가 반영된 디자인 이미지의 특징 

벡터  와 다중 합성곱 신경망을 통해 추출된 특징 벡터 를 

더하여 중요 영역에 대한 정보가 포함된 히든 벡터(hidden vec-
tor) 를 산출한다(He et al., 2016).

               (3)

               (4)

              (5)

          ∑





(6)

         ∑ (7)
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(a) Three Types of Global Images

(b) Seven Types of Local Images
Figure 4. Examples of Exterior Design Images of the Vehicle (a) Three Types of Global Images (b) Seven Types of Local Images

Figure 3. Architecture of Self-Attention Network

최종적으로 디자인별 히든 벡터 를 가중 평균하여 모든 

디자인 이미지 정보가 요약된 특징 벡터를 구한다. 요약된 특

징 벡터를 바탕으로 완전 연결 레이어로 구성된 다층 퍼셉트

론 소음 예측기를 통해 주파수 대역별 소음을 예측한다. 또한, 
학습이 완료된 모델에서의 디자인별 어텐션 스코어들의 가중 

평균값을 통하여 디자인별 중요도를 산출한다.

3. 실험 결과

3.1 데이터 소개

본 연구에서는 국내 자동차 제조 업체 A사의 특정 차종에 

대해 디자인 요소들의 변화에 따른 실내 소음 메타 모델로부

터 수집한 10종류의 이미지와 3종류의 차량 내 소음 데이터를 

활용하였으며, 데이터의 전체 관측치 수는 10,027개이다. 활용 

이미지는 차량 별 디자인 요소들의 차이가 모두 반영되어 있

는 글로벌 이미지 3종류와 차량 전문 엔지니어들에 의해 선택

된 로컬 이미지 7종류로 구성되었다. <Figure 4(a)>는 3종류의 

글로벌 이미지로 왼쪽부터 차량의 전면, 우측면, 상단을 나타

낸다. <Figure 4(b)>는 7종류의 로컬 이미지로 순차적으로 A-
필러(A-pillar) 각도, 텀블홈 각도, 레인거터 높이, A-필러 폭, 
사이드 미러 곡률, 사이드 미러 각도, 사이드 미러의 면적 및 Y 
위치를 나타낸다.  
차량 내 소음 데이터는 주파수에 따라서 사람이 느끼는 소리

의 크기가 달라지므로 3종류의 주파수 대역(500Hz, 1,000Hz, 
2,000Hz)으로 나누어 분석하였다. 이를 통해 주파수 대역에 따

른 소음 예측 및 디자인 요소와 소음과의 관계를 분석할 수 있었

다. 또한, 소리 크기의 민감도를 반영하는 데시벨(dB) 단위에 A-
가중치를 부여한 A-가중 데시벨(dBA) 단위로 변환하여 활용하

였다. 

3.2 실험 설계 및 모델 학습

본 연구에서는 회귀 문제에서 일반적으로 사용되는 평균 제

곱 오차(mean squared error; MSE)를 비용함수(cost function)로 

활용하였다. 멀티 아웃풋 모델에서의 평균 제곱 오차는 각 반

응 변수의 평균 제곱 오차를 평균한 값으로 식 (8)과 같이 계산

된다. 식 (8)에서 와 는 각각 i번째 데이터에 대한 j번째 

반응 변수의 실제 값과 예측 값이며, n은 관측치의 수, m은 반

응 변수의 수를 의미한다.

                 






  




  



 
 (8)
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Dataset Number of Data
Train Set 7,227

Validation Set 800
Test Set 2,000

Total 10,027

Table 1. Summary of Train/Validation/Test Set

Figure 5. Learning Curve for Train/Validation Set

해당 실험을 위해 사용된 컴퓨팅 환경은 Windows 10, Intel(R) 
Core(TM) i5-8400 CPU @ 2.80GHz, 64GB RAM, GTX 1080ti를 

이용하였으며, 데이터 분석 도구로는 파이썬(python) 프로그래

밍 언어를 활용하였다. 디자인별 특징 추출을 위한 합성곱 신경

망 모델은 합성곱 연산을 통하여 추출된 특징 맵들이 서로 연결

되는 dense block 4개와 특징 맵의 크기와 채널 수를 감소시키는 

transition layer 3개가 반복되는 구조의 DenseNet-121을 활용하

였다. Optimizer 함수로 Adam(Kingma et al., 2018)을 활용하였

으며, 학습률(learning rate)은 0.00001로 설정하였다. 모델의 학

습과 평가를 위해서 전체 10,027개의 데이터를 학습 데이터 

8,027개, 테스트 데이터 2,000개로 분리하였다. 학습한 모델의 

검증을 위해서 학습 데이터는 훈련 데이터와 검증 데이터로 추

가 분리하여 각각 학습데이터의 90%와 10%로 지정하였다. 
<Table 1>은 본 연구에서 활용한 훈련, 검증, 테스트 데이터의 

개수를 나타낸 것이다. 모델에서의 데이터 배치 사이즈(batch 
size)는 훈련 데이터와 검증 데이터 모두 10으로 설정하였다. 모
델은 100번의 에폭(epoch) 중 검증 데이터에 대한 손실 함수 값

이 가장 작은 에폭에서의 모델을 최적 모델로 선정하였으며, 모
델이 훈련 데이터에 과적합되는 것을 방지하기 위해 검증 데이

터에 대해서 20번의 에폭 동안 손실 함수의 개선이 이루어지지 

않으면 학습이 조기 종료 되도록 하였다. 

3.3 평가 지표

본 연구에서는 주파수 대역에 따른 소음 예측 성능을 정량

적으로 평가하기 위해 주파수 대역별 평균 절대 오차(mean ab-
solute error; MAE)와 평균 제곱근 오차(root mean square error; 
RMSE)를 사용하였다. 평균 절대 오차는 실제값과 예측값의 

차이에 절대값을 취하여 평균한 값으로 식 (9)와 같이 계산된

다. 평균 제곱근 오차는 실제값과 예측값의 차이를 제곱하여 

평균한 값에 대한 제곱근 값으로 식 (10)과 같이 계산된다. 식 

(9)와 (10)에서 는 실제값, 은 예측값, n은 관측치의 수를 

의미한다. 평균 절대 오차와 평균 제곱근 오차는 0 이상의 값

을 갖게 되며, 값이 작을수록 모델의 예측 성능이 우수함을 보

여준다. 

     



  



  (9)

    




∑  
  



(10)

3.4 실험 결과 

제안 방법론과 비교 방법론의 유의미한 성능 차이를 확인하

기 위해 훈련, 검증, 테스트에 활용되는 데이터를 5회 변경해

가며 실험을 진행하였다. 모델 학습이 잘 수행되는지 확인하

기 위해 <Figure 5>와 같이 제안 방법론의 훈련, 검증 데이터의 

에폭별 손실 함수 값을 시각화 하였다. 훈련 및 검증 데이터에 

대한 손실 함수 값이 에폭에 따라 감소하는 경향을 통하여 학

습이 잘 수행된 사실을 확인 할 수 있다. <Table 2>는 제안 방

법론과 비교 방법론의 예측 성능 평균과 표준 편차를 나타낸 

것이다. 제안 방법론의 평균 절대 오차는 500Hz에서 0.012, 
1,000Hz에서 0.017, 2,000Hz에서 0.025로 다른 방법론들과 비

교하여 모든 대역에서 가장 우수한 성능을 보였다. 외부 디자

인 이미지들의 특징을 통합된 하나의 특징으로 추출 하는 단

일 합성곱 신경망의 구조는 다중 합성곱 신경망을 적용하는 

방법론에 비해서 낮은 성능을 보이는 것을 확인하였으며, 다
중 합성곱 신경망에 외부 디자인별 중요도에 따라 가중치를 

적용하는 셀프 어텐션을 추가적으로 적용하였을 때, 성능 향

상이 있는 것을 확인할 수 있었다. <Figure 6>은 제안 방법론에

서의 예측 성능에 대한 각각의 주파수 대역별 산점도(scatter 
plot)를 보여주고 있다. 산점도에서의 X축과 Y축은 각각의 주

파수 대역에 따른 실제 소음 값과 제안 방법론을 통하여 얻은 

예측 소음 값을 의미한다. 주파수 대역별 산점도가 Y=X의 그

래프와 유사하게 나타나는 것을 통하여 제안 방법론을 통한 

예측 소음 값이 실제 소음 값과 유사하게 나타나는 것을 확인

할 수 있다. 더불어 추출된 개별 특징들에 적용된 셀프 어텐션

이 외부 디자인별 특징 및 중요도를 반영하여 모든 주파수 대

역에서 우수한 소음 예측 성능을 보이는 것을 확인하였다. 
<Figure 7>은 셀프 어텐션을 통해 학습된 제안 모델에서의 

외부 디자인별 중요도를 보여주고 있다. 이를 통해 소음을 예

측하는데 있어서 특정 디자인 요소들이 강조된 로컬 이미지가 

글로벌 이미지에 비해 중요한 역할을 하고 있음을 확인할 수 

있었다. 특히 차량 산업 전문가들은 내부 소음을 분석하는데 

있어서 모든 디자인 요소들을 함축하고 있는 글로벌 이미지 

보다는 각각의 디자인 요소들이 강조된 로컬 이미지를 더욱 

중요하게 고려하고 있어 본 연구에서의 분석 결과가 현장에서 

고려되는 디자인별 중요도와 일치함을 알 수 있었다. 아울러, 
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Figure 6. Scatter Plot for Results of Proposed Methods 

Models Frequency MAE RMSE

Single CNN 
500 Hz 0.446±0.009 0.552±0.012

1,000 Hz 0.755±0.026 0.924±0.046
2,000 Hz 0.938±0.010 1.137±0.009

Multi-CNN without Self-attention
500 Hz 0.016±0.002 0.020±0.002

1,000 Hz 0.021±0.002 0.027±0.002
2,000 Hz 0.028±0.002 0.035±0.003

Multi-CNN with Self-attention
(Proposed Method)

500 Hz 0.012±0.001 0.016±0.002
1,000 Hz 0.017±0.002 0.022±0.002
2,000 Hz 0.025±0.003 0.032±0.004

Table 2. Regression Results of Models

Figure 8. Heatmaps for Important Areas of Local Images 

예측에 있어 사이드 미러의 면적 및 Y 위치, 사이드 미러 곡률, 
사이드 미러 각도 등 사이드 미러가 바람에 의한 소음 유발에 

중요인자임을 알 수 있었다.  

Figure 7. Importance Score Graph by Exterior Design

<Figure 8>에서는 로컬 이미지에 대해 중요 영역 정보를 히

트맵으로 나타냈으며, 소음 예측에 중요한 영역일수록 붉은 

색으로 표현하였다. 이를 통해 히트맵 결과에서 보여주고 있

는 중요 영역이 실제 전문가들이 소음 절감에서 고려하는 디

자인 영역을 포함하는 사실을 통하여서 해당 결과가 실제 전

문가들의 의견과 일치하는 점을 확인할 수 있었다. 각각의 로

컬 이미지에서 강조되는 영역과 더불어 사이드 미러의 디자인 

요소가 추가적으로 탐지되는 사실을 통해서 사이드 미러가 소

음에 큰 영향을 미치는 인자임을 확인하였다. 사이드 미러는 

전문가들이 차량 소음과 밀접한 관계가 있는 디자인 요소로 

여기는 점에서 실제 전문가들의 의견과 일치한다고 평가할 수 

있다. 특별히, 소음 절감을 위해서는 사이드 미러의 상단 부분

과 측면 유리와 근접한 부분의 디자인이 중점적으로 고려되어

야 함을 추가적으로 알 수 있었다.
<Table 3>은 활용하는 외부 디자인별 이미지의 종류에 따른 
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Models Frequency MAE RMSE

Proposed Method
(Local + Global images)

500 Hz 0.012±0.001 0.016±0.002
1,000 Hz 0.017±0.002 0.022±0.002
2,000 Hz 0.025±0.003 0.032±0.004

Proposed Method
(Local images)

500 Hz 0.010±0.001 0.013±0.002
1,000 Hz 0.014±0.002 0.018±0.002
2,000 Hz 0.018±0.002 0.023±0.003

Table 3. Regression Results of Proposed Method with Utilization Image Type

예측 성능 평균과 표준 편차를 나타낸 것이다. 글로벌 이미지

와 로컬 이미지를 같이 활용하였을 때보다 로컬 이미지만을 

활용하였을 때 모든 주파수 대역에서 성능이 향상하는 것을 

확인할 수 있었다. 따라서 소음을 예측하는데 전체적인 특징

을 반영하는 글로벌 이미지보다 특정 디자인 요소들이 강조된 

로컬 이미지 정보만을 활용하는 것이 효과적임을 추가적으로 

확인할 수 있었다. 

4. 결  론

본 연구에서는 차량 외부 디자인 데이터를 활용하여 다양한 

주파수 대역에서 발생하는 바람에 의한 소음을 동시에 예측할 

수 있는 설명 가능한 딥러닝 모델을 제안하였다. 본 연구는 외

부 디자인 변경에 따른 새로운 해석 모델을 구성해야 하는 기

존의 문제점을 해결할 수 있는 효율적인 딥러닝 기반 네트워

크 모델을 제안하는 점에서 의의가 있다. 학습에 사용한 데이

터는 차량 전문 엔지니어들이 중요하다고 판단한 인자들이 반

영되어 있는 10 종류의 이미지를 활용하였다. 제안 방법론은 

특징 추출 단계에서 다중 합성곱 신경망 구조를 활용하여서 

디자인 이미지들 사이의 가중치가 서로 공유되지 않도록 설계

하였으며, 이를 통해 외부 디자인별 특징을 개별적으로 추출

할 수 있다. 또한, 개별적으로 추출된 특징에 디자인별 특징의 

중요성을 반영할 수 있도록 셀프 어텐션 네트워크를 활용하였

으며, 실험을 통해 우수한 소음 예측 성능을 보이는 것을 확인

하였다. 아울러 제안 방법론은 소음에 영향을 주는 상세한 디

자인 요소 정보를 전문가에게 제공할 수 있으며, 실제로 제안 

모델이 제안하는 디자인 요소 정보가 현장 전문가가 중요하게 

고려하는 디자인 영역을 포함하는 것을 확인하였다. 제안 방

법을 통해 소음에 영향을 주는 상세한 디자인 요소 정보를 전

문가에게 제공하여 해당 정보에 대한 추가적인 분석을 바탕으

로 향후 소음 예측 성능 향상에 기여를 할 수 있을 것으로 기대 

된다. 
본 연구에서는 단일 차종으로부터 수집한 데이터를 활용하

여 풍절음 예측 및 해석을 진행하였다. 하지만, 다른 특징을 가

지고 있는 새로운 차종에 대해서는 소음 예측 성능이 저하될 

수 있다는 한계점이 존재한다. 이를 보완하기 위해서 향후에

는 새로운 차종에 대해서도 우수한 예측이 가능하도록 학습이 

완료된 모델에 지식 전이를 적용하고자 한다. 지식 전이를 통

해서 새로운 차종에 대해서 지속적으로 업데이트할 수 있으

며, 소량의 데이터로도 우수한 예측 성능을 보일 수 있을 것으

로 기대된다.
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