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장면 이미지 속 한글 문자 인식을 위한 

글자 단위 일관성 정규화 기반의 준지도학습 모델
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Scene text recognition is a task that recognizes characters in scene images. Existing studies have been actively 
conducted based on English but little has been done on Korean. Because Korean does not have enough labeled 
data and has a large number of characters compared to English, it is more difficult to train Korean scene text 
recognition model. In addition, most of the previous studies trained the model using synthetic images rather than 
real images because of insufficient labeled data. However, using synthetic images can reduce generalization 
performance because of domain gap between real and synthetic images. In this study, we propose a Korean 
scene text recognition model using semi-supervised learning that overcomes the insufficient labeled data and 
domain gap. By using text alignment and consistency regularization specialized for Korean scene text 
recognition, we can obtain better performance than the existing supervised and semi-supervised scene text 
recognition models for three evaluation datasets. To the best of our knowledge, this is the first study that 
attempts semi-supervised learning for Korean scene text recognition.
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1. 서  론

장면 이미지 속 문자 인식(scene text recognition)은 이미지 내 

어떤 문자가 있는지 예측하는 과제이다. 이는 하얀색 배경과 

검정색 글씨처럼 규격화된 인쇄체 글씨를 인식하는 광학 문자 

인식(optical character recognition, OCR)과 유사한 특징을 갖는

다. 하지만 장면 이미지 속 문자 인식은 여러 형태의 글꼴과 다

양한 배경을 지닌 간판이나 책 표지와 같은 이미지들을 인식

하는 과제로 OCR보다 난이도가 높은 연구분야이다. 최근 이

러한 장면 이미지 속 문자 인식은 딥러닝을 활용하여 우수한 

성능을 보여주고 있다(Chen et al., 2021).
장면 이미지 속 문자 인식에 대한 선행연구는 영어를 위주

로 활발하게 진행되고 있다(Shi et al., 2016; Baek et al., 2019; 
Aberdam et al., 2021). 하지만 한글을 포함한 그 외 소수언어

에 대해서는 연구 사례가 저조한 실정이다. 이는 전 세계에서 

공용으로 활용되는 영어에 비해 데이터 수가 적은 것이 주된 

이유이다. 또한 영어의 경우 분류해야 하는 글자가 대/소문자 

각각 26개씩 총 52개가 존재하지만, 한글의 경우 한국 산업 

규격으로 지정된 한국어 문자 집합인 완성형(KS×1001) 기준 

2,350개의 글자를 분류해야만 한다. 더불어 한글은 자음과 모
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음으로 구성된 복합적인 언어로 ‘가’와 ‘갸’처럼 상대적으로 

유사한 글자들이 다수 존재하기에 정교한 기술을 필요로 한

다. 이에 따라 영어보다 복잡한 한글은 장면 이미지 속 문자 

인식에 어려움이 존재하여 다양한 연구사례가 존재하지 않

는다.
활발히 연구가 진행되고 있는 영어에 대한 장면 이미지 속 

문자 인식에 관한 선행연구들은 합성 이미지를 활용한 지도학

습(supervised learning)을 기반으로 수행되었다(Shi et al., 2018; 
Baek et al., 2019). 합성 이미지는 일반적인 이미지에 글자를 

삽입하여 만든 인위적인 이미지로, 데이터 수집 및 레이블링 

비용이 적다는 장점이 있다. 반면 실제 이미지의 경우 레이블

링을 위해 원본 이미지에서 문자열의 위치를 찾아 해당 부분

만 잘라내고 해당 문자가 무엇인지 표기해야 하기에 시간적 

비용이 크다는 한계가 존재한다. 이처럼 학습할 만큼 충분한 

실제 이미지 기반의 레이블을 갖는 데이터(labeled data)를 수

집하는 것은 많은 비용이 소모된다. 따라서 선행연구들은 수

집하기 용이한 합성 이미지를 모델 학습에 활용하여 연구를 

수행하였다. 하지만 이러한 합성 이미지로 학습할 경우 실제 

이미지와 합성 이미지 사이에 도메인 차이(domain gap)가 나

타나기에, 모델이 충분히 학습했더라도 일반화 성능이 떨어질 

수 있다는 한계가 존재한다.
이와 같은 데이터의 부족 그리고 도메인 차이를 완화하기 

위해서 합성 이미지와 실제 이미지 기반의 레이블이 없는 데

이터(unlabeled data)를 함께 활용한 연구들도 수행되고 있다

(Aberdam et al., 2021; Zheng et al., 2022). 하지만 합성 이미지

가 포함되어 있기 때문에 도메인 차이는 완전히 극복하기 어

렵다는 한계점이 존재한다. 따라서 최근 장면 이미지 속 문자 

인식에 대한 연구는 이러한 도메인 차이를 극복하기 위해서, 
합성 데이터가 아닌 소수의 labeled 데이터와 다수의 un-
labeled 데이터를 활용한 연구가 수행되고 있다(Baek et al., 
2021). Unlabeled 데이터는 labeled 데이터에 비해 수집 비용

이 낮고, 합성 이미지가 아니기에 도메인 차이가 존재하지 않

는 장점이 있다. 그러나 unlabeled 데이터를 활용하여 장면 이

미지 속 문자 인식을 수행한 사례는 영어에만 한정되어 있으

며, 장면 이미지 속 한글 문자 인식에 대한 연구사례는 전무

한 실정이다. 
이에 따라 본 연구는 labeled 데이터와 unlabeled 데이터를 

동시에 사용하는 준지도학습(semi-supervised learning) 기반 

장면 이미지 속 한글 문자 인식 모델을 제안하고자 한다. 이
때, unlabeled data를 활용함으로써 데이터가 부족한 한계를 

극복하였으며, 합성 데이터를 사용하지 않음으로써 도메인 

차이를 극복하였다. 또한 자음과 모음으로 구성되어 글자 

자체에 정보가 많은 한글의 특징을 고려하여 글자 단위로 

모델링을 수행하였다. 본 연구에서 제안하는 모델은 이미지 

분류 문제에서 활용된 준지도학습 모델인 Sohn et al.(2020)
에서 고안되었다. Sohn et al.(2020)의 준지도학습 모델은 해

당 분야에서 우수한 성능을 달성했고, 비교적 간단한 구조

를 갖고 있어 학습 및 응용이 용이하다. 본 연구에서 제안하

는 모델은 Sohn et al.(2020)에서 활용되는 이미지 단위 일관

성 정규화가 아닌, 글자 자체에 정보가 많은 한글의 특성을 

반영한 글자 정렬과 글자 단위 일관성 정규화 기법을 새롭

게 제안한다.
장면 이미지 속 문자 인식 모델에서 글자 단위로 일관성 정

규화를 통해 학습하는 것은 이전 Zheng et al.(2022)에서 영어 

문자에 대해 최초로 제안되었다. 하지만 해당 방법론은 몇 가

지 한계점이 존재한다. 첫째, 글자들이 예측된 각 확률을 모두 

곱하여 임계값(threshold)과 비교할 점수(score)를 정의한다. 
이는 0과 1사이의 확률들을 곱하여 점수를 계산하기 때문에, 
문자열의 길이가 길어질수록 각 글자에 대한 예측 확률이 높

음에도 불구하고 해당 이미지의 점수는 낮아질 수 있다는 한

계가 존재한다. 예를 들어 ‘농수산물도매시장’이라는 문자열

에 대하여 각 글자를 90%의 확률로 우수하게 예측했음에도 

불구하고, 해당 이미지의 점수는 0.98(≒ 0.4305)로 낮게 산출

될 수 있다. 둘째, 글자 단위 일관성 정규화를 기반으로 학습

하지만 임계값과 비교하는 점수를 전체 이미지 단위에 적용

한다. 이는 이미지 내 학습에 도움이 될 수 있는 글자들까지 

학습에 활용하지 않는다는 한계가 존재한다. 예를 들어 ‘항정

살’이라는 문자열을 각각 ‘0.95’, ‘0.8’, ‘0.01’로 예측했다면, 
비교적 모호하게 예측된 ‘살’이라는 글자의 영향으로 점수가 

‘0.95×0.8×0.01 = 0.0076’로 낮게 산정되어 해당 이미지가 학

습에 활용되지 않을 수 있다. 이때, 각 이미지 단위로 임계값

과 비교하기 때문에 우수하게 예측된 ‘항’과 ‘정’은 학습에 도

움이 될 수 있지만 ‘살’의 영향으로 이미지 내 모든 글자들이 

학습에 활용되지 않는다. 이에 따라 본 연구는 위 두 가지 한

계를 극복하기 위하여 이미지가 아닌 각 글자 단위로 점수를 

산정하고, 각 점수를 전체 이미지가 아닌 글자 단위로 비교함

으로써 우수한 성능을 달성할 수 있었다. 본 연구의 주요 기여

점은 아래와 같다.
∙ 본 연구는 labeled 데이터가 부족한 상황에서 효과적인 

준지도학습을 장면 이미지 속 한글 문자 인식에 활용한 

모델을 제안하며, 이는 우리가 파악하고 있는 한 장면 이

미지 속 한글 문자 인식 분야에서 최초의 시도이다.
∙ 글자 자체에 정보량이 많은 한글의 특징을 고려한 글자 

정렬 및 글자 단위 일관성 정규화 기반 장면 이미지 속 

문자 인식 모델을 새롭게 제안하여 기존 지도학습 및 준

지도학습 모델 대비 성능 향상을 이루었다.

본 논문은 다음과 같이 구성된다. 제2장에서는 최근 연구된 

장면 이미지 속 문자 인식 및 준지도학습을 활용한 장면 이미

지 속 문자 인식 모델들을 소개한다. 제3장에서는 본 연구에서 

제안하는 준지도학습을 활용한 장면 이미지 속 한글 문자 인

식 모델을 설명한다. 제4장에서는 본 연구에서 활용한 데이터

셋과 실험조건 및 실험결과를 제시한다. 마지막으로 제5장에

서는 결론과 함께 추후 연구방향을 제시한다.
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Figure 1. Architecture of Attention-based Scene Text Recognition Model

2. 관련연구

2.1 장면 이미지 속 문자 인식

장면 이미지 속 문자 판독(scene text spotting)은 이미지 내에서 

문자의 위치를 찾고 어떤 문자인지 인식하는 연구분야이다. 이러

한 장면 이미지 속 문자 판독은 크게 장면 이미지 속 문자 탐지

(scene text detection)와 장면 이미지 속 문자 인식으로 구분된다. 
장면 이미지 속 문자 탐지는 원본 이미지에서 글자가 있는 위치를 

식별하는 과제이며, 장면 이미지 속 문자 인식은 식별된 위치에 존

재하는 문자들을 예측하는 과제이다. 이때, 장면 이미지 속 문자 

인식 모델은 하나의 이미지가 입력으로 들어오면 여러 개의 글자

를 순차적으로 반환하는 구조로, 1개의 입력 데이터에 대해 여러 

개의 출력 값을 갖는다. 이는 일반적인 분류 문제와는 달리 각 글자 

단위로 예측한다는 특징을 가지며, 각 글자를 시퀀스(sequence)로 

보았을 때 시퀀스 분류 과제로 볼 수 있다. 최근 연구들은 장면 이미

지 속 문자 인식을 위해서 합성곱 신경망(convolution neural net-
work, CNN)을 이용하여 특징을 추출한 후, 디코딩 과정에서 글자 

시퀀스들을 예측한다(Shi et al., 2016; Baek et al., 2019). 이때, 디코

딩 과정에서 일반적으로 2가지 방법론이 활용된다. 첫번째는 con-
nectionist temporal classification(CTC; Graves et al., 2006)으로 디

코딩 시 각 시퀀스별로 예측한 후 공백 토큰(blank token)을 활용하

여 중복되는 단어들을 제거하는 등의 후처리를 수행하는 특징을 

갖는다. CTC를 사용한 대표적인 연구로는 Shi et al.(2016)와 Busta 
et al.(2017)이 존재한다. 두번째는 어텐션(attention; Bahdanau et 
al., 2014) 메커니즘이다. 이는 주로 sequence-to-sequence(seq2seq; 
Sutskever et al., 2014)모델에 어텐션 메커니즘을 적용한 디코더 구

조를 활용하며 각 시퀀스 별 글자와 이미지간 관계를 학습한 후 글

자들을 순차적으로 디코딩한다. 이때 <sos>토큰을 입력 받아 디코

딩 시작 여부를 판단하고, 문자열이 모두 디코딩이 되었다면 <eos>
토큰을 출력하여 디코딩 완료 여부를 판단한다. Shi et al.(2018)와 

<Figure 1>에 명시된 Baek et al.(2019)이 대표적으로 어텐션 메커

니즘을 활용한 구조이며, 어텐션 메커니즘을 활용함으로써 CTC
보다 우수한 성능을 달성할 수 있었다. 

2.2 준지도학습을 활용한 장면 이미지 속 문자 인식

준지도학습은 labeled 데이터가 부족할 때 unlabeled 데이터

를 함께 학습에 활용하는 방법론으로, 자가학습(self-training; 
Scudder, 1965)과 일관성 정규화를 위주로 활발하게 연구가 진

행되고 있다. 자가학습은 labeled 데이터로 모델을 학습하고 해

당 모델로 unlabeled data를 예측한 후, 신뢰도가 높은 데이터들

을 선별하여 기존의 학습데이터와 합쳐서 모델을 반복적으로 

학습한다. 이러한 자가학습 기반의 모델은 Lee(2013)가 대표적

이다. 또한 일관성 정규화는 원본 이미지와 원본 이미지에 변형

을 가하거나 다른 모델에 들어갔을 때 예측 결과들이 일관성을 

갖도록 학습한다. Tarvainen et al.(2017), Xie et al.(2020), Sohn et 
al.(2020)은 일관성 정규화를 기반으로 학습하는 준지도학습 

모델로, 자가학습보다 우수한 성능을 보였다.
더불어 장면 이미지 속 문자 인식에 unlabeled 데이터를 활

용하기 위해 준지도학습을 적용하여 우수한 성능을 보인 연구

들도 존재한다. Baek et al.(2021)은 준지도학습 중 Lee(2013)와 

Tarvainen et al.(2017)를 장면 이미지 속 문자 인식에 적용하여 

지도학습보다 우수한 성능을 얻었다. 또한 Zheng et al.(2022)
은 합성 이미지를 활용했지만 준지도학습의 일관성 정규화를 

기반으로 학습했다는 특징을 가지며, 글자 단위 일관성 정규

화를 장면 이미지 속 문자 인식에 최초로 적용한 연구이다. 이
는 한 이미지를 두 번 증강(augmentation)한 후 약하게 증강

(weak augmentation)된 이미지에 대해 점수를 산출한다. 이때, 
점수는 각 단어로 예측될 확률을 모두 곱하여 정의한다. 만약 

점수가 임계값보다 더 크다면, 약하게 증강된 이미지와 강하

게 증강(strong augmentation)된 이미지에 대해 일관성을 갖도

록 학습하고, 그렇지 않으면 학습에 활용하지 않는다. 이때, 증
강된 두 이미지를 유사하게 정렬하기 위하여 디코딩 시 약하

게 증강된 이미지의 각 시퀀스 별 출력값을 공유하는 특징을 

갖는다.

3. 제안방법론

본 연구에서는 장면 이미지 속 한글 문자 인식을 위한 글자 단위 

일관성 정규화(Character-Level Consistency Regularization, 
ChaLCoR)기반의 준지도학습 모델을 제안하며, 이에 대한 전체

적인 구조를 <Figure 2>에 도식화하였다. ChaLCoR은 글자 자체

에 정보량이 많은 한글의 특징을 반영하여 문자열 내 글자들의 
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Figure 2. Overview of the Proposed Scene Text Recognition Model

정렬 여부를 고려하고 글자 단위로 임계값과 비교하는 글자 단위 

일관성 정규화를 적용한다는 특징을 갖는다. ChaLCoR의 학습

과정은 지도학습과 비지도학습으로 구분되며, 공통적으로 

RandAugment(Cubuk et al., 2020)로 데이터를 증강한 후 학습한다. 
그러나 장면 이미지 속 문자 인식 모델의 특성상 RandAugment 내 

Mixup(Zhang et al., 2017)과 Cutout(DeVries et al., 2017) 증강 기법

은 글자 고유의 본질을 해칠 수 있다고 판단하여 데이터 증강에 

활용하지 않았다. 먼저 ChaLCoR의 지도학습은 labeled 데이터를 

학습에 활용하고, 글자가 디코딩 될 때마다 시퀀스별로 예측된 

글자와 실제 레이블을 비교하여 학습을 수행한다. 비지도학습은 

unlabeled 데이터를 학습에 활용하며, 약하게 증강된 이미지와 강

하게 증강된 이미지 사이에 일관성을 갖도록 학습한다. 이때, 기
존 Sohn et al.(2020)처럼 이미지 단위로 학습하는 것이 아닌 장면 

이미지 속 문자 인식 모델과 한글의 특성을 고려하여 글자 단위로 

학습한다는 특징을 가진다.
지도학습은 labeled 데이터를 약하게 증강한 후 모델에 통과

시켜 학습을 수행한다. 본 연구에서는 이러한 labeled 데이터

를 입력받는 장면 이미지 속 문자 인식 모델로 Baek et 
al.(2019)를 활용하였다. Baek et al.(2019)는 TPS변환(Jaderberg 
et al., 2015), ResNet(He et al., 2016), BiLSTM(Schuster et al., 
1997)기반의 인코더와 어텐션 기반의 디코더로 구성된 장면 

이미지 속 문자 인식 모델로, 각 시퀀스 별 글자와 이미지간 관

계를 학습하며 글자들을 순차적으로 디코딩한다는 특징을 갖

는다. 이때, ChaLCoR은 이미지 단위가 아닌 글자 단위로 학습

을 수행하기 때문에 디코딩 과정에서 예측된 각 글자 시퀀스

의 확률에 대하여 교차 엔트로피(cross entropy)를 통해 지도학

습에 대한 손실함수()를 산출한다. 본 연구에서는 각 B
개의 데이터에 대하여 최대 시퀀스 길이가 T일 때, labeled 데
이터를      ∈ …  로 정의하였다. 장면 

이미지 속 문자 인식은 시퀀스 분류 과제이므로 각 시퀀스를 

고려하여 레이블 값을   ∶∈ …  의 형태로 

세분화하였다. 또한 두 분포 와 가 주어졌을 때 두 분포에 

대한 교차 엔트로피는  로, 약한 데이터 증강과 강한 데

이터 증강은 각각 ∙  및 ∙로 표기하였다. 추가적으

로, 주어진 이미지 에 대하여 산출된 각 시퀀스들의 확률분

포는 │로 정의하였다. 결론적으로 지도학습에 대한 

손실함수는 아래 식 (1)과 같으며 <sos> 토큰과 <eos> 토큰은 

제외하고 계산하였다.

  




  




  



  (1)

비지도 학습은 unlabeled 데이터를 활용하며, 크게 4단계로 

구성된다. 첫 단계에서는 unlabeled 데이터를 약하게 1번, 강하

게 1번 증강한 후 증강된 이미지들을 모델에 각각 통과시킨다. 
이때, unlabeled 데이터를 입력받는 장면 이미지 속 문자 인식 

모델은 지도학습과 동일하게 Baek et al.(2019)을 활용하였다. 
두 번째 단계에서는 증강된 두 데이터의 예측 값을 통해 글자 

정렬 여부를 확인하는 과정을 거친다. 이러한 과정은 증강된 

두 이미지가 각각 과 ′의 서로 다른 길이를 가진 문자열로 

예측될 경우 각 예측된 글자 시퀀스가  ′ 만큼 밀릴 수 있

다는 것에서 기인하였다. 각 글자단위로 학습하는 것이 효과

를 가지기 위해서는 동일하게 예측된 결과에 대하여 일관성을 

갖도록 학습을 해야 하지만, 서로 다른 글자에 대해 일관성을 

갖도록 학습한다면 오히려 혼란을 줄 수 있다. 이에 대한 예시

는 <Figure 3>과 같다.
<Figure 3(a)>처럼 올바르게 정렬된 두 값에 대하여 학습해

야 하지만, <Figure 3(b)>처럼 글자가 밀릴 경우 서로 다른 값
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(a) well aligned example

(b) poorly aligned example.
Figure 3. Example for Text Alignment

에 대해 일관성을 갖도록 학습하는 오류가 생길 수 있다. 이에 

따라 본 연구는 증강된 두 이미지에 대해 문자열 길이를 다르

게 예측한 이미지는 학습에 방해가 될 수 있다고 판단하여 학

습에서 제외하였다. 즉, 증강된 두 이미지의 예측된 문자열 길

이가 동일한 이미지만 선별하여 학습에 반영함으로써 발생 가

능한 노이즈를 최소화하였다. 세 번째 단계에서는 글자 단위

로 임계값과 비교하는 과정을 수행한다. 기존 Sohn et al.(2020)
은 단순히 이미지 분류에 적용하였기 때문에 예측 결과에 시

퀀스가 존재하지 않았지만, 장면 이미지 속 문자 인식은 예측 

결과인 글자가 시퀀스로 반환되기 때문에 이를 고려해야만 한

다. 기존 Sohn et al.(2020)이 전체 이미지 단위로 임계값과 비

교하는 과정을 수행했다면 본 연구는 각 예측된 시퀀스 단위

로 임계값과 비교하였다. 예를 들어, 약하게 증강된 이미지의 

시퀀스 예측 결과가 각각 ‘갤’, ‘러’, ‘리’이고 각 시퀀스로 예측

한 확률이 ‘0.95’, ‘0.8’, ‘0.92’이며 임계값을 0.9라고 가정했을 

때, ‘갤’과 ‘리’만 학습에 활용하였다. 이를 통해 본 연구는 예

측이 모호한 글자들은 학습에 반영하지 않고, 학습에 도움이 

될 수 있는 글자들만 선별함으로써 노이즈 시퀀스의 영향을 

최소화하고자 하였다. 이와 같이 글자 단위 학습 시 비교하는 

임계값을 본 연구에서는 로 정의하였다.
추가적으로 본 연구에서는 예측된 글자의 확률을 보정하기 

위하여 약하게 증강된 이미지에서 각 시퀀스 별 확률분포에 

대해 엔트로피 최소화(entropy minimization; Grandvalet et al., 
2004)를 적용하였다. 한글의 경우 글자가 서로 유사하고 분류

해야 할 글자 수가 2,350개로 많기에 예측확률이 모호할 수 있

지만, 엔트로피 최소화를 통해 높은 확률을 강조함으로써 글

자의 모호함을 해소하고자 하였다. 본 연구에서는 unlabeled 
데이터를   ∶∈ …  로 정의하였고, 이들 중 

약하게 증강된 이미지의 예측 값에 대한 확률분포는 

  │로 정의하였다. 아울러 각 시퀀스를 고려

하여   ∶∈ …   로 세분화하였다. 또한 전체 

글자 개수가 N일 때, 각 시퀀스의 확률분포 를 산출하는 소

프트맥스(softmax) 함수를 거치기 전 시퀀스 벡터를  

∶∈ …  로 표기하였다. 이때, 엔트로피 최소

화 상수가 일 때, b번째 데이터에서 t번째 시퀀스에 해당하는 

C번째 글자의 예측 확률 에 대한 엔트로피 최소화 수

식은 아래 식 (2)와 같다.
 

  ∑  
 


(2)

네 번째 단계로 임계값을 넘은 시퀀스들은 약하게 증강된 

이미지의 시퀀스 예측 결과를 원-핫 벡터 형태의 임의 레이블로 
바꾸어 강하게 증강된 이미지의 시퀀스 예측 결과와 일관성 
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Dataset
Training Evaluation

Unlabeled Labeled Validation Test
ICDAR 2017 1,934 1,547 387 875
AI Hub Sign 16,001 17,835 11,567 5,882

AI Hub Book Cover 233,210 175,318 66,272 58,093
Total 251,145 194,700 78,226 64,850

Table 1. Summary of the Training and Evaluation Datasets

정규화를 활용하여 교차 엔트로피로 학습한다. 이때, 약하게 

증강된 이미지를 통해 생성한 임의 레이블과 각 시퀀스를 고려한 

표기를 각각    ,   ∶∈ …  로 

정의했을 때, 각 이미지 내 개별적인 글자 시퀀스의 학습여부

()는 아래 식 (3)과 같으며, 비지도학습에 대한 손실함수

()는 아래 식 (4)와 같다.

       ∣   ∣ (3)
            ∙ ≥  

  




  




  



 ∙  (4)

최종적인 손실함수()는 지도학습에서 산출된 손실함

수와 비지도학습에서 산출된 손실함수를 가중 합하여 정의한

다. 이때, 는 비지도학습에서 산출된 손실함수에 대한 가중

치로 비지도학습의 손실함수를 전체 손실함수에 얼마나 반영

할지 결정한다. 전체 손실함수 식은 아래 식 (5)와 같다.

    (5)

4. 실험결과

4.1 데이터셋

본 연구에서 사용한 데이터셋은 International Conference on 
Document Analysis and Recognition(ICDAR) 2017의 장면 이미지 속 

문자 인식 데이터셋(https://rrc.cvc.uab.es/), AI Hub (www.aihub.or.kr)
의 야외 실제 촬영 이미지 중 간판(sign) 이미지 데이터셋과 책 

표지(book cover) 이미지 데이터셋이다. 학습, 검증 및 평가에 

세 개의 데이터셋을 모두 사용하였고, 각 문자열 이미지에서 

한글만 존재하는 이미지들을 활용하여 실험을 수행하였다. 또
한 가로형 문자열과 세로형 문자열은 이미지의 특성상 차이가 

있다고 판단하여, 가로의 길이가 세로보다 긴 이미지들만 활

용하였다.
ICDAR 2017 데이터셋은 도로/건물 등에서 촬영한 여러 국

가의 문자열이 포함된 이미지 데이터셋으로, 학습 데이터와 

평가 데이터가 각각 68,623개, 16,255개씩 존재한다. 이때, 가
로의 길이가 세로보다 긴 한글 이미지 데이터만 선별하여 학

습 및 평가 데이터 각각 3,868개, 875개를 실험에 활용하였다. 
추가적으로 준지도학습 모델링을 위해 학습 데이터는 labeled 
데이터, unlabeled 데이터, 검증 데이터로 각각 1,934개, 1,547
개, 387개씩 활용하였다. 또한 AI Hub의 간판 이미지 데이터셋

은 국내 전국의 간판, 안내판, 광고물, 현수막 등을 촬영한 이

미지 데이터셋이다. 이는 장면 이미지 속 문자 인식에 적합한 

데이터셋이 아닌 장면 이미지 속 문자 탐지(detection) 및 장면 

이미지 속 문자 인식을 모두 고려한 데이터셋으로 이미지 내

에 1개 이상의 문자열이 존재한다. 이를 장면 이미지 속 문자 

인식 모델의 학습에 적합한 데이터셋으로 구축하기 위해 문자

열이 있는 위치만 잘라낸(crop) 후 한글 문자 및 가로형 문자열

만 선별하여 학습 데이터와 평가 데이터 각각 474,800개, 
58,093개를 실험에 활용하였다. 추가적으로, ICDAR 2017 데
이터셋과 같이 준지도학습 학습환경을 위해서 학습 데이터를 

labeled 데이터, unlabeled 데이터, 검증 데이터로 각각 233,210
개, 175,318개, 66,272개씩 활용하였다. 이때, 각 데이터는 간판 

이미지의 소분류 8개에 대한 데이터셋의 비율을 고려하여 분

할하였다. 마지막으로 AI Hub의 책 표지 이미지 데이터셋은 

실제 책 표지를 촬영한 데이터셋으로, AI Hub의 간판 이미지 

데이터셋과 동일한 구조로 되어있다. 이에 따라 문자열이 있

는 위치만 잘라내고 가로형 한글 문자열만 선별하여 학습 데

이터와 평가 데이터 각각 45,403개, 5,882개를 실험에 활용하

였다. 여기서도 준지도학습 환경을 위해 학습 데이터를 labeled 
데이터, unlabeled 데이터, 검증 데이터로 각각 16,001개, 
17,835개, 11,567개씩 활용하였다.
이처럼 학습, 검증 및 평가의 목적으로 분리된 세 개의 데이터

셋에 대하여 본 연구는 학습 데이터로 모델을 충분히 학습한 후, 
검증 데이터로 최적의 하이퍼파라미터를 탐색하였고, 선정된 최

적모델에 대해 평가 데이터로 예측성능을 측정하였다. 또한 본 

제안 방법론이 labeled 데이터가 적은 상황에서도 효과적인지 입

증하기 위하여 labeled 데이터의 비율을 10%(19,470개), 15% 
(29,205개), 25%(48,675개), 100%(194,700개)로 나누어 추가적

으로 실험하였다. 이때, labeled 데이터들의 비율만 조정하고, un-
labeled 데이터나 검증 데이터는 수정하지 않고 적용하였다. 데이

터셋의 세부 정보는 <Table 1>과 같다.

4.2 평가지표 및 학습 세부사항

본 연구는 선행연구에서 주요 지표로 활용되는 이미지 단위 
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Type Model
ICDAR 2017 AI Hub Book Cover AI Hub Sign

10% 15% 25% 100% 10% 15% 25% 100% 10% 15% 25% 100%
Supervised Learning TRBA 67.8 71.8 76.0 80.6 89.0 90.9 93.2 95.3 72.4 82.7 88.9 96.1

Semi-supervised 
Learning

Pseudo labeling 64.7 72.3 75.7 81.1 86.6 90.3 92.8 95.3 69.6 81.5 88.3 95.8
Mean teacher 68.7 74.2 77.4 82.2 89.5 92.2 93.5 96.0 76.2 85.8 90.9 96.6

UDA 64.2 73.1 76.6 81.6 86.4 90.7 92.5 95.8 72.0 84.0 89.9 96.3
FixMatch 65.6 73.8 77.0 81.6 86.4 88.9 93.2 95.8 73.1 83.8 90.9 97.1

Proposed ChaLCoR 71.4 76.2 77.9 82.4 88.4 92.3 94.2 96.4 78.4 89.4 93.2 97.2

Table 2. Comparison of Accuracy among the Supervised, Semi-supervised, and Proposed Models for Korean Text Recognition with 
Different Percentages of Labeled Data Used (10%, 15%, 25%, and 100%). Bold Indicates the Best Accuracy among 
Comparative Models. 

Model
ICDAR 2017 AI Hub Book Cover AI Hub Sign

10% 15% 25% 100% 10% 15% 25% 100% 10% 15% 25% 100%
FixMatch 65.6 73.8 77.0 81.6 86.4 88.9 93.2 95.8 73.1 83.8 90.9 97.1

Zheng et al.(2022) 59.4 75.1 77.9 82.4 80.7 91.2 93.1 95.6 65.1 88.1 92.5 97.0
ChaLCoR(w/o Text Alignment) 69.0 76.0 78.4 82.3 88.3 92.1 94.2 95.9 77.7 88.6 93.0 96.9

ChaLCoR 71.4 76.2 77.9 82.4 88.4 92.3 94.2 96.4 78.4 89.4 93.2 97.2

Table 3. Effect of Text Alignment and Character-level Consistency Regularization in ChaLCoR

정확도(accuracy)를 평가척도로 활용하였다. 예를 들어 ‘갤러

리’라는 이미지가 모델 예측 결과 ‘갤러리’로 정확하게 인식하

였다면 정답으로 여기지만, ‘갤리리’나 ‘갤러’ 등 한 글자라도 

인식하지 못하였을 경우 오답으로 간주하였다. 또한 제안 모

델인 ChaLCoR의 우수성을 입증하기 위하여 다음과 같이 실험 

환경을 구성하였다. 모든 모델은 100에폭(epoch)을 학습하였

으며, 최적화 알고리즘은 Adadelta(Zeiler, 2012)를 활용하였고, 
학습률(learning rate)은 1, 그리고 배치 사이즈(batch size)는 

128을 사용하였다. 추가적으로, ChaLCoR의 준지도학습 모델

에서 활용되는 최대 시퀀스의 길이는 25, 임계값은 0.9, 비지도

학습의 손실함수 가중치인 는 1로 적용하였다. 또한 엔트로

피 최소화에 활용되는 는 각각 레이블을 갖는 데이터가 10%, 
15%, 25%, 100% 일 때, 0.8, 0.6, 0.4, 0.8로 다르게 적용하였다. 
마지막으로 학습할 글자의 총 개수는 완성형(KS×1001) 한글 

기준 2,350개를 활용하였으며, 동등한 평가를 위해 다른 비교 

모델들도 동일한 실험환경을 구성하였다.

4.3 실험 결과 및 분석

Labeled 데이터의 비율에 따른 ChaLCoR과 비교 방법론들의 

성능은 <Table 2>와 같으며, 각 데이터셋에 따라 가장 높은 성

능에 굵은 글씨로 표기하였다. 제안 방법론인 ChaLCoR과 비

교대조군의 준지도학습 방법론들 내 장면 이미지 속 문자 인

식 모델은 지도학습에서 비교 모델로 활용한 TRBA(Baek et 
al., 2019)를 활용하였다. 준지도학습 방법론에 나타난 pseudo 
labeling과 mean teacher는 Baek et al.(2021)를 재현한 결과이며, 

UDA 및 FixMatch는 기존 Xie et al.(2020)와 Sohn et al.(2020)
의 방법론을 참고하여 재구성한 결과이다. 본 연구에서 제안

하는 ChaLCoR은 지도학습 그리고 다른 준지도학습 모델들과 

비교했을 때, 가장 우수한 성능을 달성하였다. Mean teacher기
반의 모델을 제외한 다른 준지도학습 모델들은 지도학습에 비

해 우월한 성능을 도출하지 못하였다. 특히, labeled 데이터의 

비율이 10%로 가장 적을 때 지도학습보다 낮게 성능이 도출되

었다. 그러나 ChaLCoR은 지도학습보다 전반적으로 우수한 성

능을 보여주었다. 또한 준지도학습 모델 중 mean teacher기반

의 모델이 지도학습보다 성능이 좋았지만, ChaLCoR은 mean 
teacher기반의 모델보다 전반적으로 우수한 성능을 보여주었

다. 이는 제안 방법론인 ChaLCoR이 기존의 준지도학습 모델

보다 unlabeled 데이터를 효과적으로 활용함으로써 labeled 데
이터가 부족한 한계를 극복할 수 있음을 시사한다.

4.4 구성 요소별 성능 기여도 평가

첫 번째 실험은 ChaLCoR이 제안하는 글자 정렬 및 글자 단

위 일관성 정규화의 효과를 입증하려는 목적으로 수행되었다. 
추가적으로, 글자 단위로 학습하는 것은 앞서 언급한 것처럼 

Zheng et al.(2022)에서도 찾아볼 수 있었는데, ChaLCoR이 

Zheng et al.(2022)의 글자 단위 일관성 정규화보다 더 효과적

인지 실험을 통해 증명하고자 하였다. 실험결과는 <Table 3>
과 같으며, 각 데이터셋 별 가장 우수한 성능과 두 번째로 우수

한 성능에 각각 굵은 글씨와 밑줄로 표기하였다. 또한 <Table 
3>에는 선행연구(FixMatch 및 Zheng et al.(2022))에 대한 실험
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Model
ICDAR 2017 AI Hub Book Cover AI Hub Sign

10% 15% 25% 100% 10% 15% 25% 100% 10% 15% 25% 100%
ChaLCoR 

(w/o entropy minimization)
68.8 75.3 77.6 82.4 88.3 91.4 93.8 96.4 78.5 87.8 92.7 97.2

ChaLCoR 71.4 76.2 77.9 82.4 88.4 92.3 94.2 96.4 78.4 89.4 93.2 97.2

Table 4. Effect of Entropy Minimization in ChaLCoR

Model
ICDAR 2017 AI Hub Book Cover AI Hub Sign

10% 15% 25% 100% 10% 15% 25% 100% 10% 15% 25% 100%
ChaLCoR (w/o one-hot label) 68.1 75.3 77.6 82.4 88.1 91.6 93.9 96.3 77.5 88.1 92.7 97.3

ChaLCoR 71.4 76.2 77.9 82.4 88.4 92.3 94.2 96.4 78.4 89.4 93.2 97.2

Table 5. Effect on One-hot Labeling in ChaLCoR

결과, ChaLCoR의 글자 단위 일관성 정규화만 적용한 실험 결

과, ChaLCoR의 글자 정렬 및 글자 단위 일관성 정규화를 모두 

포함한 실험결과를 명시하였다. 실험결과들을 비교해 보았을 

때, ChaLCoR의 글자 단위 일관성 정규화만 적용했을 때도 선

행연구들에 비해 우수한 성능을 보였다. 또한 글자 정렬을 추

가함으로써 ChaLCoR의 성능이 글자 단위 일관성 정규화만 적

용했을 때보다 개선된 것을 확인할 수 있었다. 이러한 실험결

과는 본 연구에서 제안하는 글자 정렬과 글자 단위 일관성 정

규화가 장면 이미지 속 문자 인식에 효과적이라는 것을 증명

한다. 이는 글자 정렬을 통해 학습에 도움이 되는 이미지를 선

별할 뿐만 아니라, 글자 단위 일관성 정규화를 통해 학습에 도

움이 되는 글자들을 선별함으로써 발생가능한 노이즈를 최소

화한 것으로 사료된다.
두 번째 실험은 ChaLCoR에서 엔트로피 최소화의 효과를 입증

하기 위해 수행하였다. 엔트로피 최소화를 사용하지 않았을 때는 

엔트로피 최소화 상수 를 1로 설정하여 일반적인 소프트맥스 함

수 연산을 수행했고, 엔트로피 최소화를 사용했을 때는 1보다 작

은 값을 통해 일반적인 소프트맥스 함수의 출력값에서 높은 확

률 값을 강조하였다. 실험 결과는 <Table 4>와 같으며, 엔트로피 

최소화를 했을 때가 그렇지 않았을 때보다 더 우수한 성능을 보여

주었다. 이는 높은 확률을 강조함으로써 유사한 글자가 많은 한

글에서 발생하는 글자의 모호함을 해소하였다고 볼 수 있다. 따
라서 이러한 실험결과는 엔트로피 최소화가 ChaLCoR에서 효과

적이라는 것에 대한 타당성을 보여준다.
세 번째 실험은 ChaLCoR에서 글자 정렬 조건과 글자 단위

의 임계값 비교 조건을 모두 만족했을 때, 원-핫 레이블로 바꿔

주는 것에 대한 효과를 증명하고자 하였다. 원-핫 레이블은 기

존과 마찬가지로 교차 엔트로피를 기반으로 학습하였고, 원-
핫 레이블이 아닌 경우는 평균 제곱 오차(mean squared error, 
MSE)를 활용하여 학습하였다. 실험결과는 <Table 5>와 같으

며, AI Hub 간판 이미지 데이터셋에서 레이블을 갖는 데이터

를 100% 활용하여 학습한 경우를 제외하고, 모든 경우에서 원

-핫 레이블이 우수한 성능을 보여주었다. 이를 통해 원-핫 레

이블로 변환하여 학습하는 것이 ChaLCoR에서 효과가 있음을 

실험을 통해 입증할 수 있었다.

5. 결론

본 연구는 딥러닝을 활용한 장면 이미지 속 한글 문자 인식 모

델인 ChaLCoR을 제안했다. 한글 특성상 유사한 글자가 많고 

학습해야 할 글자수가 많기에, 장면 이미지 속 한글 문자 인식 

모델은 영어보다 학습에 어려움이 존재한다. 그러나 본 연구

에서 제안하는 ChaLCoR은 글자 자체에 정보가 많은 한글의 

특성을 고려한 글자 정렬 및 글자 단위 일관성 정규화 기반의 

준지도학습을 활용하여 이를 극복할 수 있었다. 실험 결과, 
ChaLCoR은 기존 지도학습 및 준지도학습 모델보다 전반적으

로 우수한 성능을 보여주었다. 아울러 구성 요소별 성능 기여

도 평가를 통해 ChaLCoR에서 제안하는 글자 정렬 및 글자 단

위 일관성 정규화가 학습에 도움이 되는 글자들을 이중으로 

선별함으로써 장면 이미지 속 한글 문자 인식 모델에 효과가 

있다는 것을 증명하였다. 또한 본 연구는 장면 이미지 속 한글 

문자 인식 모델에 준지도학습을 최초로 적용했다는 의의를 갖

는다. 향후 한글이나 한자와 같이 글자에 정보량이 많은 언어

에 특화된 장면 이미지 속 문자 인식 모델을 구축하고자 할 때, 
ChaLCoR은 데이터가 부족한 상황을 극복할 수 있을 것으로 

본다. 이처럼 적은 수의 데이터만으로 학습이 가능한 

ChaLCoR은 데이터 레이블링의 소요를 줄일 수 있다는 장점을 

갖는다. 이러한 장점들은 국내 자율주행의 노상 표지판 인식

이나 간판인식 등 실제 현업에서 유용하게 활용될 수 있다. 현
업에서는 특정 도메인 데이터가 부족하여 사전 학습 모델을 

사용할 때, 도메인 차이가 생길 수 있다는 한계를 갖는다. 하지

만 ChaLCoR은 적은 수의 데이터만으로 학습이 가능하기에 도

메인 차이가 없는 모델을 구성할 수 있다. 최근 일관성 정규화 

기반의 준지도학습은 동적 임계값(adaptive threshold) 적용을 

통해 각 범주 별 학습 정도를 고려하여 발전되고 있다. 따라서, 
향후 각 한글의 글자간 학습 정도를 고려하여 학습할 수 있다

면 더 우수한 예측모델을 수립할 수 있을 것으로 기대된다.
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