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            초록
          
        

        
          Welding defect classification is essential for maintaining the integrity of oil and gas infrastructure, yet it is significantly hindered by severe class imbalance. This study introduces a framework that integrates Random Undersampling and threshold optimization to improve the detection performance of imbalanced datasets. The approach first applies Random Undersampling to reduce majority class samples and rebalance the training set. It then performs post training threshold optimization using multiple evaluation metrics, both with and without a constraint that requires the true positive rate to be greater than or equal to the true negative rate. Across original and resampled datasets, evaluations of various threshold selection strategies, including the default threshold, the class prior threshold, and metric based thresholds, show improved accuracy and a better balance between sensitivity and specificity. The proposed framework increases defect detection while reducing false positives, offering practical guidance for handling other imbalanced binary classification tasks.
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      1. 서 론
      용접은 금속 재료를 열이나 압력을 이용해 접합하는 제조 공정으로 자동, 항공 우주, 조선, 전자 등 핵심 산업 전반에 걸쳐 사용되는 기본 공정이며 생산 설비의 전반적인 품질에 매우 중요한 작업이다(TrIpicchio et al., 2020). 최근 배관 용접 작업에 대한 수요가 증가함에 따라 점점 더 많은 기업과 국가에서도 배관의 품질 확보와 결함 감지 기술이 중요한 과제로 대두되고 있으며, 결함 감지 및 평가 기술은 현재 많이 연구되고 있다(Yang et al., 2021). 실제 용접 결함은 공정에서 복잡한 조건으로 인해 다양한 유형으로 발생하며, 용접 결함의 정확한 감지는 산업 생산의 품질 관리에서 핵심적인 문제이다(Zhang et al., 2019). 그러나 실제 용접 현장에서 이러한 결함은 전체 사례 중 소수에 불과해, 용접 결함 분류를 위한 데이터 세트는 대부분 심각한 클래스 불균형 구조를 갖는다.

      클래스 불균형을 완화하거나 그 영향을 줄이기 위해서는 데이터를 조정하거나 모델의 학습 및 분류 과정을 개선한다(Leevy et al., 2023). 데이터를 조정하는 방법 가운데 가장 널리 쓰이고 검증된 방법은 1) Random Undersampling(RUS), 2) Random Oversampling (ROS), 3) 합성 소수 클래스 오버샘플링 방법인 Synthetic Minority Over-sampling Technique(SMOTE)가 있다(Leevy et al., 2018). RUS는 다수 클래스 표본을 임의로 제거하여 두 클래스의 비율을 맞추는 방법으로, 불균형을 해소하면서 학습 데이터의 크기를 줄인다(Wongvorachan et al., 2023). 반면에 ROS는 소수 클래스 표본을 그대로 복제해 빈도를 높이는 가장 단순한 오버샘플링 방법이며, 구현이 간단하고 오버샘플링의 기반이 되는 방법이다(Wongvorachan et al., 2023). 이와 비슷하게 SMOTE는 소수 클래스 표본 간 선형 보간을 통해 합성 소수 클래스 표본을 생성함으로써 단순 복제에 따른 과적합을 완화한다(Pradipta et al., 2021).

      한편, 모델의 학습 및 분류 과정을 개선하는 방법은 1) 비용 민감 학습(Cost-Sensitive Learning), 2) 임곗값 최적화, 3) 로짓 조정(Logit Adjustment)과 같은 방법이 널리 쓰인다. 비용 민감 학습은 소수 클래스 표본을 잘못 분류했을 때 더 큰 페널티를 주고, 다수 클래스 오류에는 상대적으로 작은 페널티를 부과함으로써 불균형을 완화하는 방법이다(Araf et al., 2024). 또한, 임곗값 최적화는 모델이 분류한 확률을 기반으로 특정 성능 지표가 최대가 되도록 임곗값을 최적화하여 불균형을 완화하는 방법이다(Hancock et al., 2022). 마지막으로 로짓 조정은 모델의 선형 출력값(로짓)에 클래스별 사전 확률을 기반으로 계산된 값을 더해, 분류 기준을 소수 클래스 방향으로 이동시키는 방법이다(Wang et al., 2023).

      본 연구에서는 데이터 분포 편향을 해소하기 위해 RUS를, 모델의 학습 및 분류 과정을 개선하기 위해 임곗값 최적화를 적용하여 결합하였다. RUS는 데이터 크기를 줄여 소수 클래스를 더 잘 학습할 수 있게 하고 과적합을 줄이며, ROS와 달리 분류 모델 훈련 시간을 단축할 수 있다(Wongvorachan et al., 2023; Hasanin et al., 2019). 추가적으로, ROS 및 SMOTE 계열 기법이 소수 클래스 샘플을 복제하거나 합성하는 과정에서 노이즈와 모호한 경계를 유발하여 분류기의 과적합으로 이어질 수 있고, 이에 비해 RUS는 이러한 위험이 상대적으로 낮아 보다 더 안정적인 일반화 성능을 확보할 수 있다(Joloudari et al., 2023). 또한 임곗값 설정은 분류 성능에 결정적 영향을 미치는데(Johnson and Khoshgoftaar, 2021), 임곗값을 높게 설정하면 실제 결함 표본을 놓치기 쉽고, 낮게 설정하면 정상 표본이 결함으로 오 분류될 가능성이 커진다. 따라서 임곗값 최적화를 적용해 최적 임곗값을 탐색 및 적용함으로써 정상 및 결함 간 오 분류 균형을 맞추고 분류 정확도를 개선한다(Leevy et al., 2023).

      이 두 방법의 결합은 데이터 분포의 편향과 분류 기준의 치우침을 동시에 완화한다. 또한, 대부분의 분류 모델은 기본 임곗값으로 0.5를 사용하지만(Johnson and Khoshgoftaar, 2021), 클래스 불균형 상황에서는 이 값이 최적 기준이 아닐 수 있다. RUS에 기반한 클래스 분포 변화는 임곗값 설정에 영향을 준다는 것을 실험적으로 확인하였다(Leevy et al., 2023).실제 결함 표본 중 모델이 결함으로 올바르게 분류한 비율(TPR)이 실제 정상 표본 중 모델이 정상으로 올바르게 분류한 비율(TNR) 이상으로(TPR≥TNR) 유지되도록 제약을 두면 민감도(TPR)와 특이도(TNR) 간 균형을 개선하고, 대부분의 표본이 음성으로 분류되는 것을 방지한다(Hancock et al., 2022). 위 연구 결과를 바탕으로, 본 연구에서는 다음과 같은 가설을 설정하였다.

      
        	가설 1: 클래스 불균형 데이터에서 기본 임곗값 0.5가 적합하지 않다.


        	가설 2: RUS 비율이 증가할수록 최적 임곗값이 상승한다.


        	가설 3: TPR ≥ TNR 제약은 민감도와 특이도 간 균형을 개선한다.


      

      위 가설의 검증을 통해, 본 연구가 가지는 기여는 다음과 같다. 클래스 불균형을 보이는 배관 용접 결함 분류 문제에 대해 RUS와 임곗값 최적화를 결합한 방법론을 제안한다. RUS로 클래스 분포를 조정한 뒤, 지표별 최적 임곗값과 TPR ≥ TNR 제약 적용 여부를 비교하여 데이터 분포 편향과 분류 기준의 치우침을 종합적으로 평가하였다. 실험 결과, 본 방법론은 분류 성능을 유의미하게 개선하고, TPR과 TNR 간 균형을 달성하였다. 이에 따라 용접 결함 분류를 넘어 다양한 클래스 불균형 이진 문제에도 활용할 수 있는 실용적 지침을 제공한다.

      제2장에서는 클래스 불균형 완화와 용접 결함 분류의 선행 연구를 정리하고 기존 연구의 한계를 도출한다. 제3장에서는 본 연구에서 제안하는 데이터 수집 및 통합, 전처리, RUS 기반 클래스 비율 조정, 분류기 학습 및 선정, 임곗값 최적화 알고리즘을 포함한 통합 프레임워크 및 실험 절차를 설명한다. 제4장에서는 실험 결과를 분석하고 앞서 제시한 가설들을 검증한다. 마지막으로 제5장에서는 본 연구의 결론 및 한계점과 향후 연구를 제시한다.

    

    

  
    
      2. 관련 연구
      2.1절에서는 클래스 불균형 완화 방법, 2.2절에서는 용접 결함 분류에 대한 선행 연구를 정리하였다.

      
        2.1 클래스 불균형 완화 방법 연구
        최근 클래스 불균형 문제를 해결하기 위해 제안된 주요 방법들을 <Table 1>에 정리하였다. 먼저, 용접 결함 분류 분야에서는 Hou et al.(2019)이 Random Undersampling, Random Oversampling, SMOTE를 적용하여 비교 분석하였으며, Park et al.(2019)은 이미지 변환 및 왜곡 기반 데이터 증강과 각 배치의 정상과 결함 이미지의 비율을 일정하게 구성하는 방법인 class-specific batch sampling을 통해 클래스 비율을 보정하였다. 또한 Zhang et al.(2019)은 노이즈 추가 및 회전 기반 데이터 증강을 적용하여 불균형을 완화하였다.

        
          Table 1. 
				
          

          
            Summary of Class-Imbalance Handling studies
          
          

        

        
          
            
              	Author(Year)
              	Level
              	Utilized Method
              	Stage
              	Domain
              	Hybrid Strategy
            

          
          
            	
              
                Hou et al.(2019)
              
            
            	Data
            	RUS, ROS, SMOTE
            	Pre-processing
            	Welding
            	X
          

          
            	
              
                Park et al.(2019)
              
            
            	Data
            	Data Augmentation + Class-specific batch
            	Pre-processing
            	Welding
            	X
          

          
            	
              
                Zhang et al.(2019)
              
            
            	Data 
            	Data Augmentation
            	Pre-processing
            	Welding
            	X
          

          
            	
              
                Johnson and Khoshgoftaar(2021)
              
            
            	Algorithm
            	Threshold Optimization
            	Post-processing
            	Finance
            	X
          

          
            	
              
                Hancock et al.(2022)
              
            
            	Data
            	Random Undersampling
            	Pre-processing
            	Medical
            	X
          

          
            	
              
                Kini et al.(2022)
              
            
            	Data
            	Random Oversampling
            	Pre-processing
            	Medical
            	X
          

          
            	
              
                Arafa et al.(2022)
              
            
            	Data
            	Reduced Noise SMOTE
            	Pre-processing
            	Biology, Ecology
            	X
          

          
            	
              
                Hancock et al.(2022)
              
            
            	Algorithm
            	Threshold Optimization
            	Post-processing
            	Finance, Medical
            	X
          

          
            	
              
                Tian et al.(2024)
              
            
            	Algorithm
            	Focal Loss
            	In-processing
            	Finance
            	X
          

          
            	Ours
            	Hybrid
(Data+Algorithm)
            	RUS + Threshold Optimization
            	Pre/Post-processing
            	Welding
            	O
          

        

        

        본 연구의 도메인과는 다른 분야에서 사용된 데이터를 조정하는 방법으로는 Random Undersampling(Hancock et al., 2022), Random Oversampling(Kini et al., 2022), 그리고 RN-SMOTE(Arafa et al., 2022)와 같은 합성 오버샘플링 방법이 있다. 이러한 방법들은 학습 전에 클래스 분포를 조정하지만, Random Undersampling은 다수 클래스의 정보를 손실할 수 있고, Random Oversampling과 SMOTE는 과적합 위험과 데이터 세트가 증가하는 한계점이 존재한다.

        모델의 학습 및 분류 과정을 개선하는 방법은 Focal Loss를 손실 함수로 적용하여 이를 동적으로 조정해 소수 클래스에 가중치를 부여하는 접근(Tian et al., 2024)과, Threshold Optimization으로 결정 임곗값을 조정해 클래스 불균형을 완화하는 접근(Johnson and Khoshgoftaar, 2021; Hancock et al., 2022)이 있다. Hancock et al.(2022)은 불균형 데이터에서 작은 임곗값 이동이 성능을 크게 좌우한다는 점을 검증했고, Johnson and Khoshgoftaar(2021)은 TPR ≥ TNR 제약을 두고 지표별 최적 임곗값을 탐색해 기본값 0.5보다 우수한 성능을 확인했다. 그러나 이와 같은 방법들은 데이터 분포 자체를 조정하지 않아 원본 데이터 분포 차이가 있다는 한계가 있다.

      

      
        2.2 용접 결함 분류 연구
        최근 X-ray 이미지와 전류 및 전압 센서 데이터, 공정 데이터 등 다양한 데이터원을 활용한 기계학습 및 딥러닝 기반 용접 결함 분류 연구가 활발히 진행되고 있다. 이미지 데이터에 YOLO 계열 모델을 적용한 Yang et al.(2021)과 Wang et al.(2023)은 실시간 결함 검출 정확도를 개선하였으나, 정상 및 결함 클래스 간 불균형을 해소하지 못하였다. 센서 데이터 기반 접근법을 제시한 Moinuddin et al.(2021)은 전류, 전압 신호에서 통계적 특징을 추출한 뒤 정상 데이터와 결함 데이터의 비율을 일대일로 맞춘 후 이를 기반으로 Decision Tree와 SVM 성능을 비교하였으나, 임곗값 최적화 절차는 포함하지 않았다. Hahn et al.(2023)은 Autoencoder-LSTM 구조를 통해 이진 분류를 수행하였으나, 클래스 불균형 해소와 임곗값 최적화는 수행하지 않았다. 공정 변수를 이용한 Liu et al.(2024)와 정상 데이터와 결함 데이터 간 균형을 맞춘 Vasan et al.(2024) 역시 결정 임곗값을 조정하지 않은 채 용접 결함을 분류하였다. <Table 2>에서 볼 수 있듯이, 기존 연구들에서 용접 결함을 분류하기 위해 다양한 방법론이 적용되었으나 데이터 수준의 클래스 분포 조정(Class Balancing)과 임곗값 최적화(Threshold Optimization)를 동시에 반영한 연구는 없었다.

        
          Table 2. 
				
          

          
            Summary of Welding Defect Classification studies
          
          

        

        
          
            
              	Authors(Year)
              	Utilized Data
              	Utilized Method
              	Class Balancing
              	Threshold Optimization
            

          
          
            	
              
                Yang et al.(2021)
              
            
            	Image data
            	YOLOv5
            	X
            	X
          

          
            	
              
                Moinuddin et al.(2021)
              
            
            	Sensor data
            	Decision Tree, SVM
            	O
            	X
          

          
            	
              
                Wang et al.(2023)
              
            
            	Image data
            	YOLOv5
            	X
            	X
          

          
            	
              
                Hahn et al.(2023)
              
            
            	Sensor data
            	Autoencoder, LSTM
            	X
            	X
          

          
            	
              
                Liu et al.(2024)
              
            
            	Process data
            	Hybrid Simulated annealing
            	X
            	X
          

          
            	
              
                Vasan et al.(2024)
              
            
            	Image data
            	GLCM, GLDM, MLP, etc.
            	O
            	X
          

          
            	Ours
            	Process data
            	CatBoost
            	O
            	O
          

        

        

        따라서 본 연구에서는 클래스 불균형을 보이는 배관 용접 결함 분류 문제를 위해 다음과 같은 차별성을 가진다. 2.1절에서 언급한 과적합 위험, 데이터 세트 증가, 원본 데이터 분포 차이의 한계점을 해결하기 위해 RUS로 클래스 분포를 조정한다. 본 절의 한계점인 클래스 분포 조정과 임곗값 최적화를 동시에 반영한 연구가 없다는 선행 연구를 바탕으로 RUS와 임곗값 최적화를 결합한 방법론을 제시한다. 이를 통해 본 연구는 선행 연구의 한계점을 효과적으로 해결하여, 용접 결함 분류에서의 클래스 불균형 완화 기법에 대한 새로운 접근법을 제시할 수 있다.

      

    

    

  
    
      3. 제안 방법론
      본 연구의 프레임워크는 <Figure 1>과 같다. 다양한 출처의 데이터를 수집 및 통합한 뒤, 도메인 지식에 기반한 변수 선택과 전처리를 수행한다. 이어서 학습용 데이터와 평가용 데이터로 분할하고, 학습용 데이터에 대해 특정 비율로 RUS를 적용한다. 이렇게 준비된 학습 데이터로 3개의 분류기에 대해 학습을 진행하고 가장 성능이 좋은 모델을 선택한다. 마지막으로 선택된 모델을 바탕으로 검증 및 평가와 임곗값 최적화를 수행하여 최종적으로 용접 결함을 분류한다.

      
        
        

        Figure 1. 
				
        

        
          Overall Framework of the Proposed Method	
        
        

        

      

      
        3.1 Data Collection
        본 연구에서 사용한 배관 용접 결함 통합 데이터는 세 개의 원본 데이터를 단계적으로 병합하여 완성하였다. 용접 공정 및 검사 이력 데이터는 2021년부터 2023년까지 3개년의 현장 기록 데이터로, 용접방법, 용접자세 등과 같은 작업 난이도를 표현하는 공정 변수뿐만 아니라 용접사 나이, 경력 등 인적 변수를 포함한다. 이를 NDT(비파괴검사) 기록 데이터와 ITP 번호를 고유 키로 사용하여 1차로 병합한 다음 용접사 등급 데이터의 복합 키를 적용해 2차 병합을 수행하였다. 이 두 단계 조인을 통해 공정 변수, 비파괴 검사 결과, 그리고 용접사 개인 지표가 통합된 배관 용접 결함 데이터를 통합하였다.

        본 연구의 데이터 세트는 불량이 발생할지, 안 할지 분류하는 대표적인 이진 분류(binary classification) task 문제로 종속 변수는 불량 이슈이다. 불량 이슈는 불량 매수가 0보다 크면 1(결함), 그렇지 않으면 0(정상)으로 부여된다. 전체 표본 가운데 불량인 경우는 약 2.79%에 불과하며, 양성 클래스와 음성 클래스 간의 불균형이 심각하다는 특징이 있는 데이터이다.

      

      
        3.2 Feature Engineering
        본 연구는 도메인 지식을 바탕으로 재료 및 치수, 용접 공정, 작업자 능력, 검사의 네 가지 관점에서 총 19개의 변수를 최종 선정하였다. Gao et al.(2023)은 배관 용접 작업의 경우, 파이프의 두께, 직경, 공차 및 재질 등급과 같은 기하 및 물성 특성이 용접부의 잔류응력 분포와 결함 발생을 결정짓는다고 언급했고, Muthmann et al.(2009)은 고강도 강재일수록 용접이 어렵고, 예열 및 층간 온도를 관리해야 하므로 용접 난이도가 더욱 가중된다고 언급했다. 이를 근거로 재질, 두께 등과 같은 재료 및 치수 관련 변수들을 선정했다. Apeh et al.(2023)은 전류, 전압, 조인트 형상, 재료 등 공정 매개변수가 용접부 품질과 열영향부 특성을 결정한다고 밝혔고, Cheng et al.(2021)은 용접자세가 품질 편차에 명백한 영향을 준다고 하여 이를 바탕으로 유체종류, 용접자세 등 용접 공정 변수들을 선정하였다. 또한 Kumar et al.(2018)은 숙련된 용접사가 용접 간격을 일정하게 유지해 전압 변동을 최소화하고 균일한 용접 품질을 달성하는 반면, 비교적 덜 숙련된 용접사는 변동이 크다는 사실을 입증했고 해당 연구를 바탕으로 경력 등 숙련도 관련 변수를 선정하였다. 마지막으로 Shaloo et al.(2022)의 연구에서는 초음파, 레이저 등 NDT 방법이 실시간 비파괴 평가로 비용 효율적인 결함 탐지를 가능하게 한다는 연구를 근거로 검사 방식과 검사 길이 등을 변수로 포함하였다.

        변수 선정 후 전처리 과정에서는 결측치나 의미 없는 값을 제거하여 입력 오류로 인한 왜곡을 방지하였다. 그 후 범주형 변수는 Label Encoding(Hancock et al., 2020)을 통해 고유한 정수로 변환하였다. 또한, 수치형 변수는 평균을 0, 표준편차를 1로 변환하는 표준화(Standardization)를 적용하여 변수 간 스케일 차이가 학습에 미치는 영향을 완화함으로써 학습 안정성을 확보하였다(Ahsan et al., 2021). 검증 데이터의 정보가 학습 과정에 반영되는 것을 방지하기 위해, k-fold cross-validation (k=5)은 각 fold마다 학습용 데이터에 대해 정규화를 수행하였다. 이와 같은 전처리 과정을 통해 잡음과 스케일 편차를 완화했다.

      

      
        3.3 Random Undersampling
        본 연구에서는 데이터의 클래스 불균형을 제어하기 위해 imbalanced-learn 라이브러리의 RandomUnderSampler 모듈(Lemaitre et al., 2017)을 활용하였다. 초기 클래스 비율(Original)을 유지하는 조건을 제외하고, 소수 클래스와 다수 클래스 비율을 1:2(RUS = 0.5), 1:3.3(RUS = 0.3), 1:10(RUS = 0.1)의 세 가지 수준으로 설정하여 실험을 수행하였다. 실험마다 Stratified k-fold Cross Validation 방법을 적용하여 전체 데이터의 80%에 대해 학습을 수행하며, k에 5를 할당하여 4개의 폴드(Fold)를 훈련에 사용하고 1개의 폴드(Fold)를 테스트에 사용한다. 계층화(Stratification)를 통해 각 폴드(Fold)별 클래스 비율이 원본 분포를 유지하도록 구성하였다.

        단일 RUS 수행은 무작위성으로 인해 성능의 변동성을 유발하므로, 이를 완화하기 위해 반복적으로 수행하였다. 반복 횟수 {5, 10, 20}에 대해 성능 변동성을 비교한 결과(<Figrue 2>), 5회에서 10회로 증가시 변동성이 약 5.0% 감소한 반면, 10회에서 20회로 증가시 추가 감소 폭은 약 4.7%로 감소하였다. 또한 20회 반복은 계산 비용이 크게 증가하는 한계가 있다. 따라서 계산 효율성과 성능 안정성 간 균형점을 고려하여 RUS 반복 횟수를 최종적으로 10회로 설정하였다. 이를 통해 동일한 RUS 비율 및 임곗값 최적화 조건에서 균형 잡힌 성능을 보이는 분류기 및 임곗값 조합을 선정한다.

        
          
          

          Figure 2. 
				
          

          
            Effect of RUS Repetitions on Performance Variability 
          
          

          

        

      

      
        3.4 Classification
        본 연구에서는 Xgboost, Random Forest, CatBoost 세 가지 트리 기반 앙상블 모델을 적용하였다. Xgboost는 확장형 그래디언트 부스팅 결정트리 알고리즘으로 대규모 데이터에서도 빠른 학습을 제공한다. 한편 Catboost는 부스팅 알고리즘으로 범주형 변수가 많은 데이터에서 안정적인 성능을 보여준다. 또한 Random Forest는 배깅(bagging)기반 결정트리 앙상블로, 최종 예측을 다수결로 통합함으로써 모델 간 상관을 줄여 분산을 낮추고 강건한 성능을 보여준다. 세 모델의 구조 및 특징은 <Table 3>과 같이 정리된다.

        
          Table 3. 
				
          

          
            Comparison of Classification Algorithms
          
          

        

        
          
            
              	
              	XGBoost
              	CatBoost
              	Random Forest
            

          
          
            	Author (Year)
            	
              
                Chen and Guestrin (2016)
              
            
            	
              
                Prokhorenkova et al. (2018)
              
            
            	
              
                Breiman (2001)
              
            
          

          
            	Structure 
            	
              
            
            	
              
            
            	
              
            
          

          
            	∙Extended GBDT
∙Sparsity-aware split
∙Weighted quantile sketch
∙Cache optimization
            	∙Order-based encoding 
∙Ordered Boosting
∙Symmetric tree structure
            	∙Bagging-based decision-tree ensemble
∙Bootstrap sampling
∙Random feature subsets
          

          
            	Advantages
            	Provides fast training and high classification accuracy on large-scale, sparse data
            	Delivers stable performance on datasets with many categorical features
            	Reduces variance for overfitting resistance; simple implementation and easy interpretation
          

        

        

      

      
        3.5 Threshold Optimization
        학습 데이터에서 분류기가 출력한 모든 고유 확률값을 임곗값 후보로 설정하고, 지정된 평가 지표를 최대화하는 최적 임곗값을 탐색하는 알고리즘은 Algorithm1로 표현된다. 구체적으로, 실제 라벨 y와 예측 확률 y^을 roc_curve(y,y^) 함수에 입력하면, 함수가 각 임곗값에 대한 TPR, FPR, thresholds 배열을 출력한다. 이후 TNR = 1 - FPR을 계산하고, 각 후보 임곗값마다 F-measure, G-mean, MCC, Precision 등 선택한 지푯값을 scores 배열에 저장한다.

        
          

          

        

        
          
            
              	Algorithm 1: Threshold Optimization
            

          
          
            	
               Input:
            
            	
              y
            
            	ground truth labels
          

          
            	
              
                
                  
                    
                      
                        y
                      
                      ^
                    
                  
                
              
            
            	classifier output probabilities
          

          
            	
              f
            
            	optimization function, .e.g. f-measure
          

          
            	
              c
            
            	flag controlling whether optimization is constrained
          

          
            	
               Output:
            
            	
              λ
            
            	Optimized threshold 
          

          
            	1: 
            	
              　Initialize
            
          

          
            	2:
            	
            	best_score ← - ∞
          

          
            	3:
            	
            	best_threshold ←0.5 
          

          
            	4:
            	tprs, fprs, thresholds ← roc_curve(y,y^)	
          

          
            	5:
            	tnrs ←1 - fprs
          

          
            	6:
            	scores ← fy,y^
          

          
            	7:
            	　If c = True then
          

          
            	8:
            	
            	valid_idx ← tprs ≥ tnrs
          

          
            	9:
            	
            	thresholds ← thresholds[valid_idx]
          

          
            	10:
            	
            	scores ← scores[valid_idx]
          

          
            	11:
            	
              End If
            
          

          
            	12:
            	　For i ←1 to length(thresholds) do
          

          
            	13:
            	
            	　If scores[i] > best_score then
          

          
            	14:
            	
            	
            	best_score ← score[i]
          

          
            	15:
            	
            	
            	best_threshold ← thresholds[i]
          

          
            	16:
            	
            	
              End If
            
          

          
            	17:
            	
              End For
            
          

          
            	18:
            	　Return best_threshold
          

        

        

        알고리즘은 제약 조건 여부를 제어하는 Flag(c)를 통해 TPR ≥ TNR 제약 조건을 적용할 수 있으며, Flag(c) = True인 경우 제약 조건을 만족하는 임곗값 후보 중 지푯값이 최대인 임곗값을 최종 선택한다. 이로써 양성 클래스 민감도(TPR)가 특이도(TNR)보다 낮아지는 편향적 임곗값을 방지할 수 있다. 위에서 언급한 4가지 지표에 대해 Flag(c)를 True/False로 설정하여 총 8개의 최적 임곗값을 도출하고 기본 임곗값 0.5와 원본 데이터의 양성 사전 확률(Class Prior)을 추가하여 총 10개의 임곗값에 대해 비교한다. 다음 절에서는 실험 설계 및 평가 지표와 최적 임곗값에 따른 성능 결과를 제시한다.

      

    

    

  
    
      4. Result and Analysis
      
        4.1 실험 설계 및 평가 지표
        본 연구에서는 선행 연구에서 많이 사용하는 세 가지 트리 기반 분류기-Xgboost(Chen and Guestrin, 2016), CatBoost(Prokhorenkova et al., 2018), Random Forest(Breiman, 2001)—의 성능을 python 실험 환경에서 비교하였다. 모델 간 성능 비교는 임곗값 설정의 영향을 받지 않은 ROC(Receiver Operating Characteristic) 곡선 아래 면적, 즉 AUC(Area Under the Curve)로 평가하였다. <Table 4>는 실제 클래스(Actual class)와 분류 클래스(Predicted class)의 조합에 따라 True Positive, True Negative, False Positive, False Negative를 정의한다. 이를 바탕으로 True Positive Rate(TPR), True Negative Rate(TNR), False Positive Rate(FPR), False Negative Rate(FNR) 네 가지 비율 지표를 산출하였다(식 (1)-(4)).
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          Table 4. 
				
          

          
            Definition of True Positive, True Negative, False Positive, And False Negative
          
          

        

        
          
            
              	
              	Predicted class
            

            
              	Defective
              	Good
            

          
          
            	Actual class
            	Defective
            	True positive (TP)
            	False negative (FN)
          

          
            	Good
            	False positive (FP)
            	True negative (TN)
          

        

        

        3.5절에서 언급했던 임곗값 최적화의 기준으로 사용된 성능 지표들은 다음과 같이 정의된다. 분류의 정확도를 나타내는 Precision(Sokolova and Lapalme, 2009)은 식 (5)와 같다.
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        실제 양성 표본 중에서 모델이 양성으로 분류한 비율을 나타내는 Recall(Sokolova and Lapalme, 2009)은 식 (6)과 같다.
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        Precision과 Recall의 조화평균인 F-measure(Sokolova and Lapalme, 2009)는 식 (7)과 같이 정의된다.
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        불균형 데이터에서 양쪽 클래스 성능 균형을 평가하기 위해 사용되는 G-mean(He et al., 2009)은 식 (8)과 같이 TPR(True Positive Rate)과 TNR(True Negative Rate)의 기하평균으로 정의된다.
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        마지막으로, 클래스 불균형에도 강건한 상관관계 지표인 Matthews Correlation Coefficient(Chicco and Jurman, 2020)는 식 (9)와 같이 TP, TN, FP, FN 모두를 활용하여 계산한다.
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        4.2 실험 결과
        <Figure 3>은 4가지 RUS 비율(None, 0.1, 0.3, 0.5)에서 10회 반복한 각 분류기의 AUC 변화를 보여준다. 모든 비율에서 CatBoost가 Xgboost와 Random Forest를 앞서 가장 높은 AUC를 기록하여, 클래스 분포 조정 여부와 무관하게 우수한 성능을 유지하였다. 본 연구에서는 가장 우수한 성능을 보인 CatBoost를 분류기로 선정하고 결과를 제시한다.

        
          
          

          Figure 3. 
				
          

          
            AUC by iteration across classifiers and undersampling ratios 
          
          

          

        

        <Table 5>는 RUS를 적용하지 않은 원본 데이터에서 임곗값 최적화 지표별로 도출한 최적 임곗값(Threshold)과 CatBoost의 성능(Metric)을 정리한 표다. 여기서 D는 기본 임곗값(Default Threshold), C는 데이터의 양성 사전 확률(Class Prior), NC는 제약 조건이 적용되지 않는 None Constraint를 의미한다. 기본 임곗값(D)을 적용하면 TPR은 0.0523, FNR은 0.9478로 매우 낮은 민감도(TPR)를 보였다. 반면, ‘TPR ≥ TNR’ 제약 아래에서 F-measure를 기준으로 임곗값을 최적화하면 TPR = 0.7537, TNR = 0.6308으로 민감도와 특이도가 모두 크게 향상되면서 균형이 크게 개선(|TPR - TNR| = 0.1229)되었다. 그러나 제약을 포함하지 않는 F-measure NC 조건에서는 TPR = 0.2164로 많이 감소하고 TNR = 0.9647로 과도하게 상승(|TPR - TNR| = 0.7483)하였다. 이는 제약 조건을 포함한 임곗값 탐색이 TPR과 TNR 간 균형을 개선함을 확인했다.

        
          Table 5. 
				
          

          
            CatBoost Classification Results (RUS = None)
          
          

        

        
          
            
              	Objective
              	Threshold
              	Metric
            

            
              	TPR
              	TNR
              	FPR
              	FNR
            

          
          
            	D
            	0.500000
            	0.05223
            	0.99849
            	0.00150
            	0.94776
          

          
            	C
            	0.027957
            	0.67164
            	0.73093
            	0.26906
            	0.32835
          

          
            	F-meas
            	0.019745
            	0.75373
            	0.63076
            	0.36923
            	0.24626
          

          
            	F-meas NC
            	0.098879
            	0.21641
            	0.96467
            	0.03533
            	0.78358
          

          
            	G-mean
            	0.019249
            	0.77611
            	0.62667
            	0.37333
            	0.22388
          

          
            	G-mean NC
            	0.021144
            	0.73880
            	0.64907
            	0.35092
            	0.26119
          

          
            	MCC
            	0.019249
            	0.77611
            	0.62667
            	0.37333
            	0.22388
          

          
            	MCC NC
            	0.387941
            	0.08209
            	0.99741
            	0.00258
            	0.91791
          

          
            	Precision
            	0.020267
            	0.75373
            	0.63830
            	0.36169
            	0.24626
          

          
            	Precision NC
            	0.732190
            	0.02985
            	0.99935
            	0.00064
            	0.97014
          

        

        

        <Table 6>은 RUS = 0.1 조건에서 임곗값 최적화 지표별로 도출한 최적 임곗값(Threshold)과 CatBoost의 성능(Metric)을 정리한 표다. 기본 임곗값(D)을 적용했을 때 TPR = 0.1194로 낮고 FNR = 0.8881로 낮은 민감도를 보였으나, RUS = 0.1 적용 전 원본 데이터 분포 대비 TPR이 상승하고 FNR이 감소하였다. 또한 F-measure NC를 기준으로 한 최적화 시 TPR = 0.4328, TNR = 0.8850을 기록하여, RUS를 미적용 한 실험에서 F-measure NC 기준 최적화 했을 때의 결과(|TPR - TNR| = 0.7483)보다 민감도(TPR)와 특이도(TNR) 간 균형(|TPR - TNR| = 0.4522)이 개선되었다.

        
          Table 6. 
				
          

          
            CatBoost Classification Results (RUS = 0.1)
          
          

        

        
          
            
              	Objective
              	Threshold
              	Metric
            

            
              	TPR
              	TNR
              	FPR
              	FNR
            

          
          
            	D
            	0.500000
            	0.11194
            	0.99461
            	0.00538
            	0.88806
          

          
            	C
            	0.090909
            	0.70895
            	0.71133
            	0.28866
            	0.29104
          

          
            	F-meas
            	0.074580
            	0.76119
            	0.65079
            	0.34920
            	0.23880
          

          
            	F-meas NC
            	0.150570
            	0.43283
            	0.88496
            	0.11503
            	0.56716
          

          
            	G-mean
            	0.073316
            	0.76865
            	0.64713
            	0.35286
            	0.23134
          

          
            	G-mean NC
            	0.075560
            	0.75373
            	0.65424
            	0.34575
            	0.24626
          

          
            	MCC
            	0.072679
            	0.76865
            	0.64196
            	0.35803
            	0.23134
          

          
            	MCC NC
            	0.211643
            	0.32089
            	0.93989
            	0.06010
            	0.67910
          

          
            	Precision
            	0.076708
            	0.75373
            	0.65769
            	0.34230
            	0.24626
          

          
            	Precision NC
            	0.857965
            	0.02985
            	0.99760
            	0.00138
            	0.97837
          

        

        

        <Table 7>은 RUS = 0.3 조건에서 임곗값 최적화 지표별로 도출한 최적 임곗값(Threshold)과CatBoost의 성능(Metric)을 보여준다. 기본 임곗값(D)을 적용했을 때 TPR = 0.2464, FNR = 0.7537로 낮은 민감도(TPR)를 보였으나, RUS = 0.1 적용 시에 비해 TPR이 상승하고 FNR이 감소하여 RUS 비율이 높아질수록 민감도를 개선함을 확인했다. 또한 F-measure NC를 기준으로 최적화 시 TPR = 0.7313, TNR = 0.7057을 기록하여, RUS = 0.1 조건에서의 F-measure NC를 기준으로 최적화했을 때의 결과(|TPR - TNR| = 0.4522)보다 균형(|TPR - TNR| = 0.0256)이 개선되었다. 이에 따라 RUS 비율을 높일수록 민감도(TPR)와 특이도(TNR)간 균형을 개선할 수 있다.

        
          Table 7. 
				
          

          
            CatBoost Classification Results (RUS = 0.3)
          
          

        

        
          
            
              	Objective
              	Threshold
              	Metric
            

            
              	TPR
              	TNR
              	FPR
              	FNR
            

          
          
            	D
            	0.500000
            	0.24626
            	0.94032
            	0.05967
            	0.75373
          

          
            	C
            	0.230769
            	0.76119
            	0.68268
            	0.31732
            	0.23880
          

          
            	F-meas
            	0.207675
            	0.79104
            	0.63334
            	0.36665
            	0.20895
          

          
            	F-meas NC
            	0.244722
            	0.73134
            	0.70573
            	0.29427
            	0.26865
          

          
            	G-mean
            	0.205889
            	0.79104
            	0.62968
            	0.37031
            	0.20895
          

          
            	G-mean NC
            	0.232998
            	0.75373
            	0.68569
            	0.31430
            	0.24626
          

          
            	MCC
            	0.200424
            	0.79850
            	0.61611
            	0.38388
            	0.20149
          

          
            	MCC NC
            	0.255239
            	0.70895
            	0.71887
            	0.28112
            	0.29104
          

          
            	Precision
            	0.213872
            	0.79104
            	0.64562
            	0.35437
            	0.20895
          

          
            	Precision NC
            	0.873121
            	0.03731
            	0.99827
            	0.00172
            	0.96268
          

        

        

        <Table 8>은 RUS = 0.5 조건에서 임곗값 최적화 지표별로 도출한 최적 임곗값(Threshold)과 CatBoost의 성능(Metric)을 정리하였다. 기본 임곗값(D)을 기준으로 최적화 시 TPR = 0.4179, FNR = 0.5821을 기록하며 RUS = 0.3 적용 시에 비해 TPR이 상승하고 FNR이 감소하였다. 하지만 F-measure NC 기준 최적화 시 TPR = 0.7836, TNR = 0.6206로, 앞선 RUS = 0.3 조건에서의 결과(|TPR - TNR| = 0.0256) 대비 민감도와 특이도 간 균형(|TPR - TNR| = 0.1630)이 개선되지 않았다. 이는 RUS 비율을 0.3 이상으로 높여도 추가적인 균형 향상이 없음을 알 수 있다.

        
          Table 8. 
				
          

          
            CatBoost Classification Results (RUS = 0.5)
          
          

        

        
          
            
              	Objective
              	Threshold
              	Metric
            

            
              	TPR
              	TNR
              	FPR
              	FNR
            

          
          
            	D
            	0.500000
            	0.41791
            	0.86277
            	0.13722
            	0.58209
          

          
            	C
            	0.333333
            	0.70895
            	0.70185
            	0.29814
            	0.29104
          

          
            	F-meas
            	0.255192
            	0.80597
            	0.58035
            	0.41964
            	0.19403
          

          
            	F-meas NC
            	0.273750
            	0.78358
            	0.62063
            	0.37936
            	0.21641
          

          
            	G-mean
            	0.296733
            	0.76119
            	0.65596
            	0.34403
            	0.23880
          

          
            	G-mean NC
            	0.324218
            	0.71641
            	0.69474
            	0.30525
            	0.28358
          

          
            	MCC
            	0.254025
            	0.80597
            	0.57949
            	0.42050
            	0.19403
          

          
            	MCC NC
            	0.439754
            	0.53731
            	0.81710
            	0.18289
            	0.46268
          

          
            	Precision
            	0.297161
            	0.76119
            	0.65639
            	0.34360
            	0.23880
          

          
            	Precision NC
            	0.899996
            	0.05223
            	0.99526
            	0.00473
            	0.94776
          

        

        

        추가적으로, 각 RUS 조건에서의 임곗값 및 성능 곡선을 시각화하였다. 분석 결과, RUS = None에서는 G-Mean, MCC, F1 지표가 0.5~0.8 구간에서, RUS = 0.1에서는 0.8~0.95 구간에서 변화 폭이 거의 없는 정체 구간이 나타남을 <Figure 4>에서 확인하였다. 다만 정체 구간은 최적 임곗값 산출에는 큰 영향을 미치지 않았으며, 모든 지표의 최댓값은 정체 구간 밖에서 나타났다. 점선으로 표시된 결과는 제약조건 하에서 정체 구간의 존재 여부를 확인하기 위함이며, 제약조건 하에서는 정체 구간이 나타나지 않았고, 최적 임곗값 산출에도 영향을 미치지 않음을 확인하였다.

        
          
          

          Figure 4. 
				
          

          
            Threshold-Performance Metric Curves under Different RUS Ratios
          
          

          

        

      

      
        4.3 가설 검증
        4.2절에서의 실험 결과를 바탕으로 앞서 제시한 가설들을 검증한다.

        가설 1의 검증을 위해 모든 실험 조건(원본, RUS=0.1, RUS=0.3, RUS=0.5)에서 기본 임곗값(D)을 적용한 결과, TPR이 낮고 FNR이 높아 소수 클래스 검출에는 한계가 있다. 예를 들어, 원본 데이터에서는 TPR = 0.0522로 전체 양성 표본의 95% 이상을 검출하지 못하였다. 따라서 불균형이 심한 용접 결함 분류 문제에서는 기본값 0.5 임곗값이 부적합함을 확인했다.

        가설 2 검증에서는 RUS 비율을 0.1, 0.3, 0.5로 증가시키며 네 가지 지표(F-measure, G-Mean, MCC, Precision) 기준 최적 임곗값 변화를 분석했다. 그 결과 모든 실험에서 최적 임곗값이 상승했으며, RUS = 0.5 조건의 F-measure 기준 최적 임곗값은 약 0.2551로, 원본(0.0197) 대비 13배 이상 증가하였다. 이로써 소수 클래스 비율이 높아질수록 임곗값이 높아진다는 것을 입증하였다.

        가설 3 검증을 위해 원본 데이터에서 F-measure 기준 최적화 시 제약 적용 전과 후의 TPR과 TNR 값을 비교하였다. 제약을 적용하지 않은 경우(F-measure NC) TPR은 0.2164, TNR은 0.9647로 두 값의 차이는 0.7483이지만, 제약을 적용한 후(F-measure)에는 TPR이 0.7537, TNR이 0.6308로 차이가 0.1229로 크게 줄었다. 이로써 TPR ≥ TNR 제약이 민감도와 특이도 간의 불균형을 완화함을 검증했다.

      

    

    

  
    
      5. 결 론
      본 연구는 3개년의 현장 기록을 통합한 배관 용접 결함 데이터 세트를 활용해, 클래스 불균형을 해소하면서 용접 결함을 분류할 수 있는 방법론을 제시한다. 클래스 불균형을 해소하기 위해 Random Undersampling(RUS)을 적용하고, 임곗값 최적화(Threshold Opimization) 방법을 도입하였다. 임곗값 최적화(Threshold Optimization)는 F-measure, G-mean, MCC, Precision 네 가지 지표를 최적화 성능 지표로 사용하였으며, 분류기 성능 평가는 AUC, TPR, TNR, FPR, FNR 다섯 지표를 기준으로 분석하였다. 또한 최적 임곗값 탐색 시 ‘TPR ≥ TNR’제약을 적용하여 민감도(TPR)와 특이도(TNR)의 균형을 개선하였다.

      모든 실험에서 CatBoost가 가장 높은 AUC로 일관되게 우수한 성능을 보였다. RUS 비율이 증가할수록 최적 임곗값이 상승하였고, 기본 임곗값 0.5를 기준으로 TPR이 상승하고 FNR이 감소하여 민감도와 특이도가 개선되었다. 또한 임곗값 최적화에서 ‘TPR ≥ TNR’ 제약을 적용했을 때 민감도(TPR)와 특이도(TNR) 간 편향이 감소하였다.

      이를 통해 기본 임곗값 0.5는 모든 RUS 수준에서 양성 클래스 검출 성능이 낮아 클래스 불균형 환경에서 부적합하다는 결론을 도출할 수 있었다. 또한 양성 클래스 사전 확률(양성 클래스 비율)이 높아질수록 최적 임곗값이 상승하는 결과를 통해 데이터를 조정하는 방법(RUS)과 모델의 학습 및 분류 과정을 개선하는 방법(임곗값 최적화)을 병행하면 클래스 불균형 상황에서도 TPR과 TNR 간 균형 잡힌 용접 결함 분류가 가능하다는 것을 보여준다.

      하지만 본 연구는 다음과 같은 한계점을 가진다. 클래스 불균형을 해소하기 위한 데이터를 조정하는 방법으로 RUS만을 사용하여 다른 방법들과 비교하지 않았고, 트리 기반 모델에 한정하였으므로 딥러닝 모델과 같은 최신 모델을 검토하지 못한 한계점이 있다. 따라서 향후 연구에서는 다양한 데이터 조정 방법과의 비교와 딥러닝 기반 모델 등의 적용을 통해 모델의 확장성과 일반화를 고려한 연구를 수행하고자 한다.
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      한민기: 부산대학교 산업공학과 학사과정에 재학 중이다. 연구분야는 데이터마이닝, 빅데이터 분석, 인공지능이다.

      김도희: 부산대학교 산업공학과에서 2019년 학사학위를, 2024년 박사학위를 취득하였다. 이후 2025년 11월까지 부산대학교 인간중심 탄소중립 글로벌공급망 연구센터에서 연수연구원과 연구교수로 재직하였다. 2025년 12월부터는 국립창원대학교 인공지능융합공학과에서 조교수로 재직 중이다. 주요 연구 관심 분야는 시계열 분석, 인공지능, 딥러닝이다.
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