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            초록
          
        

        
          Forecasting ammonia prices is essential for strategic planning in agriculture, chemical production, and energy-related industries. However, ammonia prices exhibit substantial fluctuations and repeated shifts in statistical properties, challenging conventional forecasting models. To address this, we propose SHARP (Shift-aware Hierarchical Attention for Robust Prediction), which decomposes multivariate time series into variable-specific streams through a channel-independent mechanism and captures inter-variable and temporal dependencies through hierarchical attention. The model incorporates the DILATE loss function to mitigate temporal distortion and RevIN normalization to enhance robustness against distributional shifts. Empirical evaluations on real-world ammonia price data demonstrate SHARP reduces mean absolute error by up to 31% over leading baselines for 8- and 12-week forecasts. Additionally, analysis of attention weights identifies major contributing variables, highlighting the model’s explanatory capability. SHARP thus achieves accurate and interpretable forecasting for dynamically changing time series.
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      1. 서  론
      암모니아는 현대 산업 생태계에서 다각적으로 활용되는 핵심 화학 물질이다. 암모니아는 농업 생산량 증진을 위한 고효율 비료 제조에 주 원료로 사용되며, 플라스틱, 폭발물, 합성 섬유 제조에 필수적인 역할을 한다. 농업 분야에서는 전 세계 식량 수요 중 8%가 천연 가스에서 생산된 암모니아에 의존하고 있다. 이는 암모니아 가격 변동이 전 세계 식량 공급과 안정성에 직접적인 영향을 끼친다는 것을 의미한다(Tonelli et al., 2024). 또한, 암모니아는 수영복, 내의 등에 사용되는 나일론 수지 제조 비용에서 상당수를 차지한다. 이에 따라 암모니아 가격은 최종 소매 가격과 기업 생산 계획에 직접적인 영향을 미친다. 따라서 정확한 암모니아 가격을 예측하는 것은 다양한 산업 분야에서 효과적인 생산 계획 수립과 전략적 의사결정을 위해 필수적이다.

      암모니아 가격은 여러가지 요인이 복합적으로 작용하여 결정된다. 내부 요인으로는 원재료 비용이 큰 비중을 차지하며, 최근 암모니아 생산량의 약 75%가 천연가스를 기반으로 이루어진다. 이에 따라 천연 가스 가격은 암모니아 가격과 높은 상관 관계를 보이며, 암모니아 가격을 결정하는 핵심적인 요인이다(Huang, 2007; International Energy Agency, 2021). 외부 요인으로는 선박 운송비와 수출입 인프라 비용 등 물류 비용이 포함되며, 암모니아 단가는 생산 비용에 물류 비용이 더해져 최종적으로 결정된다(Oh et al., 2024). 이처럼 다양한 변수 간 상호 작용이 가격 변동성을 증폭시킨다. 또한, 암모니아 가격은 전쟁 등 외부적 요소에 의해 변동할 수 있다. 2022년 발생한 러시아-우크라이나 전쟁 직후 주요 공급망이 폐쇄되면서 암모니아 가격은 급격히 상승했다(S&P Global, 2022). 따라서 암모니아 가격 예측을 위해 다양한 변동 요인을 통합적으로 반영할 수 있는 정량적 분석 및 정확한 예측 모델 개발이 필요하다.

      기존 연구들은 다중선형회귀분석(multiple linear regression), GARCH(generalized autoregressive conditional heteroskedasticity) 등 통계적 방법론을 이용해 암모니아 가격을 분석해 왔다(Chena et al., 2012;Ibendahl, 2020; Paulson et al., 2024). 이러한 연구들은 시계열 데이터가 선형적(linear)이고 정상적(stationary)이라는 가정에 기반하고 있어, 실제 시계열 데이터에 존재하는 비정상적(non-stationary) 패턴을 충분히 반영하지 못하는 한계가 있다.

      이러한 한계를 극복하기 위해, 최근 시계열 예측에 특화된 딥러닝 모델을 활용하여 비정상 시계열(non-stationary time series)을 예측하려는 연구가 증가하고 있다. 대표적으로, 순환 신경망(recurrent neural network, RNN)은 순차적 데이터에서 패턴을 효과적으로 포착할 수 있다. 하지만 RNN은 시계열을 처리하는 과정에서 초기 입력 정보가 소실되는 장기 의존성(long-term dependency) 문제로 인해, 길이가 긴 시계열 데이터를 정확히 예측하는 데 한계가 있다. 이를 보완하기 위해 제안된 LSTM(long short-term memory)는 길이가 긴 시계열에서도 안정적인 학습이 가능하다(Hochreiter & Schmidhuber, 1997). 또한 LSTM은 Seq2Seq(sequence-to-sequence; Sutskever et al., 2014) 구조와 결합되어 입력 정보를 효과적으로 압축하고, 입력부터 출력까지 중단 단계 없이 처리하는 종단 간 학습(end-to-end learning)을 가능하게 한다. 하지만 여전히 긴 시계열에서는 초기 입력 정보가 유지되지 않아 장기적인 패턴을 학습하는 데 어려움이 따른다. 이를 해결하기 위해 어텐션 메커니즘(attention mechanism; Luong et al., 2015)이 제안되었다. 어텐션은 디코더가 인코더의 각 시점별 정보를 중요도에 따라 가중하여, 장기 의존성 문제를 완화하는 데 기여했다. 이후 어텐션 구조만을 사용한 트랜스포머(transformer; Vaswani et al., 2017) 기반 모델은 방대한 데이터를 병렬적으로 처리함으로써, 예측 성능을 획기적으로 향상시켰다. Li et al.(2019)은 입력 길이가 긴 시계열의 효율적 예측을 위해 정보량이 높은 쿼리(query) 위치에 집중적으로 어텐션을 적용하는 희소적 어텐션(sparse attention) 구조를 도입하여 트랜스포머를 처음 시계열 예측 분야에 활용하였다. Wu et al.(2021)은 트랜스포머의 셀프 어텐션(self-attention)을 자가 상관(auto-correlation)메커니즘으로 대체하여 복잡한 시계열 패턴을 포착하고자 하였다. 이처럼 딥러닝 기반 시계열 예측 모델은 비정상 시계열 패턴까지도 효과적으로 학습할 수 있어 예측 성능에서 우수한 결과를 보였다. 하지만 트랜스포머는 내부 작동 원리를 직관적으로 해석하기 어려워, 예측 결과에 직접적인 영향을 미치는 주요 변수를 파악하는 데 한계가 존재한다.

      이에 본 연구는 암모니아 가격 데이터의 특수성을 고려해, 분포 변화에도 강건한 예측 성능과 해석 가능성을 제공하는 shift-aware hierarchical attention for robust prediction(SHARP) 모델을 제안한다. SHARP는 암모니아 가격 데이터가 지닌 구조적 특성을 효과적으로 반영하기 위해 세 가지 구성 요소가 포함되어 있다. 첫째, 계층적 어텐션(hierarchical attention) 구조를 통해 변수와 시점 정보를 동시에 반영하였다. 구체적으로, 입력 단계에서 변수 중요도를 어텐션 값으로 산출하고, 인코더 출력에 대해서는 시점별 어텐션 값을 계산함으로써, 복합적인 요인이 작용하는 암모니아 가격 결정 과정에서 중요한 변수를 명확히 식별할 수 있도록 하였다. 둘째, 시계열 특성을 명시적으로 반영하는 DILATE(distortion loss including shape and time; Guen et al., 2019) 손실 함수를 적용하였다. 이 손실함수는 형태 변화와 시점 불일치를 모두 고려함으로써, 급격하게 변동하는 암모니아 가격 데이터에서도 일관된 예측 성능을 유지할 수 있도록 한다. 셋째, 채널 독립(channel-independent) 전략과 RevIN(reverse instance normalization; Kim et al., 2021)을 적용하여 학습 구간과 테스트 구간 간 분포 차이를 효과적으로 보정하였다. 암모니아 가격은 전쟁 등 외부 충격에 의해 급격히 분포가 변할 수 있는데, 채널 독립 전략과 RevIN은 모델이 이러한 변화에 빠르게 적응할 수 있게 하여 정확한 예측 결과를 가능하게 한다.

      나아가 본 연구는 개별 기법의 단순한 결합을 넘어 기존 방법론들의 한계를 상호 보완적으로 극복하여 암모니아 가격 예측 성능을 극대화하도록 설계되었다. RevIN은 데이터 분포 변화에 대응하는 데 효과적이지만, 다양한 변수들이 서로 다른 분포를 가질 경우 이를 단독으로 학습하기 어렵다. 이를 해결하고자 채널 독립 전략을 결합하여 각 변수의 고유한 분포를 개별적으로 정규화함으로써 안정성을 확보하였다. 최근 연구는 RevIN과 채널 독립 전략을 사용할 경우 상호 보완적으로 성능이 향상됨을 보여주었다(Li et al., 2023). 또한 채널 독립 전략은 변수 간 상호 의존성을 포착하는 데 약점을 가지므로, 이를 보완하기 위해 입력 단계에서 변수 간 상호작용을 학습하는 모듈과의 결합이 필요하였다. 이러한 한계를 보완하기 위해 입력 단계에서 변수 간의 복잡한 상호작용을 학습하는 계층적 어텐션 메커니즘을 도입하였다. 이 조합은 변수 간의 상호작용을 학습하면서 동시에 모델의 과적합을 효과적으로 제어할 수 있음을 보여주었다(Huo et al., 2025). 계층별 어텐션 메커니즘은 변수 간 상호작용 학습을 통해 예측의 전체적인 형태를 실제와 유사하게 모방하는 데 효과적이지만, 예측값이 실제 값보다 시간적으로 미세하게 밀리는 예측 지연(prediction delay) 문제를 유발할 수 있다. 이러한 시점 불일치를 보정하기 위해 DILATE 손실 함수를 적용하였다. DILATE 손실 함수는 예측된 패턴의 형태는 유지하면서도 이를 정확한 시점에 정렬하여 예측값의 시간적 정확성을 보장한다(Wang et al., 2022). 이처럼 SHARP는 암모니아 가격에 작용하는 다양한 요인과 분포 변화에 대응하기 위해 설계된 모델로서, 기존 연구의 기법들을 상호 보완적으로 통합하여 강건성과 해석 가능성을 동시에 달성하였다. 본 논문의 주요 기여점은 다음과 같다.

      
        	- 본 연구에서 제안하는 딥러닝 기반 다변량 시계열 예측모델인 SHARP는 암모니아 가격의 급격한 변동성과 분포 변화에 대응하기 위해 채널 독립 전략, 계층적 어텐션 메커니즘, DILATE 손실 함수의 세 가지 요소를 통합하여 설계되었다. 채널 독립 전략은 입력 시계열을 변수별로 분리함으로써 변수 간 상관관계 변화에 따른 성능 저하를 완화하고, 분포 변화에 강건한 예측을 가능하게 한다. 계층적 어텐션 메커니즘은 시점 및 변수 별 중요도를 반영함으로써, 불필요한 정보를 효과적으로 제거하고 예측에 핵심적인 변수와 시점에 집중할 수 있도록 한다. DILATE 손실 함수는 시계열 데이터의 형태 변화와 시간 왜곡을 반영하여, 데이터가 가지는 내재적 변동성을 효과적으로 포착할 수 있게 한다. 이러한 세 가지 요소를 결합한 SHARP는 암모니아 가격의 비정상적 패턴에도 유연하게 대응하며, 안정적이고 강건한 예측 성능을 제공한다.


        	- 본 연구는 별도 해석 모델 없이 모델 내부에 내재된 계층적 어텐션 구조를 통해 변수 중요도를 산출함으로써 해석 가능성을 제공한다. 이러한 방식은 예측 이후 별도의 모델을 통해 변수 중요도를 추정하는 기존 방법과 달리, 예측 과정에서 변수 중요도를 직접 도출한다는 점에서 차별성을 갖는다. SHARP는 이러한 통합 구조를 바탕으로 해석력과 예측력을 동시에 갖추어, 산업 현장에서의 의사결정에 유용한 실질적인 통찰을 제시할 수 있다.


        	- 본 연구는 제안 방법이 미래 암모니아 가격 예측 과제에서 효과적인지 검증하기 위해 DLinear(Zeng et al., 2023), PatchTST(Nie et al., 2023), iTransformer(Liu et al., 2024) 등 최신 딥러닝 기반 모델과 비교하였다. 그 결과 제안 방법이 비교 방법 대비 우수한 예측 정확도를 기록해, 해당 과제에 적합한 모델임을 입증하였다.


      

    

    

  
    
      2. 관련 연구
      
        2.1 머신 러닝 기반 시계열 예측
        시계열 예측(time series forecasting)은 과거 데이터의 시간적 패턴을 기반으로 미래의 관측값을 추정하는 것으로, 헬스케어, 금융, 제조업 등 많은 분야에서 의사 결정 도구로 광범위하게 활용되고 있다. 초기 시계열 예측 연구는 주로 선형성(linearity)과 정상성(stationarity)을 가정한 전통적인 통계 기법에 의존하였다. 이러한 통계 기반 방법론들은 시간에 따른 변동 패턴을 효과적으로 학습할 수 있다는 장점이 있으나, 강한 선형 가정과 정상성 가정으로 인해 현실 시계열 자료에 내재된 복잡하고 비선형적인 관계를 충분히 반영하는 데 한계가 있었다(Wang et al., 2024).

        따라서 복잡하면서 대규모의 데이터셋에서 패턴을 식별할 수 있는 머신러닝 회귀 모델이 시계열 예측에 사용되었다. 이러한 모델들은 통계적 방법론이 포착하기 어려운 비선형 관계를 학습함으로써, 현실 시계열 데이터의 예측 성능 향상을 목표로 한다. Cortes et al.(1995)는 데이터를 고차원 공간으로 매핑하고, 오차 경계 내 최대한 많은 데이터 포인트를 포함하는 최적의 초평면을 찾아 비선형 회귀를 수행하는 SVR(support vector regression)을 제안하였다. 이는 기존 통계 방법론의 선형성 가정에서 벗어나 많은 시계열 예측 과제에서 효용성을 증명하였다(Hao et al., 2006; Abuella and Chowdhury, 2016). 한편, 사전에 데이터 분포를 가정하지 않고 유연하게 적용할 수 있는 의사결정나무 기반 모델(tree-based model) 또한 시계열 예측에서 널리 사용되었다. Breiman(2001)은 여러 개의 의사결정나무를 결합한 앙상블(ensemble) 회귀 기법인 랜덤 포레스트(random forest)를 제안하였다. Chen et al.(2016)은 이를 확장하여 의사결정나무를 순차적으로 학습시키고 이전 단계의 오차를 보완하는 XGBoost를 제안하였다. 이러한 머신러닝 기반 방법론들은 단기 예측이 필요한 풍력 발전 예측, 전기 부하 예측 등에서 우수한 성과를 보였다(Dudek, 2005; Anggraeni et al., 2021).

        이러한 머신러닝 모델들은 비선형 시계열 자료에 대한 예측 성능을 향상시켰으나, 시간 종속성을 명시적으로 학습하지 못한다는 한계를 지닌다. 이를 극복하고 시계열의 장기 예측을 효율적으로 수행하기 위해, RNN과 이를 장기 예측 관점에서 발전시킨 LSTM 기반 학습 방법론이 활용되었다. Lai et al. (2018)은 시계열의 장기 및 단기 패턴을 동시에 포착하기 위한 LSTNet(long short-term time-series network)을 제안하였다. LSTNet은 장기 시간 의존성을 학습하는 LSTM과 선형 패턴을 학습하는 AR(autoregressive) 모듈을 병렬적으로 구성하여, 시계열의 선형 및 비선형 패턴 모두를 포착하고자 하였다. Salinas et al.(2017)은 다수의 시계열 데이터를 기반으로 LSTM을 학습하여 다양한 패턴과 불확실성을 포착하는 확률적 예측 모델인 DeepAR을 제안하였다. 이러한 RNN 기반 접근법은 시계열의 시간적 특성을 효과적으로 학습하여 기존 머신러닝 모델 대비 성능을 향상시켰지만, 순차적 구조로 인해 병렬 연산 활용이 제한되어 대규모 데이터 처리에 어려움이 존재한다.

        이에 따라 대량의 데이터에서 높은 표현력을 입증한 트랜스포머를 시계열 예측에 적용하고자 하는 연구가 활발히 수행되었다. Zhou et al.(2021)은 시계열 예측에 특화된 트랜스포머 디코더 구조를 제안함으로써, 트랜스포머 구조를 시계열 예측에서 활용할 수 있는 informer를 제안하였다. 이후 연산 복잡도를 낮추면서도 트랜스포머의 표현력을 유지하기 위해 트랜스포머 인코더만을 사용하는 모델들이 제안되었다. PatchTST는 시계열 데이터를 작은 패치(patch) 단위로 분할한 뒤 트랜스포머 인코더만을 활용하여 예측함으로써, 시계열의 국소적인 패턴을 효과적으로 모델링하였다. iTransformer는 인코더 내부에서 변수 간 상관관계를 직접 반영함으로써, 다변량 시계열 예측에서 기존 트랜스포머 기반 모델들이 간과하던 변수 간의 관계 반영을 개선하였다. 그러나 트랜스포머의 높은 표현력이 시계열 예측에서 반드시 효과적인 것은 아니라는 비판도 제기되었다. Zeng et al.(2023)은 트랜스포머 기반 예측 모델이 단순 선형 모델보다 성능이 떨어질 수 있으며, 이는 자기회귀적(autoregressive) 디코딩 과정에서 예측 오차가 누적되기 때문이라고 지적하였다.

        이러한 문제 의식과 트랜스포머의 과도한 연산량을 완화하기 위해 최근에는 선형 모델 기반 시계열 예측 연구가 활발히 진행되었다. Chen et al.(2023)은 변수 간 관계와 시간 종속성을 추출하는 다수의 다층 퍼셉트론(MLP; multi-layer perceptron)을 결합하여, 기존보다 경량화된 모델로 시계열 예측을 수행하였다. Wang et al.(2024)는 전통적 통계 방법론에서 활용되던 시계열 분해를 MLP와 결합하여, 시계열의 구조적 특성을 예측에 반영하였다. 이러한 선형 모델들은 RNN과 transformer 기반 모델 대비 연산 복잡도를 줄이면서도 경쟁력 있는 예측 성능을 유지한다는 점에서 의의를 갖는다.

        이렇듯 최근 연구는 다변량 데이터와 딥러닝 모델을 활용하여 예측 정확도 향상에 주력해왔다. 그러나 데이터 분포가 변동하는 상황에서 모델이 안정인 예측치를 제공하지 못하는 한계가 존재한다. 특히 암모니아와 같이 국내외 공급망 및 국제 정세에 따라 변동성이 큰 원자재의 경우, 예측 안정성이 더욱 떨어진다. 또한 다양한 변수의 영향을 받는 예측 변수에 대해서는 단순한 예측 성능뿐만 아니라 예측 결과를 어떻게 해석할 수 있는지도 중요하다. 하지만 딥러닝 기반 시계열 예측 모델은 구조적 특성으로 인해 해석 가능성을 충분히 제공하기 어렵다. 이에 제안 방법에서는 시계열 분포 보정 기법을 도입하여 데이터의 변동성에 대응하고, 변수 및 시간 축에서 해석 가능성을 제공하는 계층적 어텐션을 활용함으로써 암모니아 가격 특성에 적합한 새로운 예측 프레임워크를 제안한다.

      

      
        2.2 시계열 분포 이동 보정 기법
        분포 이동(distribution shift)은 데이터 분포가 변화하는 상황이며, 일반적으로 머신 러닝에서는 훈련 데이터와 테스트 데이터의 데이터 분포가 달라지는 상황을 의미한다(Koh et al., 2021). 시계열 예측에서 다루는 현실 시계열 자료는 비정상적(non-stationary)인 특성을 가지고 있어 시간에 따라 분포가 변할 가능성이 높기 때문에 분포 이동을 효과적으로 대응하는 것은 시계열 예측 성능에 있어 결정적인 역할을 한다.

        딥러닝 분야에서는 분포 변화에 대한 도메인 적응(domain adaptation) 기법과 도메인 일반화(domain generalization) 기법들이 활발히 연구되었다. 도메인 적응은 소스 도메인(source domain)에서 훈련시킨 모델을 타겟 도메인(target domain) 데이터에 접근하여 적응시키는 기법을 말한다. 반면, 도메인 일반화는 타겟 도메인의 데이터를 활용하지 않고 소스 도메인 훈련 과정에서 한 번도 보지 못한 새로운 분포에 대해서도 강건한 성능을 도출하게 하는 기법을 말한다. 이들은 명시적으로 다른 분포를 가진 데이터에 대해서 좋은 일반화 성능을 보여주었다. 하지만 시계열의 경우는 분포 변화가 연속적으로 변화하기 때문에 소스 도메인과 타겟 도메인을 정의하기 힘들다는 한계가 있다.

        따라서 이를 해결하기 위해 시계열의 점진적인 분포 변화를 대응하기 위한 연구들이 활발하게 수행되었다. Passalis et al. (2019)는 고정 통계량으로 정규화하는 기존 방법이 분포 변화에 취약함을 주장하며, 입력 단에서 정규화를 학습할 수 있게 하는 DAIN(deep adaptive input normalization)을 제안하였다. Kim et al.(2021)은 더 나아가 입력 단에서 인스턴스 정규화(instance normalization)을 수행하고, 모델 통과 후 다시 원래 스케일로 복원하는 비정규화 과정을 통해 모델이 분포 변화 영향 없이 데이터를 학습할 수 있게 하는 RevIN을 제안하였다. RevIN은 도메인 적응 및 일반화 기법 적용 없이 시계열의 분포 변화에 대응할 수 있게 함으로써, 많은 시계열 예측 연구에서 표준적인 구성 요소로 사용하였다(Zhou et al. 2022; Li et al., 2023).

      

    

    

  
    
      3. 제안 방법론
      본 연구에서 제안하는 SHARP 모델은 입력 어텐션(input attention)을 기반으로 변수 중요도를 반영하는 인코더, 시점 별 어텐션(temporal attention) 기반 시점 중요도를 반영하는 디코더, 시점 변동 및 패턴 변화를 반영하는 DILATE 손실 함수로 구성된다. 전체적인 제안 방법론 구조는 <Figure 1>과 같다. 먼저, 과거 시계열 정보는 인스턴스 정규화를 거쳐 입력 어텐션에 투입된다. 입력 시계열 데이터는 각 주차의 벡터 xt=xt1,xt2,⋯,xtN∈RN, t=1, ..., L으로 표현된다. 입력 어텐션은 각 변수의 중요도를 산출하고, 이를 기반으로 중요한 변수에 집중할 수 있도록 입력 데이터를 재구성한다. 이때 재구성된 입력은 채널 독립 전략에 따라 각 변수별 단변량 시계열 형태로 분리되어 LSTM 인코더에 투입된다. 인코더가 출력한 정보는 시점 별 어텐션을 통해 각 시점의 중요도를 반영한 맥락 벡터(context vector) 형태로 디코딩되며, 맥락 벡터는 인코더에서 추출한 변수 및 시점의 핵심 정보를 담고 있다. 이 맥락 벡터로부터 최종 예측 값인 y^L+1,y^L+2,…,y^L+S이 산출된다. 이후 예측 결과는 역정규화(inverse normalization) 과정을 거쳐 실제 값의 스케일로 복원되며, 모델은 시점의 위치 변화와 시계열 패턴의 왜곡을 동시에 고려할 수 있는 DILATE 손실 함수를 기반으로 학습된다.

      
        
        

        Figure 1. 
				
        

        
          Overall Architecture of the Proposed SHARP
        
        

        

      

      본 연구에서는 길이 L인 입력 다변량 시계열 데이터를 사용하여, 길이 S인 미래 암모니아 가격을 예측하고자 한다. 이에 따라, 입력 시계열 X는 변수 N개를 가지는 길이 L의 시계열로, 식 (1)과 같이 정의된다.

      
        
          
            	
              
                
                  X
                  =
                  
                    
                      
                        
                          x
                        
                        
                          1
                        
                      
                      ,
                      
                        
                          x
                        
                        
                          2
                        
                      
                      ,
                      …
                      ,
                      
                        
                          x
                        
                        
                          L
                        
                      
                    
                  
                  ,
                  
                    
                      x
                    
                    
                      t
                    
                  
                  ∈
                  
                    
                      R
                    
                    
                      N
                    
                  
                
              
            
            	
              (1) 
				
            
          

        

      

      각 입력 시계열에서 K번째 변수 정보를 담고 있는 시계열 xk는 원소 L개를 가지는 단변량 시계열이며, xt=x1k,…,xLkT으로 정의된다. 또한 입력 시계열에서 t번째 시계열 정보를 가지고 있는 단변량 시계열 xt는 변수 N개를 포함하며 xt=xt1,…,xtN으로 정의된다. 타겟 시계열은 암모니아 가격 정보 S개를 가지고 있는 단변량 시계열로 길이 S를 가지며, 식 (2)와 같이 요약된다.
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      SHARP는 입력 시계열을 기반으로 미래 S개 시점의 암모니아 가격을 예측하는 것을 목표로 한다. 학습 대상인 함수 f(ㆍ)은 입력 열 X를 받아, 미래 시점의 암모니아 가격 yL+s에 대응하는 예측 값 y^L+s를 산출하는 비선형 함수로 표현된다.
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        3.1 입력 어텐션 기반 인코더
        암모니아 가격은 생산, 공급, 물류 등 다수 요인이 복합적으로 작동해 결정되므로, 변수 중요도와 변수 간 상호 작용을 효과적으로 반영할 수 있는 모델 구조가 요구된다. Qin et al. (2017)은 다변량 시계열 분석에서 입력 단계에 어텐션을 적용해 변수 중요도를 산출하는 입력 어텐션 구조를 제안했다. 본 연구는 장기 의존성 문제를 완화하는 LSTM과 입력 어텐션을 결합함으로써. 변수 간 상호작용을 보다 효과적으로 반영할 수 있도록 구조를 확장하였다.

        인스턴스 정규화를 거친 입력 시계열 X는 입력 어텐션 모듈을 거쳐 LSTM에 입력된다. 입력 어텐션 모듈은 각 변수에 대한 단변량 시계열 xk에 대해, 이전 시점의 은닉 상태 ht-1과 셀 상태 st-1을 결합하여 변수 중요도를 산출한다. 여기서 etk는 시점 t에서 k번째 변수의 중요도를 계산한 값이며, αtk는 이를 정규화한 어텐션 점수(attention score)이다. [ht-1,st-1]은 이전 시점의 은닉 상태와 셀 상태를 결합한 것이다. 이 과정에서 입력 어텐션 모듈은 식 (4), (5)와 같이 나타낼 수 있다.

        
          
            
              	
                
                  
                    
                      
                        α
                      
                      
                        t
                      
                      
                        k
                      
                    
                    =
                    
                      
                        
                          
                            exp
                          
                          ⁡
                          
                            
                              
                                
                                  
                                    e
                                  
                                  
                                    t
                                  
                                  
                                    k
                                  
                                
                              
                            
                          
                        
                      
                      
                        
                          
                            ∑
                            
                              i
                              =
                              1
                            
                          
                          
                             
                          
                        
                        e
                        x
                        p
                        ⁡
                        
                          
                            
                              
                                e
                              
                              
                                t
                              
                              
                                i
                              
                            
                          
                        
                      
                    
                  
                
              
              	
                (4) 
				
              
            

          

        

        
          
            
              	
                
                  
                    
                      
                        e
                      
                      
                        t
                      
                      
                        k
                      
                    
                    =
                    
                      
                        v
                      
                      
                        e
                      
                      
                        ⊤
                      
                    
                    t
                    a
                    n
                    h
                    ⁡
                    
                      
                        
                          
                            W
                          
                          
                            e
                          
                        
                        
                          
                            
                              
                                h
                              
                              
                                t
                                -
                                1
                              
                            
                            ;
                            
                              
                                s
                              
                              
                                t
                                -
                                1
                              
                            
                          
                        
                        +
                        
                          
                            U
                          
                          
                            e
                          
                        
                        
                          
                            x
                          
                          
                            k
                          
                        
                      
                    
                  
                
              
              	
                (5) 
				
              
            

          

        

        이 과정에서 ve∈RT, We∈RT×2de, Ue∈RT×T은 학습 가능한 파라미터(parameter)이며, de는 은닉 상태 차원을 나타낸다. 산출된 가중치는 각 시점의 변수별 입력값에 곱해져, 변수 중요도가 반영된 새로운 입력 벡터 xt~을 형성한다. 이는 각 변수의 상대적 중요도를 고려하여 입력값을 재구성하는 과정으로, 식 (6)과 같이 나타낼 수 있다.
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        ⊙은 구성 요소 별 곱(element-wise product)이다. 또한, 분포 변화에 대한 모델 적응력을 높이기 위해 입력 시계열을 변수 별로 분리하는 채널 독립 방식을 적용했다. Han et al.(2024)은 채널 독립 전략이 분포 변화가 큰 시계열 데이터셋에서 우수한 적응력을 보인다는 것을 실험적으로 입증하였다. 예측 대상인 암모니아 가격 또한 외부 요인에 대해 변동이 크므로, 이러한 분포 변화에 효과적으로 대응하기 위해 본 연구에서는 해당 전략을 적용했다. <Figure 2>는 입력 다변량 시계열을 채널 독립 전략으로 분할하는 예시다.

        
          
          

          Figure 2. 
				
          

          
            Channel-independent Strategy to Multivariate Time Series Data
          
          

          

        

        제안 방법은 채널 독립 전략에 따라 입력 데이터를 변수 별로 분리하여 입력으로 사용한다. 은 입력 어텐션 모듈을 통해 재구성된 입력 중 시점 t에서 k번째 변수 값이며, 각 변수는 독립적으로 LSTM 셀을 통해 업데이트된다.
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        특정 시점에서 모든 변수에 대해 업데이트 후, 각 변수에서 산출된 은닉 상태와 셀 상태를 결합하여 Htout ∈ReN×d, Ctout ∈ReN×d를 생성한다. 여기서 N은 변수 개수를 의미하며, de는 은닉 상태 차원을 뜻한다. 이들은 선형 레이어(linear layer)를 거쳐 입력 어텐션에 투입되는 최종 은닉 상태 및 셀 상태 ht,ct∈Red와 출력 벡터 et∈RN×d를 산출한다. d는 최종 인코더 출력 벡터 차원이다. 산출된 ht, ct는 다음 시점에서 입력 어텐션과 LSTM 셀에 입력으로 사용되며, 시점 t에서 생성된 et를 결합하여 최종 인코더 출력 eoett=1L∈RL×N×d을 구성한다.

      

      
        3.2 시점 별 어텐션 기반 디코더
        본 연구에서는 계층적 어텐션이 결합된 인코더-디코더 구조를 사용하여 시계열 예측을 수행하였다. 기존 순환 신경망 기반 인코더-디코더 구조는 입력 시퀀스를 고정 길이 벡터로 압축하는 과정에서 정보 손실이 발생해 성능을 저하될 수 있다(Cho et al., 2014). 이러한 한계를 보완하기 위해 Bahdanau et al. (2014)은 디코더 각 시점에서 인코더 은닉 상태 전체를 하여 참조하는 시점 별 어텐션을 제안하였다. 이 방식은 입력 시퀀스를 고정된 벡터로 표현하지 않고, 인코더 은닉 상태를 참조하면서 긴 시퀀스에 대한 처리 능력을 향상시켰다. 본 연구에서 제안하는 모델은 이러한 시점 별 어텐션을 입력 어텐션과 결합하여 계층적 구조를 형성하였다. 입력 어텐션은 변수 간 중요도를 반영하고 시점 별 어텐션은 시간 축의 중요도를 반영함으로써, 시간과 변수 두 축에서 보다 중요한 정보를 효과적으로 추출할 수 있도록 설계되었다.

        디코더는 인코더 출력을 임베딩한 E = Conv(eo) = (e1, e2, ..., eL)를 시점 별 어텐션의 입력으로 사용한다. 여기서 입력  E =  (e1, ..., eL)는 입력 시점별 임베딩 값을 나타낸다. 시점 별 어텐션 모듈은 시점 별 인코더 은닉 상태 ei에 대해 이전 시점 은닉 상태 dt-1과 셀 상태 St-1'을 결합하여 시점 별 중요도 βti를 산출한다. 이때 lti는 디코더 시점 t에서 인코더 시점 i번째가 가지는 상대적 중요도를 계산한 값이며, βti는 이를 정규화한 어텐션 점수이다. 이 과정에서 시점 별 어텐션 모듈은 식 (8), (9)와 같이 나타낼 수 있다.
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        산출된 시점 중요도 βti는 인코더 은닉 상태 ei에 대한 가중치로 작용하며, 이를 바탕으로 시점별 가중합을 통해 맥락 벡터 ct를 다음과 같이 생성한다:
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        맥락 벡터 ct가 생성되면, 이를 이전 시점의 디코더 은닉 상태 dt-1와 결합한 후 선형 투영 행렬 W∈put∈Rd×(d+m)을 적용하여 LSTM 입력 벡터 (c~t)을 구성한다. 여기서 m은 디코더 은닉 상태 차원을 의미한다. 이 선형 투영은 LSTM 셀에 적합한 입력을 형성하는 한 편, 과거 시점 정보를 맥락 정보와 통합해 모델이 더 풍부한 정보를 학습할 수 있도록 한다. c~t를 LSTM 셀에 통과하여 현재 시점의 은닉 상태를 산출하며, 이후 이를 다시 맥락 벡터와 결합해 선형 투영 W∈output∈Rm×(d+m)을 적용한다. 최종적으로 생성한 표현 벡터 zt는 최종 예측에 활용한다.
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        최종적으로 시점 t에서 생성된 표현 벡터 zt∈RN×m는 선형 계층을 통해 각 시점에 대한 1차원 값으로 압축되며, 이를 기반으로 길이 S의 예측 시계열 y^=y^L+1,⋯,y^L+S을 산출한다. 산출된 예측 값은 역정규화를 거쳐 실제 값으로 변환되며, 이를 통해 최종 예측결과가 도출된다.

      

      
        3.3 DILATE 손실 함수
        본 연구에서는 시계열의 시간 왜곡과 형태 변화를 효과적으로 반영하기 위해 DILATE 손실 함수를 적용하였다. 기존 시계열 예측에서는 평균제곱오차(mean squared error; MSE)나 평균절대오차(mean absolute error; MAE)와 같은 손실 함수가 주로 사용된다. 그러나 해당 지표들은 동일 시점에서의 예측 값과 관측치 간의 평균 오차만을 고려하기 때문에, 비선형적인 시간 구조나 급격한 패턴 변화에 대응하는 데 한계가 있다. Cuturi & Blondel(2017)은 이러한 한계를 언급하며, 급격한 변화 구간에서 기존 손실 함수가 예측 값을 과도하게 평탄화 한다는 문제를 설명하고, DTW(dynamic time warping; Sakoe et al., 1978)를 기반으로 한 SoftDTW 손실함수를 제안했다. 또한 Frías-Paredes et al.(2017)은 MAE 및 MSE 기반 예측 지표가 급격한 변동 시 관측 값 변화에 뒤따라가는 예측 지연 현상 (prediction delay)이 발생함을 지적하며, 이를 보완하게 위해 TDI(time distortion index) 기반 평가 지표를 제안했다. 따라서 암모니아 가격처럼 관측 값이 급격히 변동하는 경우, 단순 오차 기반 손실함수만으로는 핵심 패턴을 정확히 포착하지 못하거나 예측 시점의 지연이 발생할 수 있다. 이에 따라 본 연구에서는 형태(shape) 손실과 시간(temporal) 손실을 선형 결합한 DILATE 손실 함수를 적용하였으며, 이는 식 (14)와 같이 정의된다.
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        DILATE 손실 함수는 정답 시계열 y = (yL+1, ..., yL+S)와 예측 시계열  y^=y^L+1,⋯,y^L+S간 형태 손실과 시간 손실을 파라미터 α로 선형 결합한 구조이다. 여기서 α는 두 손실 항목 중 어느 쪽에 더 비중을 둘지 결정한다.

        형태 손실 Lshape γy,y^은 SoftDTW를 활용하여 시계열 간 형태적 유사성을 측정한다. 이때 파라미터 γ는 각 시점을 서로 어떻게 대응시킬지 결정하는 모든 가능한 정렬 방식을 조정한다. γ이 작을수록 특정 대응 방식에 집중하여 국소적인 차이를 민감하게 반영하고, γ이 클수록 여러 대응 방식의 평균적으로 반영하여 전체적인 패턴 유사성을 강조한다. 시간 손실 Ltemporal y,y^은 TDI를 미분 가능하게 확장한 손실 함수로서 시계열 간 시간 왜곡을 정량화한다. 두 손실 함수를 결합함으로써, 예측 결과의 평탄화 현상과 시점 지연 문제를 동시에 완화할 수 있다.

      

    

    

  
    
      4. 실험
      
        4.1 데이터 수집 및 전처리
        본 연구에서는 암모니아 가격과 연관 변수로 구성된 다변량 시계열 데이터를 활용하였다. 해당 데이터는 2007년 1월부터 2024년 10월까지 총 929주에 걸친 주간 단위 자료로 구성되어 있다. 종속 변수로는 극동 아시아(Far East) 지역을 목적지로 하는 암모니아 가격인 CFR Far East 가격을 사용하였다. 독립 변수는 수집 주기, 암모니아 가격과의 연관성, 수집 가능 여부 등을 기준으로 8개 범주 중 총 59개를 선별하였다. 각 변수는 지역 또는 품목 단위로 분류되며, <Table 1>은 각 범주에 대한 세부 설명을 제공한다.

        
          Table 1. 
				
          

          
            Description of Input Variables in the Ammonia Dataset
          
          

        

        
          
            
              	Categories
              	Correlation coefficient
with ammonia price
              	Sampling frequency
            

            
              	Min.
              	Max.
            

          
          
            	Urea
            	0.73
            	0.88
            	Week
          

          
            	Oil
            	0.65
            	0.76
            	Day
          

          
            	Fertilizer
            	0.85
            	0.93
            	Week
          

          
            	Economic indicator
            	0.40
            	0.41
            	Week
          

          
            	War risk
            	0.47
            	0.56
            	Week
          

          
            	Caprolactam
            	0.74
            	0.77
            	Week
          

          
            	Ocean freight charge
            	0.73
            	0.61
            	Week
          

          
            	Natural gas
            	0.38
            	Week
          

        

        

        해당 데이터셋에 포함된 변수들은 암모니아 가격과의 상관도가 높고, 산업적으로 밀접하게 연관된 항목으로 구성되었다. 요소는 암모니아를 주원료로 사용하는 대표적인 유기 화합물로, 암모니아 가격과 유사한 추세를 보인다. 비료와 카프로락탐 역시 암모니아를 원료로 생산되며, 암모니아 가격 변동에 민감하게 반응하는 특성을 가진다. 대부분의 암모니아는 천연가스를 원료로 생산되며, 원유 가격은 천연가스 가격에 영향을 미치므로 암모니아 가격에도 간접적인 영향을 준다.또한 암모니아 가격은 물동량, 공급사 상황 등 공급망 요인에 따라 변동하며, 이러한 요인을 반영하는 변수로 해상 운임이 포함된다. 이외에도 암모니아 가격은 지정학적 사건이나 글로벌 경제 위기와 같은 외부 충격에 의해 영향을 받을 수 있으며, 주가 지수나 금·은과 같은 안전 자산 가격은 이러한 외부 불확실성을 반영하는 지표로 활용될 수 있다. 본 연구에서는 이러한 다양한 암모니아 가격 결정 요인들을 반영하기 위해 다변량 시계열 예측 모델을 구축하였으며, 어텐션 메커니즘을 활용하여 변수별 중요도를 산출함으로써 해석 가능한 예측 모델을 제안하였다. 아울러, 모든 변수는 주 단위로 기록하였으며, 원유 가격과 같이 일별로 수집되는 변수의 경우 각 주의 기준일에 해당하는 값만을 추출하여 주별 자료로 변환하였다.

        데이터는 훈련, 검증, 평가용으로 분할하여 실험에 활용했다. 평가 데이터는 2020년 1월부터 2024년 10월까지의 250주 데이터를 선정하였으며, 이 시기는 러시아-우크라이나 전쟁 등 지정학적 위기가 심화된 시기로 외부 요인에 따른 시계열 분포 변화가 뚜렷하게 나타나 적절한 평가 구간으로 판단하였다. 훈련 및 검증 데이터는 2020년 이전의 679주 데이터를 사용하였으며, 해당 구간 중 80%는 훈련용, 20%는 검증용으로 분할하였다. 분할된 데이터는 슬라이딩 윈도우(sliding window) 기법을 적용하여 전처리하였으며, 예측 길이에 따라 두 가지 실험을 설계하였다. 하나는 예측 길이 8주에 입력 길이 24주를 대응시킨 실험이며, 다른 하나는 예측 길이 12주에 입력 길이 36주를 대응시켰다. 대응되는 슬라이딩 윈도우는 1로 설정하여, 한 시점씩 이동하여 가능한 모든 데이터 쌍을 생성하도록 하였다. 이러한 예측 길이는 제품 가격 설정, 분기별 실적 전망 등 실무적 요구를 반영하여 각각 약 2개월 및 3개월에 해당하는 기간으로 설정하였다. 추가적으로, 전체 데이터에는 표준 스케일러(standard scaler)를 적용하여 입력 변수들을 정규화하였다.

      

      
        4.2 실험 환경 및 평가 지표
        본 연구에서는 제안 방법을 검증하기 위해 다음과 같은 실험 환경을 구성하였다. 모든 모델은 300 에폭(epoch) 동안 학습을 진행하였으며, 검증 손실(validation loss)가 가장 낮게 기록된 모델을 최종 평가에 활용하였다. 실험은 총 다섯 차례 반복 수행하였고, 옵티마이저(optimizer)은 Adam을 사용하였다. 배치 사이즈(batch size)로 128을 사용하였으며, 학습률(learning rate)은 0.001으로 설정하였다. 인코더와 디코더의 은닉층 차원은 256으로 설정하였으며, 인코더 출력 벡터 차원은 256로 설정하였다. 이 외 비교 방법론 세부 사항은 원 논문에서 제시한 설정을 그대로 따랐다. 제안 방법론에 활용한 DILATE 손실 함수 선형 결합 가중치 α와 형태 손실 가중치 γ는 각각 사전 실험 최적값인 0.5와 0.2로 설정하였다.

        성능 평가는 두 가지 정량적 지표를 활용하여 수행하였다. 첫 번째 평가지표는 MAE로, 예측값과 실제값 간의 차이를 절대값 기준으로 산출하므로 결과 해석이 직관적이다. 본 연구는 암모니아 가격 예측을 목표로 하므로, 실제 가격과 예측 가격 간의 차이를 직접적으로 반영하는 MAE가 적절하다고 판단하였다. 두 번째 평가지표는 평균 절대 비율 오차(mean absolute percentage error; MAPE)이다. MAPE는 MAE를 비율 형태로 변환하여 척도(scale)에 대한 의존성을 줄여주는 회귀 평가 지표로, 본 연구에서 사용된 가격 단위인 달러($)로 인해 발생할 수 있는 척도 문제를 보완하기 위해 사용하였다. MAE와 MAPE의 수식은 각각 식 (15), 식 (16)에 정의되어 있으며, 두 지표 모두 0 이상의 값을 가지며 값이 작을수록 모델의 예측 성능이 우수함을 나타낸다.
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        4.3 실험 결과
        제안 모델인 SHARP의 암모니아 가격 예측 성능을 검증하기 위해, 본 연구에서는 시계열 예측 분야에서 널리 활용되는 다양한 방법론과의 성능 비교 실험을 수행하였다. 우선, 전통적인 머신러닝 기반 방법론과의 비교를 위해 SVR, random forest, XGBoost를 실험에 포함하였다. 이들 모델은 회귀 문제에서 안정적인 성능을 보여주며, 시계열 예측에서도 신뢰할 만한 성능을 보이는 것으로 알려져 있어 비교 대상으로 선정하였다. 전통적인 머신러닝 기반 방법론은 다중공선성(multicollinearity)의 영향을 받기 때문에, 각 범주에서는 암모니아 가격과의 상관성이 가장 높은 변수만을 대표 변수로 사용하였다. 딥러닝 계열 방법론과의 비교를 위해서는 최근 제안된 시계열 예측 특화 모델들을 선정하였다. Informer는 트랜스포머 구조를 시계열 예측에 처음 적용한 모델로, 트랜스포머의 인코더와 디코더를 모두 활용하여 시계열 데이터를 예측한다. DLinear는 시계열 분해 기법과 단순한 선형 예측 구조를 결합함으로써, 기존의 복잡한 트랜스포머 기반 모델보다 우수한 예측 성능을 보인 바 있다. PatchTST는 시계열 데이터를 작은 패치(patch) 단위로 분할한 뒤 트랜스포머 인코더만을 활용하여 예측함으로써, 효율성과 성능을 동시에 확보하였다. 마지막으로, iTransformer는 인코더 내부에서 변수 간 상관관계를 직접 반영함으로써, 다변량 시계열 예측에서 트랜스포머 기반 모델의 한계를 극복하고 성능을 향상시킨 최신 방법론이다.

        <Table 2>는 앞서 소개한 비교 방법론들과의 실험 결과를 나타낸 것이다. 본 실험은 8주 예측과 12주 예측의 두 가지 상황을 설정하여 수행하였으며, 각 예측 길이별로 가장 우수한 성능을 보인 모델은 볼드체로 표시하였다.

        
          Table 2. 
				
          

          
            Performance Comparison between SHARP and Existing Methods in Terms of MAE and MAPE*100. Experiments were conducted for two forecasting lengths: 8 weeks and 12 weeks. The best-performing model for each setting is highlighted in bold. ↓ indicates that lower values represent better performance.
          
          

        

        
          
            
              	Model
              	MAE (↓)
              	MAPE×100(%) (↓)
            

            
              	8 weeks
              	12 weeks
              	8 weeks
              	12 weeks
            

          
          
            	SVR
            	193.41
            	196.51
            	32.14
            	32.55
          

          
            	Random Forest
            	96.30
            	128.83
            	15.23
            	21.22
          

          
            	XGBoost
            	118.72
            	145.06
            	19.54
            	24.01
          

          
            	Informer
            	209.84
            	249.74
            	50.85
            	76.39
          

          
            	DLinear
            	52.88
            	140.88
            	10.12
            	26.82
          

          
            	PatchTST
            	62.66
            	105.54
            	11.40
            	19.49
          

          
            	iTransformer
            	62.88
            	110.20
            	12.03
            	21.24
          

          
            	
              SHARP (Proposed)
            
            	
              47.88
            
            	
              82.17
            
            	
              8.99
            
            	
              15.48
            
          

        

        

        실험 결과, 제안한 SHARP 모델은 암모니아 가격 예측에서 전반적으로 우수한 성능을 나타냈다. 8주 예측 실험에서는 실제 가격과 예측값 간의 오차가 50달러를 넘지 않았으며, 예측 오차율 또한 실제값 대비 10%p 미만으로 유지되었다. 이는 변동성이 큰 시험 구간의 특성을 고려할 때, SHARP가 외부 요인에 민감한 암모니아 가격의 특성을 효과적으로 반영하고 있음을 나타낸다. 또한, 시계열 데이터의 분포 변화에 강건한 것으로 알려진 DLinear, PatchTST, iTransformer 등의 최신 방법론들과 비교하여 MAE 기준으로 약 10%에서 최대 31%까지 성능을 개선하였으며, 이를 통해 제안한 모델의 구조적 강점을 입증할 수 있었다. 12주 예측 실험에서도 SHARP는 기존 방법론 대비 MAE를 28% 이상 감소시키는 성과를 보였다. 특히, 예측 기간이 길어짐에 따라 성능 저하가 두드러졌던 다른 비교 방법론들과 달리, SHARP는 12주 예측 상황에서도 비교적 안정적인 예측 정확도를 유지하였다. 이러한 결과는 제안한 방법이 예측 기간의 변화에도 강건하게 대응할 수 있음을 보여준다.

        <Figure 3>은 제안 방법론의 핵심 매개변수인 α와 γ에 대한 민감도 분석 결과를 제시한다. 각 그래프는 매개변수 값 변화에 따른 MAE 변화를 나타내며, 점선으로 표시된 기준선은 각 예측 구간에서 비교 방법론 중 가장 우수한 성능을 보인 모델의 MAE 값을 의미한다. <Figure 3 (a)>는  α 변화에 따른 성능 추이를, <Figure 3 (b)>는 γ 변화에 따른 성능 추이를 나타낸 것이다. 제안 모델은 모든 매개변수 설정과 예측 길이에서 비교 방법론 대비 안정적으로 낮은 예측 성능을 기록하였다. 특히 8주 예측에서는 매개 변수 변화에도 불구하고 상당히 강건한 성능을 보여주며, 이는 별도의 매개 변수 조정 없이도 일관된 예측 정확도를 확보할 수 있음을 의미한다. 따라서 SHARP는 특정 매개변수 값에 과도하게 의존하지 않고 다양한 조건에서 안정적인 예측 성능을 제공한다는 점에서 암모니아 가격 예측에 실질적인 적용 가능성과 우수성을 가진다.

        
          
          

          Figure 3. 
				
          

          
            A Sensitivity Analysis of SHARP's Hyperparameters, α and γ. The figure shows the performance trend as the parameters change, where the baseline indicates the top-performing comparison model at each forecast length
          
          

          

        

        <Figure 4>은 평가 기간 동안 딥러닝 기반 비교 방법론인 DLinear, PatchTST, iTransformer와 제안한 SHARP 모델이 가격 분포 변화에 얼마나 강건하게 예측 성능을 유지하는지를 시각적으로 비교한 그래프이다. 상단 그래프는 2020년 1월부터 2024년 10월까지 총 250주 간의 실제 암모니아와 예측 결과를 함께 나타낸 것이다. 파란 선은 각 시점에서 산출된 예측값들을 평균한 결과로, 모델의 전반적인 예측 경향을 보여준다. 이 기간 중 세 가지 주요 구간을 선정하여 비교하였다. 먼저, <Figure 4(a)>는 암모니아 가격이 급격히 상승하는 구간에 대한 비교 결과를 보여준다. 이 구간에서 기존 방법론들은 전반적으로 실제 가격보다 낮은 예측값을 산출하며, 급격한 분포 이동에 효과적으로 대응하지 못하는 경향을 나타냈다. 반면, SHARP는 가격 상승 특성을 정확히 반영하여 실제 값과 유사한 수준의 높은 예측 정확도를 달성하였다. <Figure 4(b)>는 학습 구간에서는 관측되지 않았던 새로운 고가격 분포 구간에 대한 비교 결과이다. 기존 방법론들은 해당 분포에 대해 과소 예측하는 경향을 보였으나, SHARP는 새로운 분포 환경에서도 높은 적응력을 보이며 안정적인 예측 성능을 유지하였다. 마지막으로, <Figure 4(c)>는 상승한 가격이 하락세로 전환되는 구간에 대한 비교를 제시한다. 기존 방법론들은 하락 폭을 충분히 반영하지 못해 예측 오차가 크게 나타났으나, SHARP는 가격 하락 흐름을 정밀하게 반영함으로써 상대적으로 낮은 예측 오차를 기록하였다. 이와 같은 결과는 SHARP가 다양한 가격 변동 상황에서도 강건하게 대응하며, 일관되게 우수한 예측 성능을 발휘할 수 있음을 보여준다.

        
          
          

          Figure 4. 
				
          

          
            Comparison of forecasting performance between SHARP and existing methods for 8-week ahead ammonia prices. The figure illustrates how closely each method’s predictions align with the actual price (ground truth)
          
          

          

        

        SHARP의 각 구성 요소가 최종 성능 향상에 미치는 효과를 분석하기 위해 구성 요소 별 기능 제거 실험(ablation study)을 수행하였다. <Table 3>은 제안한 방법론에서 각 구성 요소인 hierarchical attention, DILATE 손실 함수, RevIN 정규화, 채널 독립 전략을 각각 제거했을 때의 예측 성능 변화를 비교한 결과를 제시하며, <Figure 5>는 각 구성 요소를 제거했을 때의 각 시점에서의 예측값들을 평균화하여 예측 추세를 비교한 결과이다.

        
          Table 3. 
				
          

          
            Impact of Each Component of SHARP on Overall Performance. Experiments were conducted for two forecasting horizons: 8 weeks and 12 weeks. For each horizon, the best-performing variant is highlighted in bold. ↓ indicates that lower values represent better performance.
          
          

        

        
          
            
              	Model
              	MAE (↓)
              	MAPE×100(%) (↓)
            

            
              	8 weeks
              	12 weeks
              	8 weeks
              	12 weeks
            

          
          
            	w/o Hierarchical Attention
            	95.07
            	139.03
            	18.43
            	27.34
          

          
            	w/o DILATE
            	70.81
            	84.52
            	13.42
            	15.65
          

          
            	w/o RevIN
            	87.26
            	122.53
            	17.42
            	22.32
          

          
            	w/o Channel-Independent
            	89.29
            	118.53
            	17.98
            	21.86
          

          
            	
              SHARP(Proposed)
            
            	
              47.88
            
            	
              82.17
            
            	
              8.99
            
            	
              15.48
            
          

        

        

        
          
          

          Figure 5. 
				
          

          
            Prediction Plots with Individual SHARP Components Removed. The plots show the forecasting performance when each component of SHARP is excluded. Predicted values (blue) are compared with ground truth (red) over the test period.
          
          

          

        

        우선, hierarchical attention을 제외하고 LSTM 인코더-디코더 구조를 사용한 경우 성능 저하가 가장 두드러지게 나타났으며, 이는 해당 모듈이 변수 간 중요도 산출과 시계열 내 상호의존성 학습에 있어 핵심적인 역할을 수행하고 있음을 보여준다. DILATE 손실 함수를 MSE 손실함수로 대체하였을 때 성능이 하락하였는데, 시계열의 시간적 정렬성과 형태적 일관성을 반영하지 못했기 때문으로 해석된다. 이는 <Figure 5(b)>에서 볼 수 있듯, 직전 예측값을 그대로 복사하는 지연 현상과 최고점 구간에서의 형태 탐지 실패로 나타난다. 이러한 결과는 DILATE가 단순히 시점 간의 오차를 줄이는 데 그치지 않고, 시계열의 전반적인 패턴을 고려함으로써 예측 모델의 정확도 향상에 기여하고 있음을 시사한다. 다만 12주 예측의 경우, 모든 요소를 사용한 제안 방법론과 성능 차이가 크지 않았는데, 이는 DILATE의 장점인 시계열 모양 및 왜곡 보정 효과가 초기 구간에서 상대적으로 더 발휘됨을 의미한다. RevIN 및 채널 독립 전략을 제거한 경우, 시계열의 분포 이동을 효과적으로 반영하지 못해 예측 정확도가 저하되었다. RevIN을 제거한 모델의 예측 결과는 <Figure 5(c)>에서 급격한 분포 상승 구간에서 예측치를 과도하게 산출하는 경향을 보였다. 또한, 체널 독립 전략을 제거한 <Figure 5(d)>에서는 상승에서 하락, 혹은 하락에서 상승으로 전환되는 시점을 제대로 포착하지 못하는 한계가 나타났다. 이는 RevIN 기반의 정규화 기법과 채널 독립 전략이 분포 변화에 대한 모델의 강건성을 향상시켜, 예측의 일관성을 높이는 데 기여하고 있음을 보여준다. 모든 구성 요소를 포함한 SHARP는 8주 예측에서 MAE 47.88, MAPE 8.99%로 가장 우수한 성능을 기록하였으며, 12주 예측에서도 MAE 82.17, MAPE 15.48%로 다른 구성 대비 가장 높은 정확도를 달성하였다. 이러한 결과는 제안된 각 구성 요소가 시계열 예측 성능 향상에 유의미하게 기여하고 있음을 실험적으로 입증한다.

      

      
        4.4 Attention Score을 통한 기여도 분석
        SHARP는 hierarchical attention 메커니즘을 통해 변수별 중요도와 시점별 중요도를 동시에 반영한다. 기존의 일반적인 Seq2Seq 기반 모델과 달리, SHARP는 입력 단계에서 어텐션 가중치를 학습하여 각 변수와 시간이 예측에 기여하는 정도를 정량적으로 산출할 수 있도록 설계되었다. 이로 인해 도출된 어텐션 값은 암모니아 가격 결정 과정에서 핵심적인 변수와 시점들을 식별하는 데 중요한 근거로 활용된다. <Figure 6>은 전체 테스트 구간에 대해 계산된 입력 어텐션 점수와 시점 별 어텐션 점수 평균값 중 상위 항목을 시각화한 결과를 보여준다. <Figure 6(a)>는 입력 어텐션 점수를 나타낸 것으로, 예측에 주요하게 기여한 변수로는 카프로락탐 가격, 천연가스 가격 등 다양한 원자재 관련 지표뿐만 아니라, 경제 지표, 해상 운임 지표 등 경제 및 물류 관련 지표도 포함되었다. <Figure 6(b)>는 시점 별 어텐션 점수를 시각화한 것으로, 모델이 예측 시 가장 최근 시점인 24번째 관측치를 주로 참고하고 일부 초기 시점(4번째, 5번째, 8번째 관측치)도 반영하는 것으로 나타났다. 이러한 결과는 외부 요인에 의해 가격이 급격히 상승하거나 하락하는 테스트 구간 특성을 반영한 것으로, 모델이 상승 및 하락의 시작점을 포착하기 위해 최근 시점에 높은 가중치를 부여했음을 의미한다. 동시에 초기 시점도 일정 부분 참고했다는 점은 단순히 최근 정보에만 의존하는 것이 아니라 장기 추세 역시 학습하여 예측에 활용함을 보여준다. 이는 SHARP가 단일 변수가 아닌 다양한 경제 및 에너지 관련 지표를 종합적으로 고려하고, 시계열 상승 및 하락 패턴을 정확히 포착함으로써 예측 성능을 향상시켰음을 보여준다.

        
          
          

          Figure 6. 
				
          

          
            Variable and Time Importance Based on Attention Weights. (a) shows the importance of variables based on attention weights. (b) shows the importance of time steps indicating their relative contribution to the model’s prediction
          
          

          

        

        Attention score 분석을 통해 모델이 예측 과정에서 어떤 변수와 시점에 집중하는지를 확인할 수 있으며, 이는 모델의 해석 가능성을 높이고 실제 활용에 있어 중요한 인사이트를 제공한다. 특히 딥러닝 기반 예측 모델은 일반적으로 ‘블랙박스(black box)’로 간주되어 해석에 어려움이 따르지만, attention 메커니즘을 활용한 기여도 분석을 통해 모델의 의사결정 과정을 보다 직관적으로 설명할 수 있게 된다. 이러한 해석력은 실제 산업 현장이나 실무 적용 시, 사용자가 모델의 판단 근거를 명확히 이해할 수 있도록 도와주며, 예측 결과에 대한 신뢰도를 높이는 데 기여한다.

      

    

    

  
    
      5. 결  론
      본 연구는 암모니아 가격 예측 문제에서 높은 변동성과 복잡한 영향 요인을 효과적으로 반영하기 위해, 강건한 성능과 해석 가능성을 동시에 갖춘 예측 모델인 SHARP를 제안하였다. 암모니아는 다양한 산업에서 핵심 원료로 사용되며, 외부 충격이나 공급망의 불안정성에 따라 가격 변동성이 크게 나타나는 특성을 지닌다. 이러한 예측 환경에서는 시계열 분포 변화에 능동적으로 대응함과 동시에, 예측 결과에 대한 해석력을 제공할 수 있는 모델이 요구된다. SHARP는 변수 및 시점 정보를 동시에 반영하는 계층적 어텐션 구조, 분포 적응을 위한 RevIN과 채널 독립 전략, 시계열의 형태와 시점 왜곡을 고려한 DILATE 손실 함수를 결합하여 설계되었다. 실험 결과, SHARP는 8주 및 12주 예측 모두에서 기존 비교 방법론 대비 우수한 성능을 보였으며, 어텐션 기반 분석을 통해 예측에 기여한 주요 변수에 대한 직관적인 해석도 가능함을 확인하였다. 또한, 구성 요소별 성능 기여도 분석을 통해 각 모듈의 유효성이 실험적으로 검증되었다. SHARP는 암모니아 가격 예측을 수행한 최초의 다변량 시계열 딥러닝 모델로서, 비정상적인 분포 변화에도 안정적으로 대응할 수 있는 구조를 갖추고 있다. 특히, 별도의 해석 모델 없이도 모델 내부에서 산출된 어텐션 가중치를 활용하여 변수 중요도를 파악할 수 있도록 설계되어, 예측 성능뿐만 아니라 해석 가능성 측면에서도 실용성을 확보하였다. 이를 통해 사용자는 모델의 의사결정 근거를 직관적으로 이해할 수 있으며, 예측 결과에 대한 신뢰도를 높일 수 있다. 다만, 본 연구는 예측 기간을 8주와 12주로 한정하고, 암모니아라는 단일 상품의 분포 변화에 초점을 맞추어 설계되었다. 향후 연구에서는 장기적인 추세 변화까지 포착할 수 있는 구조로 확장하고, 도메인 일반화 기법을 접목함으로써 다양한 분포 변화 조건에서도 강건한 성능을 유지할 수 있는 모델로 발전시킬 계획이다.
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      저자소개
      조광은 : 고려대학교 통계학과에서 2024년 학사 학위를 취득하고, 고려대학교 산업경영공학과에서 석사과정에 재학 중이다. 연구 분야는 Time series forecasting, Time series anomaly detection이다.

      황순혁 : 명지대학교 산업경영공학과에서 2021년 학사 학위를 취득하고, 고려대학교 산업경영공학과에서 석박통합과정에 재학 중이다. 연구 분야는 Unsupervised Learning, Domain Adaptation/Generalization이다.

      이진우 : 고려대학교 산업경영공학부에서 2023년 학사학위를 취득하고, 2025년 고려대학교 산업경영공학과에서 석사학위를 취득하였다. 현재는 우리은행에 재직 중이다. 연구 분야는 Time Series Forecasting, Diffusion Models이다.

      이준범 : 한양대학교 산업경영공학과에서 2024년 학사 학위를 취득하고, 고려대학교 산업경영공학과에서 석사과정에 재학 중이다. 연구 분야는 Reinforcement Learning이다.

      최고훈 : ㈜한화 글로벌부문에서 인공지능, 데이터 분석, 컴퓨터 비전, 제조지능화 관련 업무를 수행하고 있다.

      방지원 : ㈜한화 글로벌부문에서 인공지능, 시계열 예측, 컴퓨터 비전, 제조지능화 관련 업무를 수행하고 있다.

      김성범 : 고려대학교 산업경영공학부 교수로 2009년부터 재직하고 있으며, 인공지능공학연구소 소장, 기업산학연협력센터 센터장, 한국데이터마이닝학회 회장을 역임했다. 미국 University of Texas at Arlington 산업공학과에서 교수를 역임하였으며, 한양대학교 산업공학과에서 학사학위를 미국 Georgia Institute of Technology에서 산업시스템공학 석사 및 박사학위를 취득하였다. 인공지능, 머신러닝, 최적화 방법론을 개발하고 이를 다양한 공학, 자연과학, 사회과학 분야에 응용하는 연구를 수행하고 있다.
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