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Vision-language models such as CLIP have demonstrated remarkable zero-shot classification performance by 
aligning visual and textual representations. Recent studies have shown that enriching class descriptions with 
large language model-generated visual descriptors can further improve classification accuracy without additional 
training. However, existing descriptor-based methods use all pre-generated descriptors equally for every test 
image, regardless of which descriptors are actually useful for a given input. This is problematic in fine-grained 
classification, where visually similar classes share many common attributes, causing non-discriminative 
descriptors to reduce the influence of truly informative ones. The purpose of this study is to address this issue by 
proposing CoDES (confusion-aware discriminative descriptor selection), a method that dynamically selects 
discriminative descriptors at test time. For each test image, CoDES first identifies confusing classes and then 
selects descriptors that are effective in resolving the confusion. Experiments demonstrate that CoDES 
consistently outperforms existing methods across eight benchmark datasets, achieving competitive performance 
against descriptor selection methods requiring labeled data without using any labeled data. These results indicate 
that the proposed CoDES can effectively improve zero-shot classification performance by selecting descriptors 
that are helpful for distinguishing between confusing classes.
†   
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1. 서  론

최근 대규모 이미지-텍스트 쌍으로 학습된 비전-언어 모델

(vision-language model, VLM)은 다양한 시각 인식 태스크에서 

뛰어난 성능을 보이고 있다. 특히 CLIP(contrastive lan-
guage-image pre-training)은 이미지와 텍스트 간 의미적 관계를 

효과적으로 학습한 대표적인 파운데이션 모델로, 별도의 추가 

학습 없이 제로샷 이미지 분류가 가능하다는 점에서 큰 주목

을 받고 있다(Radford et al., 2021).

그러나 CLIP의 표준 제로샷 분류 방식은 “A photo of a 
{class}”와 같이 클래스 이름만으로 구성된 단순한 텍스트 프

롬프트를 사용하기 때문에, 클래스가 가진 풍부한 시각적 특

성을 충분히 반영하지 못한다는 한계가 있다. 이러한 한계는 

특히 세밀한 분류(fine-grained classification) 문제에서 두드러

진다. Fine-grained classification은 동일한 상위 범주(예: 동물, 
자동차, 꽃, 음식)에 속하는 하위 클래스들을 구분하는 분류 문

제로, 일반적인 이미지 분류와 달리 클래스 간 시각적 차이가 

미세한 특성을 가진다(Dubey et al., 2018; Wei et al., 2021). 
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Figure 1. Examples of visually similar class pairs in fine-grained classification

<Figure 1>에서 보이는 바와 같이, 클래스를 구분하는 단서가 

몸의 무늬, 꽃잎의 패턴과 같이 국소적이고 미세한 시각적 속

성에 국한되기 때문에, fine-grained classification에서는 혼동 

클래스(서로 유사한 클래스)간의 변별적 시각 단서를 정확히 포

착하는 것이 핵심적이다. 
CLIP의 표준적 제로샷 방식은 이러한 fine-grained classi-

fication 문제에서 높은 성능을 보이는 데 한계가 있다. 클래스 

이름만으로 구성된 텍스트 임베딩은 상위 범주 수준의 의미 

정보에 집중되기 때문에, 시각적으로 유사한 하위 클래스들 

차이를 충분히 반영하지 못한다. 그 결과, 미세한 변별 단서가 

텍스트 표현에 효과적으로 포함되지 못하며, 유사 클래스 간

의 혼동이 발생하는 문제가 있다.
이러한 한계를 극복하기 위해, 최근에는 대규모 언어 모델

(large language model, LLM)을 활용하여 각 클래스의 시각적 

특징을 구체적으로 설명하는 디스크립터(descriptor)를 생성하

고, 이를 클래스 표현에 통합함으로써 텍스트 임베딩을 풍부

하게 만드는 연구들이 제안되었다. 대표적으로, Menon and 
Vondrick(2022)은 LLM에서 얻은 텍스트 디스크립터를 CLIP
의 텍스트 프롬프트에 활용하는 방법(DCLIP)을 제안하고, 기
존 CLIP 대비 분류 성능이 향상됨을 검증하였다. Pratt et 
al.(2023)은 LLM을 기반으로 클래스를 설명하는 완전한 문장 

형태의 디스크립터들을 생성하고 이를 앙상블하여 활용하는 

방법(CuPL)을 통해 다수의 제로샷 이미지 분류 벤치마크에서 

성능 향상을 달성하였다. 이처럼 LLM이 생성한 다양한 형태

의 텍스트 디스크립터를 활용하는 방법들은 클래스 이름만을 

사용하는 기존 방식보다 모델에 풍부한 시각적 정보를 제공함

으로써 추가적인 튜닝 없이 제로샷 분류 성능을 효과적으로 

높인다.
그러나 이러한 디스크립터 활용 기반 방법론들도 다음과 같

은 두 가지 근본적인 한계를 가진다. 첫 번째로, LLM은 실제 

이미지가 아닌 클래스 이름만을 기반으로 디스크립터를 생성

하기 때문에, 혼동 클래스들 사이에서 공통적으로 적용되는 

변별력 없는 디스크립터가 포함될 수 있다. 예를 들어, 고양이 

품종을 분류하는 경우 “has four legs”, “has fur”, “has a tail”과 

같은 텍스트 디스크립터는 대부분의 고양이 품종에 공통적으

로 나타나는 특징이다. 이러한 정보는 유사한 클래스 간 차이

를 드러내지 못하기 때문에, 실제 분류 성능을 향상시키는 데

에는 기여를 하지 못한다. 이처럼 변별력 없는 디스크립터들

이 전체 평균에 포함되면, 실제로 클래스를 구별하는 데 유효

한 디스크립터들의 영향력이 줄어든다. 두 번째로, 어떠한 디

스크립터가 분류에 도움이 되는지는 입력 이미지마다 다르다. 
이는 입력 이미지마다 모델이 혼동하는 클래스가 다르며, 각 

혼동을 해소하는 데 필요한 핵심 특징 또한 달라지기 때문이

다. 예를 들어, 동일한 고양이 이미지라도 어떤 이미지는 페르

시안 고양이와 혼동될 수 있고, 다른 이미지는 랙돌(ragdoll) 고
양이와 혼동될 수 있다. 이처럼 비교 대상이 되는 클래스에 따

라 효과적인 디스크립터는 달라질 수 있다. 즉, 페르시안 고양

이와의 구분에 유용한 표현이 랙돌 고양이와의 구분에도 반드

시 동일하게 유효한 것은 아니다. 그럼에도 불구하고 기존 방

법들은 모든 이미지에 사전에 생성된 동일한 디스크립터 집

합을 적용함으로써, 각 이미지가 실제로 필요로 하는 구별 정

보를 충분히 제공하지 못한다. 한편, Ma et al.(2024)이 제안한 

DisCLIP은 클래스 간 변별력이 높은 디스크립터를 선별하는 

방법을 제안하였으나, 디스크립터를 선별하기 위해 클래스

별로 다수의 레이블 데이터를 필요로 한다는 점에서, 레이블 

정보가 없는 실제 제로샷 환경에서의 적용하기에는 한계가 

있다.
이러한 한계점을 해결하기 위해, 본 연구는 레이블 데이터 

없이도 분류에 도움이 되는 디스크립터만을 선별하는 기법인 

CoDES(confusion-aware discriminative descriptor selection)를 

제안한다. CoDES는 테스트 시점에서 각 입력 이미지에 대해 

혼동 가능한 클래스들로 구성된 혼동 집합(confusion set)을 동

적으로 구성하고, 혼동 클래스 간 모호성을 해소하는 데 유효

한 디스크립터만을 선별적으로 활용한다. 이를 통해 기존 방

법의 한계를 극복하고 제로샷 분류 성능을 효과적으로 향상시

킨다. 제안방법론의 효과를 검증하기 위해, 본 연구에서는 8개
의 벤치마크 데이터셋과 3가지 크기의 CLIP 백본을 활용하여 

실험을 수행하였으며, 그 결과 기존 방법론 대비 일관된 성능 

향상을 달성하였다. 본 연구의 주요 기여는 다음과 같다. 
1. 본 연구는 각 테스트 이미지에 대해 모델이 혼동하는 클

래스들을 파악하고, 해당 혼동 클래스 간 구별에 유효한 

디스크립터만을 선별하는 이미지 단위(instance-aware) 텍
스트 디스크립터 선별 방법론을 제안한다. 기존 방법들이 

입력 이미지와 무관하게 사전에 생성된 모든 디스크립터
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들을 동일하게 적용하는 것과 달리, 제안 방법론은 각 이

미지 분류에 실질적으로 유효한 디스크립터만을 활용함

으로써 제로샷 분류 성능을 효과적으로 향상시킨다.
2. 본 연구는 디스크립터 선별 과정에서 레이블 데이터를 전

혀 활용하지 않는 선별 메커니즘을 제안한다. 디스크립터 

선별 시 클래스별 다수의 레이블 데이터를 필요로 하는 기

존 선별 방식과 달리, 제안 방법론은 현재 입력된 테스트 

이미지와의 유사도만을 활용한다. 구체적으로, 동일한 속

성을 표현하는 디스크립터들 간의 의미적 경쟁을 통해 클

래스를 미세하게 구별하는 핵심 단서를 추출함으로써, 별
도의 레이블 정보 없이도 혼동 클래스 간 구별에 실질적으

로 기여하는 디스크립터를 효과적으로 식별할 수 있다.

2. 관련 연구 

2.1 VLM 기반 제로샷 분류 

VLM은 대규모 이미지-텍스트 쌍을 활용하여 시각적 표현

과 언어적 표현을 공통된 임베딩 공간에 정렬하는 방식으로 

학습된다. 이 중 CLIP은 인터넷에서 수집된 수억 개의 이미지-
텍스트 쌍을 대조 학습 방식으로 학습하여, 이미지 인코더와 

텍스트 인코더를 동시에 학습시킨 대표적인 VLM이다

(Radford et al., 2021). CLIP의 제로샷 분류는 각 클래스 이름을 

“A photo of a {class}”와 같은 텍스트 프롬프트로 변환하여 텍

스트 임베딩을 생성하고, 입력 이미지의 임베딩과의 코사인 

유사도를 계산하여 가장 유사한 클래스를 예측하는 방식으로 

동작한다. 이러한 분류 방식은 별도의 추가 학습 없이도 새로

운 데이터셋이나 클래스에 대한 분류 수행이 가능하다는 점에

서 높은 실용성을 지닌다. 그러나 클래스 이름만으로 구성된 

단순한 텍스트 프롬프트는 해당 클래스의 시각적 특성을 충분

히 표현하지 못한다는 한계가 있다. 이를 보완하기 위해 CLIP 
원논문에서는 80개의 수작업 텍스트 템플릿을 앙상블하여 활

용하는 방법을 제안하였으나, 이는 데이터셋마다 별도의 수작

업이 필요하다는 점에서 확장성에 제약이 있다(Radford et al., 
2021).

2.2 LLM 생성 디스크립터 활용 기법

최근에는 LLM에 내재된 풍부한 시각적 지식을 CLIP의 텍스

트 프롬프트에 활용하기 위한 다양한 방법들이 제안되어 왔다. 
Menon and Vondrick(2022) 은 LLM에게 각 클래스의 시각적 특

징을 묻는 방식으로 디스크립터를 생성하고, 이를 CLIP의 텍스

트 프롬프트에 통합하여 분류를 수행하는 DCLIP을 제안하였

다.  Pratt et al.(2023)은 짧은 디스크립터 대신 클래스를 설명하

는 완전한 문장형태의 디스크립터들을 LLM으로부터 다수 생

성하여 프롬프트로 활용하는 기법인 CuPL을 제안하였으며, 두 

방법론 모두 클래스 이름만을 사용하는 베이스라인 대비 다수

의 제로샷 분류 벤치마크에서 성능 향상을 달성하였다. 
한편, Roth et al.(2023)은 LLM이 생성한 디스크립터를 무작

위 단어나 문자열로 대체하더라도 유사한 성능 향상이 관찰됨

을 실험적으로 보이며, 이러한 성능 향상이 디스크립터들의 

풍부한 의미론적 내용에서 기인하기보다는 단순한 앙상블 효

과에 기인할 수 있음을 지적하였다. 이러한 한계를 극복하기 

위해 두 가지 방향의 연구가 제안되었다. 첫째, Khattak et 
al.(2024)은 LLM이 생성한 텍스트 디스크립터만을 지도 신호

로 활용하여 프롬프트 벡터를 학습하는 ProText를 제안하였

다. 이를 통해 이미지 레이블 데이터 없이도 분류 성능 향상이 

가능함을 보였으나, 추론 전 별도의 오프라인 학습 단계가 요

구된다는 한계가 있다. 둘째, Ma et al.(2024) 이 제안한 

DisCLIP은 변별력 있는 디스크립터를 선별하여 사용하는 기

법이다. DisCLIP은 무작위 디스크립터 대신 의미론적으로 선

별된 소수의 디스크립터를 사용할 때 분류 성능이 향상됨을 

보임으로써, 디스크립터 자체의 의미론적 가치를 입증하였다. 
다만, DisCLIP은 디스크립터의 변별력을 정량화하기 위해 모

든 클래스에 대하여 레이블 데이터로부터 클래스별 유사도 행

렬을 사전 구축해야 하며, 그 결과 선별 기준이 입력 이미지의 

시각적 특성과 무관하게 고정되어 완전한 제로샷 환경에서의 

적용에는 제약이 따른다.
이에 반해 본 연구에서 제안하는 CoDES는 레이블 데이터를 

전혀 활용하지 않으면서도 이미지 별로 적응적인 디스크립터 

선별을 수행한다. CoDES는 사전 구축된 유사도 행렬 대신, 현
재 입력된 테스트 이미지와 디스크립터 간 유사도만을 직접 

활용한다. 이때 단순히 이미지와의 유사도가 높은 디스크립터

를 선별하는 것이 아니라, 동일한 속성을 다루는 디스크립터

들 간의 비교를 통해 혼동 클래스를 미세하게 구별할 수 있는 

핵심 단서가 되는 디스크립터를 선별한다. 이를 통해 CoDES
는 레이블 데이터 없이도 현재 입력된 이미지의 시각적 특성

을 반영한 정밀한 디스크립터 선별이 가능하다.

2.3 프롬프트 튜닝 적응 기법

프롬프트 튜닝(prompt tuning)은 VLM의 파라미터는 고정한 

채로 입력 프롬프트에 학습 가능한 벡터를 추가하여 특정 태

스크에 적응시키는 방법이다. CoOp, CoCoOp는 소수의 레이

블 데이터를 활용하여 텍스트 프롬프트를 최적화함으로써 분

류 성능을 향상시켰다(Zhou et al., 2022b, 2022a). 그러나 이러

한 방법들은 태스크별 레이블 데이터가 필요하다는 점에서 제

로샷 환경에서의 적용에 어려움이 있다.
레이블 데이터 없이 테스트 시점에 프롬프트를 최적화하는 

테스트 시점 프롬프트 튜닝(test-time prompt tuning) 방법들도 

제안되었다. TPT는 단일 테스트 이미지에 대해 무작위로 생성

한 증강 이미지들의 예측 분포 엔트로피를 최소화하는 방식으

로 프롬프트를 최적화한다(Shu et al., 2022). 이후 DiffTPT는 

확산 모델(diffusion model) 기반의 증강 기법을 도입하여 TPT
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Figure 2. Overview of the proposed CoDES framework. Given a test image, we (1) identify confusing classes based on CLIP similarity, 
(2) select discriminative descriptors through semantic competition among confusing classes, and (3) make final prediction 
using only selected descriptors. 

의 증강 다양성을 개선하였으며(Feng et al., 2023), C-TPT는 텍

스트 임베딩 분포에 대한 보정 전략을 적용하여 최적화의 안

정성을 높였다(Yoon et al., 2024). 그러나 이러한 방법들은 테

스트 시점에 반복적인 역전파(backpropagation) 연산이 필요하

여 추가적인 계산 비용이 발생한다는 한계가 있다. 이에 반해, 
본 연구에서 제안하는 CoDES는 어떠한 추가 학습이나 역전파 

없이 텍스트 공간에서의 디스크립터 선별만으로 동작하는 완

전한 학습 불필요(training-free) 방법이다.

3. 제안 방법론

3.1 문제 정의 

본 연구는 CLIP을 활용한 제로샷 이미지 분류 문제를 다룬

다. 개의 클래스 집합  … 과 각 클래스에 대해 LLM
이 사전 생성한 디스크립터 풀  … 이 주어졌을 때, 
테스트 이미지 에 대해 올바른 클래스를 예측하는 것이 목표

이다. 이때 추가적인 학습 데이터나 레이블 정보는 사용하지 

않는 완전한 제로샷 설정을 가정한다. 
CLIP의 표준 제로샷 분류는 이미지 인코더 와 텍스트 인

코더 ​를 활용하여, 이미지 임베딩     

과 각 클래스의 텍스트 프롬프트 임베딩  간의 코사인 유사도

를 계산한 뒤, 유사도가 가장 높은 클래스를 예측 결과로 선택

한다. LLM 기반 디스크립터를 활용하는 기존 방법(Menon and 
Vondrick, 2022; Pratt et al., 2023)들은 각 클래스 별 디스크립

터 풀 ​ 내 모든 디스크립터 
에 대한 유사도를 평균하여 

클래스 점수를 다음과 같이 계산한다:



     ∑ 

 cos 
 (1)

그러나 이러한 방식은 입력 이미지의 특성과 무관하게 사전

에 생성된 모든 텍스트 디스크립터를 일괄적으로 활용한다는 

한계를 지닌다. 그 결과, 분류에 실질적으로 기여하지 못하는 

디스크립터가 포함될 경우, 유효한 디스크립터의 영향력이 희

석되어 성능 저하로 이어질 수 있다. 본 연구에서는 이를 해결

하기 위해 각 테스트 이미지에 특화된 혼동 집합을 구성하고, 
해당 혼동을 해소하는 데 효과적인 디스크립터만을 선별하여 

활용하는 CoDES를 제안한다. <Figure 2>은 CoDES의 전체 파

이프라인을 나타낸다.

3.2 혼동 클래스 집합 구성 

CoDES의 첫 번째 단계는 입력 이미지에 대해 모델이 혼동

할 가능성이 높은 클래스들로 구성된 혼동 클래스집합 를 

정의하는 것이다. 전체 클래스를 대상으로 디스크립터를 선별
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하는 것은 계산 비용이 클 뿐만 아니라, 실제 혼동과 무관한 클

래스의 디스크립터들까지 고려하게 되어 오히려 분류 성능을 

저하시킬 수 있다. 따라서 본 연구에서는 각 이미지에 대해 실

제로 모델이 혼동하는 클래스들만을 선별하여 이후 단계의 탐

색 범위를 좁히는 전략을 채택한다. 
구체적으로, 입력 이미지 의 임베딩을  , 각 클래스 

에 대한 프롬프트 임베딩을       라 

할 때, 두 임베딩 간의 유사도는 다음과 같이 계산된다. 

 ⋅  ∀∈ …  (2)

이후 유사도 점수 이 높은 상위 개의 클래스를 선택하여 

혼동 클래스 집합으로 정의한다. 

     (3)

이때 선택된 상위 개의 클래스는, CLIP이 해당 이미지를 

분류할 때 모델이 실제로 혼동하는 후보 클래스들에 해당한

다. 이처럼 비교 대상을 실제 혼동이 발생하는 소수의 클래스

로 좁힘으로써, 이후 디스크립터 선별 과정에서 실제로 모델

이 혼동하는 클래스들 사이에서 이를 구분할 수 있는 핵심 단

서가 되는 디스크립터를 정밀하게 선별할 수 있게 된다.

3.3 변별적 텍스트 디스크립터 선별 

두 번째 단계는 혼동 클래스 집합 에 포함된 각 클래스에 

대해, 혼동을 해소하는 데 실질적으로 유효한 텍스트 디스크

립터만을 선별하는 과정이다. 본 단계의 핵심은 특정 클래스

의 디스크립터가 대상 클래스와 혼동 클래스들 사이에서 얼마

나 높은 변별력을 제공하는지를, 혼동 집합 내 다른 클래스들

과의 비교를 통해 정량화하는 데 있다. 
혼동 집합 내 각 클래스 ∈를 대상 클래스(target class) 라 

하고, 에서 를 제외한 나머지 클래스 ′∈∖를 비교 

클래스(rival class)라 한다. 대상 클래스 의 디스크립터 풀  ​

에 포함된 각 디스크립터 
​의 변별력 점수 를 다음과 같

이 계산한다.
먼저 대상 클래스의 각 디스크립터 

에 대해, 각 비교 클

래스 ′의 디스크립터 풀 

′내에서 의미적으로 가장 유사한 

디스크립터(이하 경쟁 디스크립터)의 인덱스를 찾는다. 이 

때 비교 클래스 ′의 ′번째 디스크립터를 

′
′ 로 표기하며, 

이 중 대상 디스크립터 
와 가장 유사한 디스크립터의 인

덱스를 로 정의한다. 이는 동일하거나 유사한 주제를 다루

는 비교 클래스의 디스크립터를 찾아 비교 범위를 좁히는 과

정이다:

 

′ 
⋅


′
′  ∀′∈∖ (4)

이후 이미지 임베딩 와 대상 클래스 디스크립터 임베딩 


 간의 유사도에서, 각 비교 클래스 에 대해 식 (4)로 선택된 

경쟁 디스크립터들의 이미지 유사도 평균을 뺀 값을 변별력 

점수로 다음과 같이 정의한다: 

 ⋅



′ ⋅


′
  (5)

여기서 변별력 점수 가 높다는 것은 해당 디스크립터가 

유사한 주제를 다루는 혼동 클래스의 디스크립터와 비교했을 

때, 이미지를 대상 클래스로 더 효과적으로 구별할 수 있음을 

의미한다. 반대로 점수가 낮은 디스크립터는 대상 클래스와 

혼동 클래스를 구별하는 데 기여하지 못하므로 제거 대상이 

된다. 최종적으로 다음 식과 같이 변별력 점수 상위 개의 디

스크립터를 선택한다. 

     (6)

이처럼 혼동 클래스 집합 내 다른 클래스와의 비교를 통해 

각 디스크립터의 변별력을 평가함으로써, 단순히 이미지와의 

유사도가 높은 디스크립터가 아니라 실제로 혼동을 줄이는데 

기여하는 디스크립터만을 선별할 수 있다. 

3.4 선별된 디스크립터 기반 최종 예측

마지막 단계는 앞서 선별된 디스크립터만을 활용하여 최종 

클래스를 예측하는 것이다. 혼동 클래스 집합 내 각 클래스 

∈에 대해, 선별된 디스크립터 집합 ​에 속하는 텍스트 디

스크립터들과 이미지 임베딩 간 유사도 평균을 클래스 점수로 

다음과 같이 계산한다: 

  ∈ ⋅
 (7)

기존 방법들이 모든 디스크립터를 사용하는 것과 달리, 제
안 방법은 혼동 해소에 유효한 디스크립터들의 사용함으로써 

변별력 있는 시각적 특징에 집중할 수 있다. 최종 예측 클래스  
는 클래스 점수가 가장 높은 클래스로 다음과 같이 결정된

다:

  ∈  (8)

제안 방법론의 전체 과정은 <Algorithm 1>에 요약되어 있다. 
CoDES는 이미지별로 혼동 클래스 집합을 동적으로 구성하고, 
클래스 간 혼동 해소에 도움이 될 수 있는 디스크립터만을 선

별하여 예측에 활용함으로써, 제로샷 분류 성능을 효과적으로 

향상시킨다.
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flowers pets dtd food sun ucf101 caltech cars
# Classes 102 37 47 101 397 101 100 196
 20 20 20 5 20 20 5 10
 5 20 10 15 20 15 15 20

Algorithm 1: CoDES (Confusion-aware Discriminative 
dEscriptor Selection)

Require: Test set 
        Pretrained CLIP encoders  
        Class set  … 
        Per-class descriptor pool   … 
        : number of confusion set classes
         : number of selected descriptors per class

for each test image I ∈ T do

   Step 1: Confusion set construction
     ←    // Encode image feature
    ← ("A photo of a {}.) for all class // Encode class cap-
tions 
    ←⋅ for all class   // Image-to-class similarities
    ←Top-k indices of   // Form confusion set

   Step 2: Per-class discriminative descriptor selection
    ←  for all  // Encode all descriptors
   for each ∈  do
      for each descriptor 

∈ do
         for each  ′∈do
                 ←


′ 
⋅


′
′   // Find rival descriptors in 

other confusing classes
         end for
             ←⋅′ ⋅′

  // Compute discrim-
inative score
      end for
       ← Top-  indices of  // Select descriptors
   end for
  
   Step 3: Prediction with selected descriptors
    ←∈ ⋅

  for all ∈
     ← ∈   // Final prediction
end for

Return: predicted labels    for all ∈

4. 실험 및 결과

4.1 실험셋팅

본 연구는 8개의 이미지 분류 벤치마크 데이터셋을 활용하

여 제안 방법의 성능을 평가하였다. 사용한 데이터셋은 

Flowers102(Nilsback and Zisserman, 2008), Oxford Pets(Parkhi 
et al., 2012.), DTD(Cimpoi et al., 2013), Food101(Bossard et al., 
2014), Sun397(Xiao et al., 2010.), UCF101(Soomro et al., 2012), 
Caltech101(Fei-Fei et al., 2004.), Stanford Cars(Krause et al., 
2013)로, 꽃, 동물, 질감, 음식, 장면, 행동, 사물, 자동차 등 다양

한 도메인을 아우르는 표준 벤치마크 데이터셋이다.
본 연구에서는 CLIP ViT-B/16을 기본 백본 모델로 사용하였

으며, 기존 연구의 평가 방식을 따라 평가 지표로는 top-1 분류 

정확도를 적용하였다. 또한 혼동 집합 크기 k와 선별 디스크립

터 수 m은 {5, 10, 15, 20} 범위에서 탐색하였으며, 각 데이터셋

에서 가장 우수한 성능을 보인 값을 최종 설정하여 사용하였

다. 데이터셋별 구체적인 하이퍼파라미터 설정값은 <Table 1>
에 제시하였으며, 하이퍼파라미터 변화에 대한 성능 민감도 

분석 결과는 4.4에서 상세히 기술한다. 

Table 1. Hyperparameter Settings for Each Benchmark Datasets

본 연구는 텍스트 디스크립터 생성 자체보다 주어진 디스크

립터 풀에서 각 테스트 이미지별 유효한 디스크립터를 선별하

는 데 초점을 두므로, CuPL에서 공개한 LLM 생성 디스크립터 

풀을 추가 조작 없이 그대로 활용하였다. CuPL은 “Describe 
what a/the {class} looks like”, “What are the identifying charac-
teristics of a/the {class}?” 등의 프롬프트 템플릿을 GPT-3에 입

력하여 각 클래스의 시각적 특징을 설명하는 디스크립터를 생

성한다. 이렇게 구축된 CuPL의 디스크립터 풀은 클래스당 약 

30개의 디스크립터로 구성되어 있다.

4.2 실험 결과 

제안 방법론인 CoDES의 제로샷 이미지 분류 성능을 검증하기 

위해, 본 연구에서는 표준 제로샷 분류 방법인 CLIP, 테스트 시점 

프롬프트 튜닝 방법인 TPT, DiffTPT, C-TPT, 그리고 LLM 기반 

디스크립터 생성 방법인 CuPL과의 성능 비교 실험을 수행하였

다. <Table 2>는 이러한 비교 방법론들과의 실험 결과를 나타낸 

것이다. 제안 방법론 CoDES는 8개의 벤치마크 데이터셋 평균 기

준으로 모든 비교 방법론 대비 가장 높은 분류 정확도를 달성하였

다. 또한, 8개 데이터셋의 top-1 분류 정확도를 대상으로 Friedman 
검정을 수행한 결과, 분류 정확도 차이가 통계적으로 유의한 것

을 확인하였다(  ).
LLM 기반 디스크립터를 이용하는 CuPL, ProText, 그리고 

CoDES는 전반적으로 테스트 시점 프롬프트 튜닝 방법들보다 

우수한 성능을 보였다. 이 가운데 제안한 CoDES는 동일한 디

스크립터 풀을 사용하는 CuPL에 디스크립터 선별 과정을 추

가로 적용함으로써 평균 1.07%p의 성능 향상을 달성하였다. 
CoDES는 8개 데이터셋 중 7개에서 성능 향상을 보였으며, 특
히 질감 분류(DTD)와 자동차 분류(Stanford Cars)에서 가장 뚜

렷한 개선을 달성하였다. 이러한 결과는 테스트 시점 적응을 

위해 반드시 역전파 기반 최적화가 필요한 것은 아니며, 주어

진 디스크립터 풀 내에서 이미지별로 유효한 디스크립터를 선

별하는 것만으로도 제로샷 분류 성능을 효과적으로 향상시킬 

수 있음을 시사한다.
또한 CLIP 백본 규모에 따른 제안 방법의 성능 변화를 분석

하기 위해, 가장 작은 모델인 ViT-B/32, 중간 규모인 ViT-B/16, 
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Method flowers pets dtd food sun ucf101 caltech cars Mean
DisCLIP 74.79 92.20 54.89 89.21 64.20 70.34 92.94 64.46 75.38

CoDES (Proposed) 72.99 92.04 51.01 89.43 66.62 71.21 94.20 66.47 75.50

Table 4. Performance comparison of zero-shot image classification top-1 accuracy (%) with DisCLIP, a descriptor selection method 
requiring labeled data, on 8 benchmark datasets using ViT-B/16 backbone. The best performance among compared methods 
is highlighted in bold.

Method flowers pets dtd food sun ucf101 caltech cars Mean
CLIP 67.07 88.14 44.27 83.65 61.78 64.92 92.94 63.45 70.78

Test-time prompt tuning methods
TPT 68.98 87.79 47.75 84.67 65.50 68.04 94.16 66.87 72.97

DiffTPT 70.10 88.22 47.00 87.23 65.74 68.22 92.49 67.01 73.25
C-TPT 69.80 88.20 46.00 83.70 64.80 65.70 93.60 65.80 72.20

Descriptor-based training-free methods
CuPL 71.98 91.93 47.66 89.22 65.69 71.35 93.18 64.42 74.43

ProText 72.35 91.01 47.93 86.66 67.34 69.60 94.81 66.00 74.46
CoDES

(Proposed)
72.99 92.04 51.01 89.43 66.62 71.21 94.20 66.47 75.50

Table 2. Performance comparison of zero-shot image classification top-1 accuracy (%) on 8 benchmark datasets using ViT-B/16 
backbone. The best performance among compared methods is highlighted in bold.

그리고 가장 큰 모엘인 ViT-L/14를 사용하여 성능을 비교 하였

다. 아울러 동일한 설정에서 CuPL과의 비교 실험도 함께 수행

하였다. <Table 3>은 백본 크기를 달리했을 때 CoDES와 CuPL
의 8개 데이터셋 평균 분류 정확도를 비교한 결과를 보여준다.

Table 3. Average top-1 accuracy (%) of CuPL and CoDES across 
8 benchmark datasets for various CLIP backbone scales.

Method
ViT-B/32

(small)
ViT-B/16
(medium)

ViT-L/14
(large)

CuPL 70.89 74.43 80.04
CoDES (Proposed) 71.85 75.50 80.54

예상대로 CoDES와 CuPL 모두 백본 모델의 크기가 커질수

록 성능이 향상되는 경향을 보였다. 아울러 CoDES는 세 가지 

백본 모두에서 CuPL보다 높은 성능 향상을 기록하였다. 이는 

제안한 혼동 클래스 기반 디스크립터 선별 전략이 특정 백본

에 한정되지 않고, 다양한 규모의 CLIP 아키텍처 전반에서 일

관되게 효과적임을 보여준다. 다만 백본 규모가 커질수록 개

선 폭이 점차 감소하는 경향이 나타나는데, 이는 대규모 백본

일수록 이미지 인코더의 표현력이 향상되어 기본적인 분류 성

능 자체가 높아지기 때문에, 혼동 해소를 통해 추가로 얻을 수 

있는 성능 향상 여지가 상대적으로 줄어들기 때문으로 해석할 

수 있다.
추가로, 레이블된 이미지를 활용하여 디스크립터를 선별하

는 선행연구인 DisCLIP과 비교함으로써, 어떠한 레이블 정보

도 사용하지 않는 제안 방법인 CoDES의 성능이 어느 수준까

지 도달할 수 있는지를 분석하였다. DisCLIP은 디스크립터 선

별을 위해 클래스별로 다수의 레이블된 이미지와 각 디스크립

터 간 유사도를 사전에 계산한 행렬을 활용한다. 반면 CoDES
는 입력된 테스트 이미지 자체와의 유사도를 직접 이용하므

로, 별도의 레이블 정보 없이 순수한 제로샷 설정에서 동작한

다. <Table 4>는 8개 데이터 셋에 대한 CoDES와 DisCLIP의 성

능 비교 결과를 보여주고 있다. 
평균 성능 기준으로 CoDES는 75.50%로 DisCLIP(75.38%) 

대비 0.12%p 높은 결과를 달성하였다. 일부 데이터셋에서는 

DisCLIP이 우세하지만, 전반적으로는 두 방법론은 유사한 수

준의 성능을 나타냈다 이러한 결과는 CoDES가 클래스별 다

수의 레이블 데이터를 필요로 하는 DisCLIP과 달리, 어떠한 레

이블 데이터도 사용하지 않으면서도 대등한 수준의 성능을 달

성했음을 보여준다. 즉, 별도의 레이블 데이터 수집 없이도 레

이블 기반 디스크립터 선별 방법에 준하는 수준의 효과적인 

선별이 가능함을 시사한다.
제안방법론인 CoDES의 디스크립터 선별 효과를 직관적으

로 확인하기 위해 정성적 분석을 수행하였다. <Figure 3>은 

Electric Guitar 이미지에 대해 CoDES가 선별한 디스크립터를 

보여주며, 하늘색으로 표시된 행이 해당 결과에 해당한다. 이 

사례의 정답 클래스는 Electric Guitar이지만, CLIP과 CuPL은 

모두 이를 Mandolin으로 오분류하였다. 두 악기는 줄이 있으

며 손으로 연주하는 현악기라는 공통적인 외형적 특징을 지니

고 있어, 육안으로도 구분이 쉽지 않은 혼동 사례에 해당한다. 
반면 CoDES는 두 악기를 구별하는 핵심적인 시각적 차이점을 

정확히 선별함으로써, 해당 이미지를 Electric Guitar로 올바르
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Figure 3. Qualitative analysis of descriptor selection by CoDES for an Electric Guitar image. Highlighted rows indicate selected 
descriptors. Although both CLIP and CuPL misclassify the image as Mandolin, CoDES correctly predicts Electric Guitar by 
selecting descriptors that are visually discriminative between the confusing classes.

게 분류하였다.
CoDES가 선별한 디스크립터를 살펴보면, 두 악기의 핵심적

인 시각적 차이인 바디 형태와 현의 개수가 주요 단서로 활용

되었음을 확인할 수 있다. Electric Guitar 측에서는 “solid, nar-
row body with a rounded nose”와 “six strings”와 같이 Mandolin
과 시각적으로 명확히 구별되는 형태적 특징이 선별되었으며, 
Mandolin 측에서도 “pear-shaped body”와 “eight strings”와 같이 

Electric Guitar와 명확히 구별되는 특징이 선택되었다. 이는 

CoDES가 단순히 이미지와의 유사도가 높은 디스크립터를 선

별하는 것이 아니라, 혼동 클래스의 디스크립터 중 의미적으

로 가장 유사한 경쟁 디스크립터를 먼저 찾음으로써 비교 범

위를 같은 주제로 좁히고, 그 안에서 변별력 차이가 가장 큰 디

스크립터를 선별하기 때문이다. 예를 들어 “six strings”는 

Mandolin의 “eight strings”와 동일한 ‘현의 개수’라는 속성에서 

직접적으로 비교됨으로써, 두 클래스를 효과적으로 구별할 수 

있는 핵심 단서로 작용한다. 반면 Electric Guitar 측의 “played 
by plucking the strings with the right hand”는 현을 손가락으로 

뜯어 연주하는 동작을 설명하는 문장으로, 정적인 이미지에서

는 시각적으로 확인할 수 없는 특징이기 때문에 이미지 임베

딩과의 유사도가 낮아 선별에서 제외되었다. Mandolin 측의 

“musical instrument in the lute family” 역시 Electric Guitar도 류

트 계열 현악기에 해당하므로 두 클래스 모두에 공통적으로 

적용되는 설명으로 변별력이 낮아 제외되었다. 이와 같이 

CoDES는 혼동 클래스 간 구별에 실질적으로 기여하는 디스크

립터만을 선별함으로써, 기존 방법들이 오분류한 사례를 올바

르게 분류할 수 있음을 보여준다.

4.3 구성 요소별 기여도 분석 

제안 방법론의 핵심 구성 요소인 혼동 클래스 후보 선정과 

경쟁 디스크립터 매칭 기반 선별의 개별 기여도를 검증하기 

위해 구성 요소별 기여도 분석을 수행하였다. <Table 5>는 각 

구성 요소를 제거하였을 때의 8개 데이터셋 평균 정확도 변화

를 나타낸 것이다. 
혼동 클래스 후보 선정을 제거하고 전체 개 클래스를 대상

으로 경쟁 디스크립터 매칭을 수행할 경우 (w/o confusion set), 
CuPL 대비 +0.59%p의 개선이 관찰되지만 CoDES 대비 

0.48%p 낮은 성능을 보였다. 이는 분류와 무관한 클래스의 디

스크립터까지 경쟁 대상으로 포함될 경우 변별력 평가의 정밀

도가 낮아짐을 의미하며, 탐색 범위를 실제 혼동 가능성이 높
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m=5 m=10 m=15 m=20
k=5 74.09 74.48 74.7 74.64
k=10 74.65 74.89 74.91 74.74
k=15 74.80 75.10 75.18 75.05
k=20 74.95 75.20 75.30 75.16

Figure 4. Hyperparameter sensitivity analysis of CoDES on four datasets (Food101, Caltech101, Flowers102, and SUN397). (a) Top-1 
accuracy with varying confusion set size k, while fixing the number of selected descriptors to m=15. (b) Top-1 accuracy with 
varying number of selected descriptors m, while fixing the confusion set size to k=20.

은 클래스들로 제한하는 것이 경쟁 매칭의 효과를 극대화하는

데 중요함을 확인할 수 있었다. 

Table 5. Ablation study evaluating the contribution of each 
component to the overall performance of CoDES 
(average top-1 accuracy, %).

Method acc diff
CoDES(Proposed) 75.50 -
w/o confusion set 75.02 -0.48

w/o descriptor matching 74.91 -0.59
w/o selection(=CuPL) 74.43 -1.07

경쟁 디스크립터 매칭을 제거하고 이미지-디스크립터 유사

도만으로 상위 m개 디스크립터를 선별할 경우 (w/o descriptor 
matching), CuPL 대비 +0.48%p 개선되어 혼동 클래스로 후보

를 좁히는 것 자체의 효과를 확인할 수 있었다. 그러나 이 설정

은 CoDES 대비 0.59%p 낮은 성능을 보였는데, 이는 단순히 이

미지와의 유사도가 높은 디스크립터를 선별하는 것이 아니라 

동일한 속성을 다루는 디스크립터들 간의 정교한 비교를 통해 

혼동 클래스를 미세하게 구별하는 핵심 단서를 추출하는 과정

이 CoDES 성능 향상의 핵심 요소임을 보여주었다.
두 구성 요소의 관계를 살펴보면, 혼동 클래스 후보 선정은 

경쟁 디스크립터 매칭이 의미 있게 작동하기 위한 전제 조건

이라는 점에서 그 필요성을 이해할 수 있다. 경쟁 디스크립터 

매칭은 다른 클래스의 디스크립터 중 의미적으로 가장 유사한 

경쟁 디스크립터를 찾아 변별력을 정량화하는 방식으로 작동

하기 때문에, 비교 대상이 되는 클래스 집합의 구성이 변별력 

평가의 의미를 좌우한다. 만약 비교 대상에 분류와 무관한 클

래스까지 포함되면, 경쟁 매칭은 실제 혼동 해소와 무관한 클

래스 쌍에 기반하여 변별력을 평가하게 되며, 그 결과 선별된 

디스크립터가 실제로 분류에 필요한 핵심 단서를 반영하지 못

하게 된다. 혼동 클래스 후보 선정은 이러한 문제를 해소함으

로써, 경쟁 매칭이 실제로 분류 시 변별이 필요한 클래스 쌍에 

집중하여 핵심 단서를 추출하도록 한다. 또한 비교 대상이 되

는 클래스 수를 에서 로 축소함으로써 경쟁 매칭의 계산 비

용을 줄이는 효율성 측면의 이점도 함께 확보된다.

4.4 하이퍼파라미터 민감도 분석 

혼동 클래스 후보 개수 와 선별 디스크립터 수 의 변화

가 분류 성능에 미치는 영향을 분석하기 위해,   ∈
  의 총 16개 조합 각각에 대해 실험을 수행하였다. 
각 조합별 성능은 8개 데이터셋의 평균 분류 정확도를 기준으

로 평가하였으며, 그 결과를 <Table 6>에 제시하였다.

Table 6. Average top-1 accuracy (%) across 8 benchmark 
datasets for all (k, m) combinations.

실험 결과, 16개 조합 전반에 걸쳐 평균 정확도는 74.09% ~ 
75.30%로 1.21%p 이내에 분포하며, 표준편차는 0.3%에 불과

하였다. 이는 제안 방법론이 하이퍼파라미터 와 의 변화에 

대해  비교적 안정적인 성능을 보임을 의미한다. 또한 worst 
case 조합인 (=5, =5)를 제외한 15개 조합 모두에서 

CuPL(74.43%) 대비 일관된 성능 향상이 관찰되었다. 
추가로 (, )의 변화가 데이터셋별 성능에 미치는 영향을 

시각적으로 확인하기 위해 4가지 데이터셋에 대하여 민감도 

분석을 수행하였으며, 그 결과는 <Figure 4>에 제시하였다.  분
석 결과,  4가지 데이터셋 모두에서 (, ) 변화에 따라 약간

의 성능 차이는 존재하나 그 변동이 유의미하게 크지 않음을 
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확인하였다.  이러한 결과는 CoDES의 성능이 특정 하이퍼파

라미터 설정에 과도하게 의존하지 않으며, 넓은 범위의 설정

에서도 일관된 성능 향상을 제공함을 보여준다.

5. 결  론

본 연구는 제로샷 분류 문제에 있어 클래스 간 혼동을 효과적

으로 해소하기 위해, 각 테스트 이미지에 특화된 혼동 집합을 

동적으로 구성하고 해당 혼동을 해소하는 데 유효한 디스크립

터만을 선별하는 CoDES를 제안하였다. 여덟 개의 벤치마크 

데이터셋과 다양한 크기의 CLIP 백본에서 수행한 실험 결과, 
동일한 디스크립터 풀을 사용하더라도 모든 디스크립터를 적

용하는 것보다 이미지별로 유효한 디스크립터만을 선별하여 

사용하는 것이 더 효과적임을 입증하였다. 특히 클래스별 다

수의 레이블 데이터를 필요로 하는 DisCLIP에 필적하는 성능

을 별도의 레이블 데이터 없이 달성함으로써, 학습 과정 없이

도 효과적인 디스크립터 선별이 가능함을 보였다. 이는 디스

크립터 풀을 활용하는 기존 방법론에 제안한 선별 방식을 플

러그인 형태로 적용할 경우, 추가적인 성능 향상을 기대할 수 

있음을 시사한다. 
다만, 본 연구에서는 LLM이 각 클래스를 충분히 변별할 

수 있는 수준의 디스크립터를 안정적으로 생성할 수 있는 상

황을 전제로 한다. 그러나 의료 영상 진단, 법률 문서, 제조 

공정 검사 등 전문 도메인에서는 클래스 간 차이가 도메인 

특화 지식에 의존적이므로, 범용 LLM이 생성하는 디스크립

터만으로는 충분한 변별력을 확보하기 어려울 수 있다. 이를 

보완하기 위해, 향후 연구에서는 도메인 특화 지식을 학습한 

전문 LLM이나 외부 지식 베이스를 활용하여 디스크립터 풀

을 보강하는 방안을 고려하고자 한다. 또한 디스크립터 풀의 

변별력 수준을 정량적으로 진단하여 부족한 영역을 자동으

로 보완하는 기법을 함께 모색하고자 한다. 이러한 확장을 

통해 CoDES는 범용 이미지 분류 벤치마크를 넘어 다양한 

전문 도메인에서도 효과적으로 활용될 수 있는 실용적 프레

임워크로 발전할 수 있을 것으로 기대된다.
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부록 A. 추가 분석

A.1 단일 고정 하이퍼파라미터 설정에서의 성능 비교

본 연구의 주 실험에서는 데이터셋별로 가장 우수한 성능을 보인 (k, m) 조합을 사용하였다. 본 부록에서는 데이터셋별 최적값 대

신 모든 데이터셋에 단일 고정값을 적용했을 때의 성능을 검증하기 위해, 16개 조합 중 평균 성능이 가장 높았던 (k=20, m=15)를 단

일 설정으로 채택하여 추가 실험을 수행하였다. <Table A1>은 데이터셋별 최적값과 단일 고정값을 적용한 CoDES의 8개 데이터셋 

분류 정확도를 비교한 결과를 보여준다.

Table A1. Comparison between dataset-specific best and single fixed (k=20, m=15) settings of CoDES on 8 benchmark datasets using 
ViT-B/16 backbone.

flowers pets dtd food sun ucf caltech cars avg
CuPL (baseline) 71.98 91.93 47.66 89.22 65.69 71.35 93.18 64.42 74.43

CoDES (fixed, k=20, m=15) 72.37 91.77 50.69 89.43 66.57 71.21 93.91 66.47 75.30
CoDES (dataset-specific best) 72.99 92.04 51.01 89.43 66.62 71.21 94.20 66.47 75.50

고정 (k=20, m=15) 설정의 평균 정확도는 75.30%로, 데이터셋별로 최적화된 (k, m) 결과(75.50%) 대비 단 0.20%p의 차이만을 보

였으며, CuPL 대비로는 +0.87%p의 일관된 향상을 유지하였다. 이는 제안 방법론의 성능이 데이터셋별 하이퍼파라미터 튜닝에 의존

하지 않으며, 단일 고정값 설정에서도 충분히 효과적임을 보여준다.

A.2 경쟁 디스크립터 유사도 집계 방식 비교

본 연구의 식 (5)에서는 경쟁 디스크립터들의 이미지 유사도를 평균(mean)으로 집계하여 변별력 점수를 산출한다. 본 부록에서는 

해당 설계 선택의 타당성을 검증하기 위해, 가장 유사한 하나의 경쟁 디스크립터만을 활용하는 Max 방식과 가장 유사한 상위 3개의 

경쟁 디스크립터의 평균을 활용하는 Top-3 방식을 비교 대상으로 실험을 수행하였다. <Table A2>는 세 가지 집계 방식의 8개 데이

터셋 평균 정확도를 비교한 결과를 보여준다.

Table A2. Performance comparison of different aggregation methods for rival descriptor similarity in Eq. (5) on 8 benchmark datasets 
using ViT-B/16 backbone. The best performance is highlighted in bold.

flowers pets dtd food sun ucf101 caltech cars Avg
Max 72.58 91.99 50.69 89.34 66.31 70.92 93.87 66.22 75.24

Top-3 Mean 72.74 91.93 50.48 89.42 66.56 71.16 94.20 65.96 75.31
Mean (Ours) 72.99 92.04 51.01 89.43 66.62 71.21 94.20 66.47 75.50

실험 결과, 제안된 mean 집계 방식이 8개 데이터셋 평균 정확도 기준 75.50%로 Max(75.24%) 및 Top-3 Mean(75.31%) 대비 가장 

우수한 성능을 보였다. 이는 혼동 클래스 집합 C가 이미 CLIP 유사도 기준 상위 k개로 선별된 실제 혼동 후보군이라는 점에 기인한

다. 즉 C 내 모든 경쟁 클래스는 실제 분류 시 변별이 필요한 클래스들이므로, 일부 강하게 혼동되는 클래스에만 의존하기보다 전체 

경쟁 클래스와의 변별을 종합적으로 평가하는 것이 더 안정적인 변별력 점수 산출로 이어진다.
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업공학과에서 학사학위를 미국 Georgia Institute of Technology
에서 산업시스템공학 석사 및 박사학위를 취득하였다. 인공지

능, 머신러닝, 최적화 방법론을 개발하고 이를 다양한 공학, 자연

과학, 사회과학 분야에 응용하는 연구를 수행하고 있다.
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