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1. 서  론

예비부품(spare parts)은 자동차 판매 후 일정 기간 내에 발생하

는 고장으로 인한 수요를 위해 창고에 보관해두는 부품을 의미

한다. 기업은 정확한 수요예측에 근거하여 생산, 자재 및 물류 

계획을 수립하므로, 예비부품 수요예측은 공급망 관리(supply 
chain management : SCM)와 물류 운영에 있어 매우 중요하다. 
반면, 부정확한 수요예측은 재고의 과잉이나 부족으로 이어지

어 기업의 경쟁력을 약화시키고, 재정적 부담을 초래한다. 예비

부품의 수요량을 과대 추정할 경우, 창고에 장기 미사용 품목이 

늘어나 재고 비용의 증가로 이어지며, 과소 추정할 경우, 부품

의 출고가 지연되어 고객 불만족으로 이어진다. 특히, 자동차 

산업의 제작자는 품질보증기간 동안 발생한 하자 부품을 교체

해주어야 할 의무가 있기 때문에 해당 기간 내 원활한 부품 공

급을 위하여 예비부품 수요의 정확한 예측이 요구된다. 하지만, 
예비부품은 제품의 생산시점 주문에 의해 결정되는 생산부품

(manufacturing parts)과 달리 그 수요를 예측하는 것이 쉽지 않

다(Lee and Ha, 2015). 예비부품의 특징은 다음과 같다. 첫째, 자
동차는 약 3만 여개의 부품으로 조립되어, 예측이 필요한 예비

부품의 종류 수(stock keeping unit : SKU)가 많다(Cohen and 
Agrawal, 2006). 둘째, 자동차 예비부품은 차량의 유지보수, 사
고, 그리고 고장 등 필요한 경우에만 수요가 발생하므로, 영수

요구간이 빈번하게 나타나며, 변동성이 큰 무더기(lumpy) 또는 

간헐적(intermittent) 수요 패턴을 가진다(Boylan and Syntetos, 
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2009). 셋째, 자동차가 빠른 시일 내에 운행이 가능하도록 신속

한 대처가 필요하다(Murphy et al., 2004). 넷째, 진부화 재고

(dead stock)의 위험성이 있다(Pecht et al., 2000). 
완성차 업체는 경쟁우위를 확보하기 위해 신차 개발 주기를 

단축시키고, 신 엔진, 신 변속 시스템 등의 개발에 주력하기 때

문에 생산라인의 변화가 빠르다. 하지만, 모제품의 생산라인 철

수 이후에도, 모제품이 시장에 존재하면 예비부품의 수요는 지

속적으로 발생하기 때문에(Ha, 2018), 향후 몇 년간 발생하는 수

요에 효율적으로 대응하는 것이 필요하다. 부품을 자체 생산할 

경우, 철수 전 미래 수요 예측치를 기반으로 장기적인 부품 생산

량을 결정하여야 하며, 협력업체에서의 생산일 경우, 제조업자 

관점에서 일정 주문량이 충족된 후 한 번에 생산하는 것이 효율

적이기 때문에 일시에 확보해야할 부품 구입량 결정을 위해서

도 장기간 수요에 대한 예측치가 필요하다(Hong et al., 2001). 
기존 자동차 예비부품의 수요예측 연구는 회귀분석 방법(Hong 

et al., 2001), 시계열 분석 방법(Kang et al., 2014; González Vargas 
and Elizondo Cortés, 2017), 그리고 머신러닝 방법(Choi, 2014; Kim, 
2018)과 신경망 방법(Yi, 2007; Jung, 2016; Henkelmann, 2018)이 있

다. 회귀 분석 방법은 예비부품의 수명주기(life cycle)를 모형화하

여 장기수요예측에 유용하게 사용된다. 하지만, 간헐적 수요를 

가진 패턴에서는 예측 성능이 좋지 못하며 무의미한 예측값을 보

이게 되는 경우가 많다(Jung, 2016; Lee, 2018). 시계열 분석 방법은 

미래의 수요량을 과거의 수요량과 과거의 예측 오차로 회귀시키

는 방법이다. 장기간 예측 시, 자기회귀누적이동평균은 특정 값으

로 수렴하거나 동일한 값을 연속적으로 예측하므로(Hyndman 
and Athanasopoulos, 2018), 장기수요예측모형에 적합하지 않다. 
신경망 방법은 간헐적, 그리고 비간헐적(non-intermittent)데이터

를 처리할 수 있으며, 전체 수명주기에서 발생하는 변곡점을 파악

할 수 있어 장기예측에 적합하다(Dombi et al., 2018).
신경망은 예비부품의 간헐적 수요, 장기예측에 우수한 성능

을 보임에도, 자동차 예비부품 분야에서는 제한적인 과거 데이

터로 인해 일반화 성능이 확보되지 않는다. González Vargas  
and Elizondo Cortés(2017)은 신경망의 예측 성능이 테스트 시 

크게 저하됨을 보여준다. Henkelmann(2018)의 데이터가 제한

적인 예측모형(short-term prediction model : STPM)은 과거에 발

생한 높은 수요량에 과적합 된다. 특히, 다수의 미래 시점을 예

측하는 장기예측 분야에서는 단기예측에 비해 더 긴 시점의 과

거 데이터가 필요하므로, 제한적인 데이터 문제가 더욱 발생하

는 분야이다(Kotsialos et al., 2005). 이에 본 연구에서는 어떠한 

부품의 수요를 예측하는 데, 그와 유사한 특징을 가진 부품에 

대한 사전 지식이 유용하다는 가정을 가지고, 부품의 추세성분

의 유사성이 높은 타부품의 사전 지식을 전이함으로써, 기존 신

경망 모형의 일반화 성능을 개선한다. 해당 부품만 학습한 모델

보다 타 부품의 원자료를 전이학습한 모델의 오차가 평균절대

오차(mean absolute error : MAE) 기준 약 5.48%, 평균제곱근편

차(root mean square error : RMSE) 기준 약 2.14% 감소하였으며, 
계절조정 시계열로부터 추세성분을 전이학습한 모델의 오차

가 MAE 기준 약 14.85%, RMSE 기준 약 11.3% 감소하였다. 

본 논문은 다음과 같이 구성되어 있다. 제 2장에서는 자동차 

예비부품의 수요예측, 장기수요예측 그리고 전이학습 기반의 

수요예측에 대한 선행연구를 소개한다. 제 3장에서는 연구에 

사용된 방법론에 대하여 서술한다. 제 4장에서는 자동차 회사로

부터 수집된 실증 데이터를 가지고 제안한 모형을 실험한다. 마
지막으로 제 5장에서는 본 연구의 결론 및 활용방안을 서술한다. 

2. 관련 연구 

2.1 자동차 예비부품 수요예측

기존 자동차 예비부품 수요예측 연구에는 회귀분석 방법

(Hong et al., 2001), 시계열 분석 방법(Kang et al., 2014; González 
Vargas and Elizondo Cortés, 2017), 머신러닝 방법(Choi, 2014; 
Kim, 2018), 그리고 신경망 방법(Yi, 2007; Jung, 2016; Henkelmann, 
2018)이 있다. 
회귀분석 방법은 예비부품의 고장이 특정 확률분포를 따른

다고 가정한 후, 고장확률밀도함수(failure probability density 
function)를 추정한다. 시간에 따른 고장률의 변화에 따라  지수

분포, 정규분포, 그리고 와이블 분포가 사용된다. 와이블 분포

는 초기고장기간, 우발고장기간, 마모고장기간에 나타나는 고

장률의 감소형, 일정형, 그리고 증가형의 패턴을 모형화할 수 

있어 예비부품 수명예측에 유용하게 사용된다(Lee, 2018). Hong 
et al.(2001)은 수요에 영향을 미치는 설명 변수를 찾고, 수요량

과의 관계를 함수화한다. 수요량에 영향을 미치는 변수로써 출

하된 차량의 수, 등록 및 말소된 차량의 수, 차량의 단종 시점, 
그리고 차량과 부품의 수명을 고려하여 단종 시점 이후 부품의 

수요를 추정한다(Lee and Ha, 2015). 
시계열 분석 방법은 미래의 수요량을 과거의 수요량과 과거의 

예측 오차로 설명하는 방법이다. 자기회귀(auto regressive : AR)
는 과거의 수요량으로 회귀시키는 모형이며, 이동평균(moving 
average : MA)은 과거의 예측 오차로 회귀시킨다. 자기회귀누

적이동평균(auto regressive integrated moving average : ARIMA)
은 자기회귀모형과 이동평균모형이 결합된 모형이다. ARIMA
는 선형함수를 가정하여, 실무 데이터에서 나타나는 선형과 비

선형이 혼재된 패턴을 예측하기 어렵다(Zhang, 2003). 이에 단

일 ARIMA 모형보다 신경망과 ARIMA를 결합한 하이브리드

(hybrid) 모형이 우수하다는 실험들이 있다(Díaz- Robles et al., 
2008; Pektaş and Cigizoglu, 2013). González Vargas and Elizondo 
Cortés(2017)는 단순 지수평활법, ARIMA, 신경망, 그리고 신경

망과 ARIMA를 결합한 하이브리드(hybrid)모형의 예측 성능을 

비교분석한다. Kang et al.(2014)은 간헐적 수요패턴에 특화된 

크로스톤 방법(croston’s method)과 홀트-윈터스(holt-winters)
을 결합한 모형을 제안한다. 
머신러닝 방법으로 의사결정나무(Choi, 2014; Kim, 2018)가 

사용된다. 의사결정나무(decision tree)는 자동차 부품 수요에 

영향을 미치는 요인들을 고려하여 평균제곱오차가 최소가 되는 
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분리 기준을 정한 후, 정해진 분류 규칙을 기반으로 수요를 예

측한다. Choi(2014)는 마코프 과정(markov process)을 사용하여 
사고발생수, 온도, 강수량, 적설량, 그리고 풍속의 미래 시점을 

추정한 후, 수요 상태 시퀀스를 예측한다. Kim(2018)은 K-평균 

군집분석으로 부품 수요량, 생산대수, 사고건수, 납입율, 그리

고 모델등급의 연속형 변수들을 범주형 데이터로 변환한 후, 
목표변수인 수요량과의 분류 규칙을 찾는다. 
신경망 방법은 다층퍼셉트론 모형(Yi, 2007; Jung, 2016), 순

환 신경망 모형(Henkelmann, 2018)이 사용된다. 신경망은 실제 

출력과 기대 출력의 차이를 역전파하여 오차가 작아지는 방향

으로 가중치를 업데이트한다. Yi(2007)는 자동차 보수용 부품

의 수요예측력을 향상시키기 위해 신경망을 사용하여 예측력 

향상을 확인한다. Henkelmann(2018)은 수요가 빈번하게 발생

하는 부품을 대상으로 최적의 하이퍼파라미터(hyperparameter)
를 탐색하고, 신뢰성 검사(plausibility check)와 다운스케일링

(downscaling)을 사용하여 과거 데이터가 제한적인 예측모형

(short-term prediction model : STPM)을 개선한다.

2.2 장기수요예측

장기수요예측은 기업의 장기공급능력을 전략적으로 계획

하여 미래의 수요량과 일치시키는 데 있다. 기업은 예상되는 

장기 수요를 기반으로 물류 센터의 증축과 같이 변화시키는데 

시간이 오래 걸리는 자원을 사전에 재정비할 수 있다. 단기 예

측에 비해 생산에 요구되는 시스템 자체를 계획 가능하다는 

점에서 장기수요예측은 필요하다. 장기수요예측에 관한 연구

들은 회귀분석 방법(Hong et al., 2001; Dombi et al., 2018), 시
계열 분석 방법(Kotsialos et al., 2005; de Oliveira and Cyrino 
Oliveira, 2018), 그리고 신경망 방법(Nguyen and Chan, 2004; 
Toque et al., 2017)이 있다. 
회귀분석 방법은 부품의 수요와 수요에 영향을 미치는 설명 변

수의 관계를 함수화한다. Dombi et al.(2018)는 예비부품의 장기

수요가 하나의 곡선과 단기 파동(fluctuation)들로 이루어졌다고 

가정한다. 예비부품의 구매수명주기(purchase life-cycles : PLC)
를 설명하는 수요 모형(Demand Model Function : DMF)함수를 제

안한다. 회귀분석 방법은 예비부품의 수명주기를 모형화할 수 

있다. 하지만, 예비부품 수요는 우발적인 사고나 고장으로 인하

여 인과 관계를 가진 변수를 규명하기가 어렵고, 기후, 도로 환경, 
그리고 운전자 운행 습관 등 다양한 변수에 영향을 받기 때문에 

정확한 수식으로 정립하는 데 한계가 있다(Lee and Ha, 2015). 
시계열 분석 방법은 직관적이며, 계산 비용이 낮아 다양한 예

측 문제에 적용된다. 하지만 추세가 변화하는 변곡점을 파악하

기 어려워 예비부품의 장기예측에 적합하지 않다(Dombi et al., 
2018). de Oliveira and Cyrino Oliveira(2018)는 배깅(bootstrap 
aggregating : bagging)방법을 활용하여 자기회귀누적이동평균

의 장기예측 성능을 향상시킨다. Kotsialos et al.(2005)는 홀트 

윈터스모형과 신경망 모형을 결합한 하이브리드 순방향 신경망

(hybrid feedforward multilayer neural networks : hybrid-FMNN)
모형을 제안한다. 선형 보간법을 사용하여 소규모 데이터셋에 

대한 문제를 해결한다.
장기예측분야에서 신경망 방법은 다중출력이 가능한 다층

퍼셉트론을 사용한다(Nguyen and Chan, 2004). 다층퍼셉트론

은 미래 예측하고자 하는 모든 구간의 수요를 한 번에 출력하는 

직접예측(direct prediction) 구현이 가능하다. 이는 이전 오차가 

누적되면서 예측이 진행되는 반복예측(iterative prediction)기법

의 한계를 극복한다. 신경망 방법은 예비부품 수명주기에서 발생

하는 변곡점을 파악하면서도, 특정 주기 영역 안에서도 안정성 

있는 예측을 하므로 장기예측에 적합하다(Dombi et al., 2018). 
Toque et al.(2017) 여행수요예측을 위해 장단기 메모리 모형과 

랜덤 포레스트(random forest) 모형을 비교하여, 장단기 메모리

(Long short-term memory : LSTM)성능이 우수함을 성명한다.  
<Table 1>은 자동차 예비부품의 수요예측에 사용되는 방법

론을 비교한다. 회귀분석방법은 특정 분포를 가정하여 예비부

품의 수명주기를 추정하는 모수적 방법이다. 하지만, 데이터가 

해당 분포를 따르지 않는 경우, 무의미한 예측값을 보인다. 시계

열 분석 방법은 선형 함수를 가정하므로, 비선형이 혼재된 실제 

데이터를 추정하는데 한계가 있으며, 장기예측에 적합하지 않

다(Dombi et al., 2018). 의사결정나무는 비모수모형이며 간헐적 

예측에 사용되기는 하나 그 성능이 신경망과 비교하여 우수하

지는 않다(Kaya et al., 2018). 하지만, 결과를 해석하고 이해하는

데 용이하여 예비부품의 수요예측(Choi, 2014; Kim, 2018) 또는 

장기예측(Ding, 2006)에 사용된다.

Forecast method Non-parametric Ability to forecast
intermittent demand

Appropriate for 
long-term forecasting

Large Data 
Needed

Regression-based Weibull Distribution No No Yes No

Time Series
ARIMA No No No No

SARIMAX No No No No

Machine Learning
Decision Tree Yes No Yes No
Random Forest Yes No Yes No

Deep Learning
MLP Yes Yes Yes Yes
RNN Yes Yes Yes Yes

LSTM Yes Yes Yes Yes

Table 1. Comparison of Different Methodologies for Demand Forecasting of Automotive Spare Parts
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본 연구에서는 예비부품의 간헐적 수요, 장기예측에 우수한 

성능을 보이는 신경망 모형기반의 장기수요예측 모형을 제안

한다. 신경망은 모집단에 대한 특정한 확률분포 가정하지 않는 

비모수적(non-parametric) 모형이다. 비모수적 모형인 신경망과 

부트스트랩(Bootstrap) 모형이 간헐적 데이터를 예측하는데 뛰

어난 성능을 보인다(Van der Auweraer et al., 2017). 이에, 신경

망이 예비부품이 가지는 간헐적 수요에 우수하다는 연구결과

가 많다(Gutierrez et al., 2008; Kourentzes, 2013; Oh and Kim, 
2017; Kaya et al., 2018). 하지만, 신경망 모형의 성능은 데이터

의 양과 질에 크게 좌우된다(Witten et al., 2016). 

2.3 전이학습 기반의 수요예측 

전이학습은 소규모 데이터를 가진 작업의 성능을 향상시키

기 위해, 대용량 데이터가 있는 분야에서 훈련된 모델을 재사용

하는 학습 기법이다(Torrey and Shavlik, 2009). 무작위로 초기

화된 가중치를 사용하는 것보다 초기에 빠른 학습이 가능하고, 
학습 결과가 높은 수준에서 수렴한다. 이러한 장점들로 인해 영

상 처리(Ghadiyaram et al., 2019), 음성 인식(Jia et al., 2018), 그
리고 자연어 처리(Sanh, 2019) 등 다양한 산업계에서 활발하게 

사용되고 있다. 
전이학습이 적용되고 있는 분야의 대부분이 분류 문제이다. 

회귀 문제에서는 특정 주제에 한정되어 연구되고 있으며(Ribeiro 
et al., 2018), 전력수요예측(Ribeiro et al., 2018; Hooshmand and 
Sharma, 2019; Jung et al., 2020; Le et al., 2020) 분야에서 활발한 

연구가 이루어지고 있다. Ribeiro et al.(2018)은 시간 의존적 특

징인 추세와 계절 성분을 제거하여 상관성이 존재하지 않는 서

로 다른 빌딩의 전력 수요량의 상관성을 찾는다. Hooshmand 
and Sharma(2019)는 시계열의 공간적 상관성(spatial correlations)
을 추출하기 위하여 컨볼루션 신경망(convolution neural net-
work : CNN)을 사용하여 전이 학습 기반의 전력수요예측모형

을 제안한다. Jung et al.(2020)은 도시의 월별 전력 수요를 예측

하기 위하여 타겟 도메인(target domain)과의 피어슨 상관계수

(pearson correlation coefficients : PCC)가 높은 원천 도메인(source 
domain) 상위 N개를 사전 학습한 모델을 구축한다. 또한, 상관

성이 낮은 원천 도메인을 대량으로 학습한 모형보다 상관성이 

높은 원천 도메인을 학습한 모형이 우수함을 보여준다. Le et al. 
(2020)은 K-평균 군집분석 기법을 사용하여 전이학습 기반의 

장단기 메모리모형을 제안한다. 
신경망 모형은 예비부품의 간헐적 수요, 장기예측에 우수한 

성능을 보임에도, 자동차 예비부품 분야에서는 제한적인 과거 

데이터로 인해 일반화 성능이 확보되지 않는다. González 
Vargas and Elizondo Cortés(2017)은 신경망의 예측 성능이 테스

트 시 크게 저하됨을 보여준다. Henkelmann(2018)은 과거에 발

생한 높은 수요량에 과적합되는 기존 STPM모형의 성능을 신뢰

성 검사를 통해 개선한다. 본 논문에서는 어떠한 부품의 수요를 

예측하는 데, 그와 유사한 특징을 가진 부품 수요에 대한 사전 지

식이 유용하다는 가정을 가지고, 전이학습의 접근 방식을 사용

하여 이를 개선한다. 데이터가 적거나 없는 부품의 신뢰성 추정

을 위해 신뢰성 특성(Reliability Characteristics)이 유사한 부품이 

활용될 수 있다(Groen et al., 2004). 신뢰성 특성은 예비부품의 구

매수명주기(purchase life-cycles : PLC)이며, 시계열의 추세성분

이 이를 표현할 수 있다(Dombi et al., 2018). 이에 본 연구에서는 

예비부품의 추세성분을 활용하여 유사성이 높은 타부품의 사전 

지식을 전이함으로써 기존 신경망의 일반화 성능을 개선한다. 

3. 방법론 

본 논문에서는 계절 조정을 활용한 전이학습 기반의 장기수요

예측모형(transfer learning with seasonal adjustment for long-term 
forecasting : TSLF)을 제안한다. TSLF는 3가지 단계로 구성된다. 
계절 조정(seasonal adjustment), 피어슨 상관계수(pearson corre-
lation coefficients : PCC)분석을 활용한 원천 도메인 선택, 그리

고 전이학습 기반의 장기수요예측 단계로 구성된다. 전체적인 

TSLF 연구 방법은 <Figure 1>과 같다. 

Figure 1. Overview of TSLF Methodology.
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3.1 계절 조정 

시계열 분해법에는 가법 모형(additive model)과 승법 모형

(multiplicative model)이 있다. 본 연구에서는 계절성분의 변동

이 시계열의 수준에 따라 일정하다고 가정하여, 가법 모형을 사

용한다. 가법 모형의 정의는 Eq. (1)과 같다. 원 시계열 자료를 

추세성분T과 계절성분S , 그리고 불규칙성분 I로 분해한다. 

YTSI ∀t   ⋯ N     (1)

추세성분T는 관측 값이 지속적으로 증가하거나, 감소하는 

변동을 의미한다. 계절성분S는 주별, 월별 등의 주기마다 반복

적으로 나타나는 변동이다. 불규칙성분 I은 시간에 따른 규칙

적인 움직임과 무관한 변동이다. 이동평균(moving average)을 

이용한 시계열 분해 기법은 추세성분을 먼저 구한 후, 추세가 

조정된 자료에서 구한 평균이 계절성분이 된다. 불규칙성분은 

원 자료에서 추세성분과 계절성분을 제거한 변동이다. 계절 조

정(seasonal adjustment)은 원 자료에서 계절성분을 분리한 성분

으로 Eq. (2)와 같다. 

ATI                         (2)

계절 조정자료는 추세성분과 불규칙성분으로 구성된다. 추
세성분은 신뢰성 특성 중 예비부품의 구매수명주기를 나타내

어 유사한 부품을 찾는데 사용될 수 있으므로(Dombi et al., 
2018), 추세성분을 기반으로 원천 도메인을 선택한다. 추세성분

과 불규칙성분을 학습한 모델로부터 예측된 추세와 잔차를 합

하고, 재계절화(reseasonalised)를 통해 최종 예측을 출력한다. 

3.2 PCC 분석을 활용한 원천 도메인 선택

전이학습은 소규모 데이터를 가진 타겟 도메인(target domain)
에 대한 모델의 성능을 향상시키기 위해 원천 도메인(source do-
main)으로부터 구축된 사전학습모델(pre-trained model)을 재사

용하는 방법이다. 도메인의 정의는 Eq. (3)과 같다. 도메인 D는 

과업 T를 수행하는 특징 공간(feature space)과 한계 확률 분포

(marginal probability distribution)로 구성된다. 과업의 정의는 

Eq. (4)와 같다. 과업 T는 레이블 공간(label space)과 수행함수

(predictive function)로 구성된다.

  DPX where X  xxi∈i   ⋯ n (3)

                                        Tyf (4)

전이학습은 타겟 도메인과 원천 도메인의 레이블 유무에 따라 
귀납 전이학습(inductive transfer learning), 변형 전이학습(trans-
ductive transfer learning), 그리고 비지도 전이학습(unsupervised 
transfer learning)로 분류할 수 있다(Zhuang et al., 2021). 귀납 전

이학습은 타겟 도메인의 레이블이 존재하는 경우이며, 변형 전

이학습은 타겟 도메인의 레이블이 존재하지 않는 경우이다. 비
지도 전이학습은 원천 도메인과 타겟 도메인 모두 레이블이 존

재하지 않는 경우이다. 또한, 전달하려고 하는 지식(knowledge)
에 따라 인스턴스 기반(instance based), 특징 기반(feature based), 
파라미터 기반(parameter based), 그리고 관련 지식 기반(relational 
knowledge based)으로 분류될 수 있다. 본 연구에서 제안한 

TSLF모형은 타0겟 도메인 레이블이 존재하고, 원천 도메인으

로 학습한 파라미터를 전달함으로써, 파라미터 기반의 귀납 전이

학습(parameter-based inductive transfer learning)으로 분류된다.
전이학습을 위해 예측하고자 하는 부품과 유사한 타 부품의 

추세 성분을 학습한 파라미터를 전이한다. 부품 간 유사성을 

측정하기 위해 피어슨 상관계수를 사용하며, 원천 도메인은 

예측하고자 하는 부품과 상관 계수가 0.9 이상인 타 부품의 수

요패턴이다. 상관계수의 정의는 Eq. (5)와 같으며, +1 부터 -1 
사이의 값을 가진다. 
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<Figure 2>는 전이학습 과정을 나타낸다. 먼저 원천 도메인

으로부터 전체 신경망 모형을 학습한다. 그 후, 특징 추출을 수

행하는 네트워크를 동결시킨 채, 소규모 데이터가 존재하는 

타겟 도메인으로 분류 층을 학습한다. 마지막으로, 모델의 전

체 네트워크를 동결 해제한 후, 미세 조정(fine-tuning)으로 재

학습한다.  

Figure 2. Transfer Learning Process

3.3 신경망 기반의 장기수요예측모형

다층퍼셉트론(multi-layer perceptron: MLP)은 장기수요예측

에 활용되는 신경망이다(Al-Saba and El-Amin, 1999). 다층퍼셉

트론은 입력층, 은닉층, 그리고 출력층으로 구성되며, 네트워크 
내에 순환이 없이 한쪽 방향으로 진행되는 전방향신경망(feed 
forward neural network)이다. 입력층에는 특징 벡터 x x 
 ⋯ 

를 받기 위한 K개의 노드가 있으며, 출력층에는 

출력 벡터 y′  y′ y′ ⋯ y′CT를 위한 C개의 노드가 있다. 
다층퍼셉트론의 전체 동작은 Eq. (6)과 같다. 입력층과 은닉층 



계절조정을 활용한 전이학습 기반의 자동차 예비 부품 장기수요예측 307

사이에 비선형 함수인 LReLU(leaky recitified linear unit)함수를 

추가한 1개의 은닉층을 갖는 다층퍼셉트론이다. 입력층과 은

닉층 사이의 가중치U 과 은닉층과 출력층 사이의 가중치U 

로 완전히 서로 연결되어 있는 완전연결신경망(fully connected 
neural network)이다. 윈도우 크기 K를 갖는 고차원 공간의 시간

지연임베딩(time-delay embedding)행렬은 Eq. (7)과 같으며, 신
경망 모형의 입력으로 사용된다.

y′MLPLF U LReLUU x     (6)

XNK 











x x  xK xK
⋮ ⋮ ⋮ ⋮ ⋮

xiK xiK  xi xi
⋮ ⋮ ⋮ ⋮ ⋮

xnK xnK  xn xn

            (7)

주어진 수요량y와 신경망 출력y′MLPLF의 차이J를 최소화

하는 방향으로 가중치를 갱신되는 다층 퍼셉트론의 학습과정

은 Eq. (8)과 같다. 는 학습 진도율이다. 학습 진도율이 작으

면 학습 속도가 느리고, 크면 학습이 되지 않고 발산할 수 있

다. 보통 0.0001에서 0.1 사이의 값을 지정한다.  









U U ∆U 

∆J

U U ∆U 

∆J
              (8)

순환 신경망(recurrent neural network : RNN)은 입력층, 은닉

층, 그리고 출력층의 세 개 층으로 이루어지기는 하나, 은닉 노

드 사이에 순환 에지를 가짐으로써 순차적 구조를 가지는 시

간성 데이터를 효과적으로 처리할 수 있다. <Figure 3>은 순환 

신경망기반의 장기수요예측모형이다. 입력층과 은닉층 사이

의 가중치U, 은닉층과 출력층 사이의 가중치V , 그리고, 은닉 

노드 사이의 가중치W로 연결되어 있다. 장기간의 수요 출력

을 얻기 위해 순환 신경망 뒤에 다중출력이 가능한 완전연결

층을 추가한다. 다중출력이 가능한 완전연결층을 추가함으로

써 직접예측기반의 장기수요예측모형을 구축할 수 있다. 
순환 신경망의 계산은 Eq. (9)와 같다. 순환 신경망의 은닉층h , 

출력층o  계산을 나타내며, 순환 신경망의 최종 출력mRNN 이 

다시 다층 퍼셉트론의 입력된다. 이전 오차가 누적되어 예측이 

진행되는 반복예측(iterative prediction)에 비해, 미래 예측하고

자 하는 모든 구간의 수요를 한 번에 출력함으로써, 더 우수한 

예측력을 가진다(Sorjamaa et al., 2007).










ht LReLUat where at WhtUxtb

ot Vhtc

mRNN
t LReLUot

y′RNNLF
t Zmtd

(9)

장단기 메모리(Long short-term memory : LSTM)는 입력게

이트 i , 망각게이트 f , 출력게이트 o를 사용하여 순환신경망

의 그라디언트 소멸 문제(gradient vanishing problem)를 해결한

다. 장단기 메모리의 전체 동작은 Eq. (10)과 같다. 입력 벡터 

xt은 입력단 g , 입력 게이트 i , 출력 게이트 o  그리고 망각 게

이트 f에 입력된다. 이에 따라 입력층과 은닉층을 연결하는 가

중치 U도 입력단과 연결하는 U g, 입력 게이트와 연결하는 U i, 
출력 게이트와 연결하는 U o, 망각 게이트와 연결하는 U f가 

있다. 입력단 g와 입력단 게이트 i를 곱하여, 입력단 g를 얼만

큼 반영할지를 결정한다. 만약 입력 게이트 i가 0에 가깝다면 

입력단 g를 차단하여 이전 입력의 영향력을 더 멀리 전달하는 

효과가 있다. 1에 가깝다면 입력단을 그대로 보존하는 역할을 

한다. 망각 게이트 f는 이전 정보를 얼마나 잊을지를 결정한다. 
1일 경우, 과거의 정보를 많이 사용하게 되며, 0이면 과거의 정

보를 망각하는 효과가 있다. 









g  gU

gxtW ghtbg

i  fU
ixtW ihtbi

o  fU
oxtW ohtbo

f  fU
fxtW fhtbf

st  f⊙stg⊙i

ht  hs
t⊙o

mLSTM
t LReLUVhtc

y′LSTMLF
t Zmtd

     (10)

4. 실험 결과 

4.1 데이터 전처리  

자동차 예비부품 수요는 부품의 고장에 의존하므로(Hong 
et al., 2001; Lowas and Ciarallo, 2016), 각 시점의 수요량은 차

량의 고장자료로부터 주행거리 1,000km(1Tkm)단위로 집계한 

고장 건수이다. A차종은 07년식부터 15년식에 대응하는 수요 

데이터를 가진다. 매 연식에 해당하는 수요 데이터는 주행거

리 60,000km 이내 그리고 사용 기간이 5년 안에서 발생한 수

요이다. 학습 데이터와 검증 데이터는 07년식부터 14년식에 

해당하는 수요 데이터를 8:2 비율로 나눈 데이터이다. 해당 부

품의 학습 데이터 및 검증 데이터의 수는 <Table 3>의 타겟 도

메인과 같으며, 윈도우 크기가 클수록, 데이터 수가 적어진다. 
테스트 데이터는 15년식 수요 데이터이다. <Figure 4>는 A차

종에 장착된 82450부품에 대한 수요 데이터를 나타낸다. 
Figure 3. Recurrent Neural Network for Long-Term Demand Fore-

casting
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4.2 신경망기반의 장기수요예측모형 선택  

신경망기반의 장기수요예측모형으로 다층 퍼셉트론모형, 순환 

신경망모형, 그리고 장단기 메모리모형을 기반으로 최적의 은닉 

노드의 수와 시계열 윈도우 크기를 탐색한다. <Table 2>는 전체 

25개 부품의 추세성분에 대한 검증 데이터와 테스트 데이터 오차

의 평균이다. 검증 데이터에서 윈도우 크기 60, 120인 경우, 은닉

노드의 수가 20인 LSTM H20 모형이 우수하였으며, 윈도우 크기 

180, 240인 모형에서는 MLP H20 모형이 성능이 우수하였다.  

<Figure 5>는 윈도우 크기에 따른 총 9가지 추세성분에 대한 

검증 데이터 및 테스트 데이터 MAE 오차를 나타낸다. <Figure 
5(a)>에서 검증 데이터는 은닉노드의 수가 클수록 적은 오차를 

보이었다. <Figure 5(b)>에서 테스트 데이터는 다층 퍼셉트론 모

형보다 장기 문맥을 보존할 수 있는 순환 신경망 계열의 모형의 

성능이 우수하였으며, 그 중 장단기 메모리 성능이 가장 우수하

였다. <Table 3>은 전체 25개 부품의 불규칙 성분에 대한 검증 데

이터와 테스트 데이터 오차의 평균이다. 검증 데이터에서 은닉

노드 수가 20인 장단기 메모리모형의 성능이 가장 우수하였다. 

Figure 4. Time Series Decomposition of A-82450 Demand

(a) MAE of validation dataset (b) MAE of test dataset

Figure 5. Bar plot of MAE of Dataset on Trend Component

W = 60 W = 120 W = 180 W = 240
VALID
RANK

VALID TEST VALID TEST VALID TEST VALID TEST
MAE RMSE MAE RMSE MAE RMSE MAE RMSE MAE RMSE MAE RMSE MAE RMSE MAE RMSE

MLP H3 3.20 4.12 5.21 5.81 2.99 3.79 8.84 9.58 2.37 2.95 10.84 11.36 1.95 2.36 14.7 15.78 7
MLP H12 2.56 3.34 7.45 8.42 1.95 2.44 7.71 8.53 1.51 1.89 12.21 13.44 1.12 1.37 16.46 18.48 4
MLP H20 2.32 2.99 8.26 9.63 1.81 2.24 6.08 6.91 1.36* 1.69* 12.12 13.42 1.01* 1.23* 16.97 18.5 6
RNN H3 3.20 4.24 4.74 5.26 3.20 4.05 4.45 4.90  3.0 3.83 5.27 5.77 2.55 3.04 5.0 5.54 8
RNN H12 2.13 2.78 5.68 6.54 1.87 2.41 5.63 6.61 2.03 2.60 7.30 8.20 1.81 2.19 5.23 6.01 3
RNN H20 2.04 2.58 4.95 5.42 1.75 2.22 6.18 7.20 1.70 2.14 10.38 11.89 1.79 2.17 5.75 6.76 5
LSTM H3 3.19 4.21 4.74 4.93 3.11 4.01 5.57 5.91 3.13 4.02  5.0 5.21 2.96 3.45 4.86   5.0* 9
LSTM H12 2.16 2.74 4.29* 4.76* 1.98 2.44 3.89* 4.27* 1.77 2.23 5.45 5.97 1.69 2.02 4.58* 5.12 2
LSTM H20 1.87* 2.43* 5.29 6.06 1.69* 2.13* 3.97 4.56 1.79 2.20 4.32* 4.71* 1.60 1.92 5.44 6.06 1

Table 2. Average of MAE, RMSE of Trend Component for Validation and test data with Different Window Sizes
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<Figure 6>은 윈도우 크기에 따른 총 9가지 불규칙 성분 모

형에 대한 검증 데이터 및 테스트 데이터 MAE 오차를 나타낸

다. <Figure 6(a)>에서 검증 데이터는 윈도우 크기가 클수록 우

수한 성능을 보이었다. <Figure 6(b)>에서 테스트 데이터는 순

환 신경망의 성능이 가장 우수하였다.  

4.3 원천 도메인 선택 및 하이퍼파라미터

전이학습을 위해 예측하고자 하는 부품의 추세성분과 상관

성이 0.9 이상인 타 부품의 추세성분을 원천 도메인으로 정의

한다. <Figure 7>은 A차종에 장착된 39180, 82481, 98510부품

에 대한 원천 도메인과 타겟 도메인을 나타낸다. 각 행은 동일 

부품을 나타내며, 열은 윈도우 크기를 나타낸다. 검은 선은 예

측이 필요한 부품의 추세성분으로부터 특정 윈도우 크기에 해

당하는 시퀀스 중 일부로 타겟 도메인을 나타낸다. 회색 선은 

타겟 도메인에 대응하여 상관성이 높은 시퀀스가 수집된 원천 

도메인이다. 

W = 60 W = 120 W = 180 W = 240
VALID
RANK

VALID TEST VALID TEST VALID TEST VALID TEST
MAE RMSE MAE RMSE MAE RMSE MAE RMSE MAE RMSE MAE RMSE MAE RMSE MAE RMSE

MLP H3 5.81 8.04 3.94 5.22 5.63 7.68 4.58 5.86 5.39 7.27 5.64 6.94 5.21 6.92 6.62 8.10 7
MLP H12 5.69 7.86 4.58 5.96 5.51 7.52 5.65 7.15 5.38 7.24 7.17 8.83 5.12 6.79 6.77 8.36 5
MLP H20 5.66 7.83 4.82 6.21 5.57 7.58 5.60 7.06 5.46 7.31 7.06 8.59 5.20 6.88 7.38 9.07 2
RNN H3 5.82 8.07 4.05 5.35 5.67 7.78 4.10 5.37 5.54 7.50 4.02 5.29 5.46 7.23 3.95 5.27 9
RNN H12 5.62 7.8 4.05 5.37 5.39 7.43 4.09* 5.34* 5.26 7.16 3.97 5.21 5.25 6.98 3.93* 5.25* 6
RNN H20 5.54 7.71 4.06 5.34 5.36 7.38 4.37 5.63 5.19 7.06 4.03 5.31 5.06 6.73 4.44 5.78 3
LSTM H3 5.72 7.94 3.92* 5.19* 5.57 7.63 4.44 5.73 5.49 7.42 3.91* 5.17* 5.39 7.15 3.84 5.10 8
LSTM H12 5.36 7.46 6.0 7.59 5.19 7.17 4.59 5.90 5.02 6.85 4.48 5.76 5.05 6.73 4.53 5.83 4
LSTM H20 5.31* 7.40* 5.6 7.16 5.11* 7.06* 5.10 6.45 4.93* 6.71* 4.70 6.06 4.94* 6.59* 4.37 5.68 1

Table 3. Average of MAE, RMSE of Noise Component for Validation and Test Data with Different Window Sizes

(a) MAE of validation dataset (b) MAE of test dataset

Figure 6. Bar Plot of MAE of Dataset on Noise Component

Figure 7. Source Domain and Target Domain
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Source Domain Target Domain
Train Validation Train Validation 

W = 60 6257 1564 228 73
W = 120 4725 1181 240 61
W = 180 3469 867 192 49
W = 240 2826 707 144 37

Table 4. The number of Train and Validation Data of Source 
Domain and Target Domain with Different Window 
Sizes  

해당 부품의 시계열 자료로부터 특정 윈도우 크기를 가진 

입력과 60시점의 출력을 가진 신경망의 데이터셋을 구축한다. 
<Table 4>는 타겟 도메인과 원천 도메인의 학습 데이터 및 검

증 데이터의 수이다.  
<Table 5>는 실험으로부터 최종 선택된 신경망의 초 매개변

수(hyperparameter)이다. 초 매개변수는 학습 과정이 시작되기 

전에 사용자가 설정해주는 값을 의미하며, 은닉 노드의 수, 학
습 진도율(learning rate), 반복횟수(epoch), 최적화 방법, 그리고 

배치사이즈(batch size)가 있다. 은닉 노드의 수는 학습 데이터

의 수 대비 입력 노드의 수와 출력 노드의 수를 고려하여 신경

망의 과적합이 일어나지 않도록 설정한 후 실험한다. 은닉 노

드의 수가 3, 12, 그리고 20 중, 20이였을 시, 검증 데이터 오차

가 가장 낮았다. 학습진도율은 원천 도메인을 학습할 경우, 
0.01로 지정하였으며, 타겟 도메인을 학습할 경우, 더 적은 

0.001의 학습률을 설정하였다. 미세 조정시에는 전체 네트워

크의 동결을 해제한 후 학습하므로 과적합에 유의하여 더 적

은 학습 속도와 반복횟수를 설정하였다. 반복횟수는 검증 데

이터가 10회 이상 향상되지 않을 경우 학습이 조기 종료된다. 
최적화 방법은 아담(Adaptive Moment estimation : Adam)방법

을 사용한다. 수요예측을 위한 기존 연구에서 Adam 방법이 좋

은 추정 값을 찾아준다고 알려져 있다(Henkelmann, 2018). 배
치 사이즈는 32로 설정한다. 

윈도우 크기마다 검증 데이터의 성능이 가장 우수한 모형을 

선택하였다. 윈도우 크기가 60, 120인 경우, LSTM H20 모형이

며, 윈도우 크기가 180, 240인 경우 MLP H20모형이다. 원천 도

메인으로 학습한 LSTM H20 또는 MLP H20 층을 동결(freeze)
시키고, 타겟 도메인으로 완전연결층을 학습시킨다. 마지막으

로 적은 학습 속도와 적은 반복횟수를 가지고 타겟 도메인으

로 전체 네트워크를 학습한다. 

4.4 모델 비교

미래 연식에 대한 부품 수요를 예측하기 위해 회귀분석 방

법, 시계열 분석 방법, 머신러닝 방법 그리고 신경망 방법을 비

교한다. 와이블 분포를 가정한 회귀분석 방법은 최대우도추정

법(maximum likelihood estimation, MLE)을 사용하여 찾은 형

상 모수(shape parameter)와 척도 모수(scale parameter)를 기반

으로 부품 수요의 확률밀도함수(probability density function)를 

추정한다. 과거 데이터로부터 부품의 품질보증기간동안 발생

한 총수요의 평균값을 곱하여 최종적인 부품 수요량을 예측

한다. 
자기회귀누적이동평균(ARIMA)는 자기회귀 모형의 차수 , 

차분 차수 , 그리고 이동평균 모형의 차수를 모수로 가

진다. 계절 자기회귀누적이동평균(SARIMA)는 자기회귀누적

이동평균(ARIMA)의 모수와 더불어 계절성 부분의 자기회귀 

모형의 차수 , 차분 차수 , 이동평균 모형의 차수 , 분
기별 데이터의 수를 모수로 가진다.        
       중 아카이케정보기준(akaike informa-
tion criterion, AIC)가 최소가 되는 모형을 선택합니다. 의사결

정나무의 최대 깊이는 10으로 설정한다. 랜덤포레스트의 의사

결정나무 수는 알고리즘의 수행 속도를 고려하여 100으로 설정

한다. 신경망 방법으로 다층 퍼셉트론, 순환 신경망, 그리고 장

단기 메모리를 실험하였으며, 은닉 노드의 수는 20, 윈도우 크

기는 120으로 설정하였다. 

Hyperparameter Source Domain Network Target Domain Network Fine-Tune

Trend Architecture

Densely connected,
W1-LSTM H20,
W2-LSTM H20, 
W3-MLP H20, 
W4-MLP H20

Densely connected

Densely connected,
W1-LSTM H20(F),
W2-LSTM H20(F), 
W3-MLP H20(F), 
W4-MLP H20(F)

Densely connected

Densely connected,
W1-LSTM H20,
W2-LSTM H20, 
W3-MLP H20, 
W4-MLP H20

Densely connected
Noise Architecture LSTM H20 LSTM H20 LSTM H20

Optimizer Adam Adam Adam
Learning-rate 0.01 0.001 0.0001

Activation Function leaky RELU,
Linear

leaky RELU,
Linear

leaky RELU,
Linear

Training epochs 100 90 10
Batch Size 32 32 32

Table 5. Hyperparameter Configuration
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<Figure 8>의 A차종에 장착된 39180, 82481, 그리고 98510
부품에 대한 구간에 따른 누적 오차와 실제 수요값과 총 8개 

모형의 예측값을 나타낸다. <Figure 8(a)>에서 계절성 자기회

귀누적이동평균은 과거 데이터에 대한 높은 의존성을 가지

어, 특정 연식 차종의 높은 수요가 발생하였을 경우 이에 적합

되어 과대 추정하는 문제점이 있다. <Figure 8(b)>, <Figure 
8(c)>에서 자기회귀누적이동평균은 일정한 상수로 추정하여 

오차는 적었으나, 변화하는 수요 변동을 반영하지는 못하였

다. 랜덤 포레스트 성능은 의사 결정트리의 성능보다 우수하

나 학습용 데이터에 과적합되어 일반화 성능이 우수하지 못

하였다. 
<Table 6>은 테스트 데이터에 대한 오차를 나타낸다. 장단

기 메모리의 성능이 가장 우수하였으며, 자기회귀누적이동평

균의 오차가 적었다. 이는 수요가 일정하게 나타나는 구간 등 

특정 영역 안에서의 예측이 안정적이었으나, 변동성을 파악하

진 못하였다. 

4.5 전이 학습  

전이학습 기반의 모형이 소규모 데이터를 가진 해당 데이터

로만 학습한 모형보다 일반화 성능이 향상되었다. 원 시계열

을 기반으로 상관성을 비교할 경우, 상관성이 높은 타 부품의 

데이터를 확보하기 어려우므로 학습 데이터 수가 적어진다. 
계절 조정 후 상관성을 비교할 경우, 상관성이 높은 타 부품의 

데이터를 충분히 확보할 수 있으므로, 모형의 일반화 성능을 

높일 수 있다. <Table 7>은 전이학습을 하지 않은 모형, 계절 

조정 없이 전이학습한 모형 그리고 계절 조정을 활용한 전이

학습 모형의 오차이다. 윈도우 크기가 60인 경우 상관성을 찾

는 수요 패턴의 길이가 짧으므로, 전이학습시 오히려 오차가 

증가하였습니다. 적합한 원천 도메인을 확보하는 것이 전이 

학습 기반의 모형 성능에 영향을 미친다고 할 수 있다.
<Figure 9>는 각 윈도우 크기에 따른 전이학습을 하지 않은 

모형, 계절 조정 없이 전이학습한 모형 그리고 계절 조정을 활

용한 전이학습 모형의 오차를 시각화하여 보여준다. 전이학습

한 모델의 오차가 MAE 기준 약 5.48%, RMSE 기준 약 2.14% 
감소하였으며, 계절조정 시계열로부터 추세성분을 전이학습

한 모델의 오차가 MAE 기준 약 14.85%, RMSE 기준 약 11.3% 
감소하였다. <Figure 10>은 예측한 결과를 나타낸다. <Figure 
10(b)>, <Figure 10(e)>에서 장기적인 추세를 따라는 것이 보이

며, <Figure 10(d)>에서 다른 모형보다 이전 수요에 과적합 되

지 않는 패턴을 보인다. 

(a) A-39180 (b) A-82481 (c) A-98510

Figure 8. Cumulative Error based on Prediction Interval and Result of Forecasting

Forecast method MSE RMSE RANK

Regression-based
Weibull 

Distribution
4.4677 5.343 5

Time Series
ARIMA 2.0231 2.3786 2

SARIMAX 48.9896 64.8509 8

Machine
learning

Decision Tree 5.2103 6.4365 7
Random Forest 4.7442 5.5326 6

Deep Learning
MLP 3.7186 4.5913 4
RNN 2.5668 3.5363 3

LSTM 1.8322 2.6709 1

Table 6. MSE, RMSE on Test Data from Different Models
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w/o Transfer Learning Transfer Learning w/o Seasonal Adjustment Transfer Learning w/ Seasonal Adjustment
MAE RMSE MAE RMSE MAE RMSE

W = 60 1.8365 2.6718 2.211
(+20.39%)

3.384
(+26.66%)

2.077
(+13.1%)

3.101
(+16.06%)

W = 120 1.8322 2.6709 1.613
(-11.96%)

2.410
(-9.77%)

1.6043
(-12.44%)

2.4286
(-9.07%)

W = 180 2.6847 3.833 2.034
(-24.24%)

2.986
(-22.1%)

1.9814
(-26.2%)

2.977
(-22.33%)

W = 240 2.5933 3.7063 2.741
(+4.66%)

4.104
(+10.73)

2.0881
(-19.48%)

3.0933
(-16.54%)

ENSEMBLE 2.1256 2.996 1.864
(-12.31%)

2.654
(-11.41%)

1.6768
(-21.11%)

2.4837
(-17.1%)

AVERAGE 2.2144 3.1756 2.093
(-5.48%)

3.1076
(-2.14%)

1.8855
(-14.85%)

2.8167
(-11.3%)

Table 7. MAE, RMSE of Model w/o Transfer Learning and w/ Transfer Learning based Seasonal Adjustment

(a) comparison of MAE (b) comparison of RMSE

Figure 9. MAE, RMSE of Model w/o Transfer Learning and w/ Transfer Learning based Seasonal Adjustment

(a) A-84660
       

(b) A-37300
       

(c) A-93410

(d) A-51720
       

(e) A-92101
       

(f) A-54651

Figure 10. Results of Automotive Spare Parts Long-Term Forecasting
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5. 결론 및 활용방안 

본 논문에서는 계절조정을 활용한 전이학습 기반의 자동차 예

비부품 장기수요예측 방법론을 제안한다. 기존 자동차 예비부

품 수요예측 분야에 적용된 신경망 모형은 장기예측에 적합하

며, 간헐적 수요 패턴에 우수한 성능을 보임에도, 학습 데이터

의 부족 문제로 인해 실제 업무에 적용하기 어려운 경우가 많

다. 전이학습은 소규모 데이터를 가진 다양한 분야에서 성공

적으로 활용되고 있으나, 자동차 예비부품 수요예측모형에 적

용된 연구 사례가 없다. 이에 본 논문에서는 전이학습을 사용

하여 과거 데이터 자료가 충분하지 않는 자동차 예비부품 장

기수요예측모형의 성능을 향상시킨다. 해당 부품만 학습한 모

델보다 타 부품의 원자료를 전이학습한 모델의 오차가 MAE 
기준 약 5.48%, RMSE 기준 약 2.14% 감소하였으며, 계절조정 

시계열로부터 추세성분을 전이학습한 모델의 오차가 MAE 기
준 약 14.85%, RMSE 기준 약 11.3% 감소하였다. 

TSLF 모형은 소규모 데이터를 가진 예비부품의 장기수요를 

예측한다. 예상되는 수요를 기반으로 시간이 많이 걸리는 자

원을 사전에 재정비할 수 있으며, 생산라인 철수가 이뤄질 경

우, 부품의 생산량과 구매량 계획 시 사용될 수 있다. 전이학습

을 적용하였을 경우, 모든 조건에서 예측 성능이 향상된 것은 

아니다. 장기적인 추세를 비교하지 못한 데이터가 원천 도메

인으로 선택된 경우에는 오히려 예측 성능이 저하되었다. 이
를 통해 원천 도메인 선택이 전이학습 모형 성능에 중요한 영

향을 끼치는 것을 알 수 있다. 본 연구에서는 피어슨 상관계수

를 사용하여 부품 간 상관성을 측정하였으나, 자동차 부품의 

정성적 특성을 반영하거나, 상관성을 측정할 수 있는 군집 분

석 등 최적의 방식을 비교하지 않는다. 향후 연구에서는 부품 

간 유사성 측정 방식을 고도화하고, 다양한 원천 도메인이 전

이학습 성능에 미치는 영향을 탐구하는 것이다.
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있으며, 응용 분야로는 바이오 의료, 소재 정보학, 품질 모니터

링, 텍스트 마이닝이 있다.
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