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Because dealing with noises in automobile becomes more important, it is valuable to predict in-vehicle noise 
levels and use them for the product noise design. With the recent development of artificial intelligence, many 
studies have attempted to use deep learning models for various types of data generated in automobile industry. 
However, to the best of our knowledge, no studies have been conducted to predict in-vehicle noise levels based 
on deep learning models. In this study, we propose a deep learning framework that can predict in-vehicle noise 
levels and identify the causes of noises. Our framework is developed to recognize in-vehicle noise levels with 
automobile acceleration data from various locations of electric power steering devices. Our deep learning 
framework consists of several convolutional neural backbone networks to extract representation vectors for each 
acceleration axis. In addition, acceleration data are converted into a spectrogram through the short-term Fourier 
transformation technique, and high frequency bands in the spectrogram are removed to better represent the input 
data. We demonstrated that our proposed framework is suitable for predicting in-vehicle noises and identifying 
the major causes of noises. We expect that the explanation for prediction results will be helpful in the design 
low-noise vehicles. 

†   Keywords: Noise, in-vehicle Noise, Deep Learning, Acceleration Data, Electric Power Steering, Short-Term 
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1. 서  론

소음은 일반적으로 인간이 생활하면서 느끼는 불쾌하고 시끄

러운 소리를 의미하며, 인간의 삶에 여러 부정적인 영향을 미

친다(Danladi, 2021). 최근 소음 관련 연구들은 소음이 인간의 

삶에 미치는 수많은 위협을 입증하였다(Foraster, 2018; Lim 
and Thurston, 2019; Basner, 2020; Shin, 2020). 따라서 다양한 

산업 분야에서 제품 개발 시 낮은 소음 수준에 대한 욕구가 커

지고 있다. 특히 자동차 산업 분야에서 소음 수준은 자동차의 

품질을 결정하는 하나의 중요한 요소로 인식되고 있다(Ham 

and Park, 2019). 자동차에서 발생하는 소음은 크게 차량 내부 

소음과 차량 외부 소음으로 구분할 수 있다(Hwang, 2005). 특
히 차량 내부 소음은 운전 중 운전자 피로도에 많은 영향을 미

치므로 안전성과 깊은 연관이 있어 그 중요성이 부각되고 있

다(Eisele, 2005). 따라서 차량 내부 소음 수준을 평가하여 자동

차의 품질 결정에 반영하고, 더 낮은 차량 내부 소음 수준을 갖

춘 자동차를 생산하는 데에 활용하는 것은 중요하다. 
차량 내부 소음은 기계 작동 시 발생하는 소음 전달 방식에 

따라 구조전달음(structure borne noise)과 공기전달음(air borne 
noise)으로 구분된다(Lee and Kim, 1999). 공기전달음은 소음

This research was supported by BK21 FOUR.
†연락저자：김성범 교수, 02841 서울특별시 성북구 안암로 145, 고려대학교 산업경영공학과, Tel : 02-3290-3397, Fax : 02-3290-4550, 

E-mail : sbkim1@korea.ac.kr
2022년 1월 6일 접수; 2022년 2월 10일 수정본 접수; 2022년 5월 23일 게재 확정.

https://crossmark.crossref.org/dialog/?doi=10.7232/JKIIE.2022.48.4.409&domain=https://jkiie.org/&uri_scheme=http:&cm_version=v1.5


410  고은성․정기원․조용원․고은지․안시후․남규환․김상욱․박경환․김성범

원에서 공기 중으로 방사되어 소음처럼 인식되는 음을 의미하

며, 구조전달음은 구조물을 통해서 전달된 진동 현상으로 발

생하는 소음을 의미한다. 구조전달음은 공기전달음에 비해 더 

큰 압력을 지니기 때문에 전체 차량 내부 소음의 80% 이상을 

차지하는 것으로 알려져 있다. 구조전달음을 발생시키는 부품

들로는 엔진, 타이어, 조향 장치 등이 있다. 최근, 전기, 수소 연

료 기반의 자동차가 상용화되고, 차체 부품 개발의 고도화가 

이루어지면서 엔진과 타이어 등으로부터 발생하는 소음이 줄

어들고 있어, 조향 장치에서 발생하는 소음을 측정하는 것이 

중요해지고 있다(Lee, 2013; Ham and Park, 2019). 
전자식 조향 장치(electric power steering, EPS)는 전기모터를 

이용하여 차량의 진행 방향을 전환하는 장치이다. 비교적 저

렴할 뿐 아니라 부품 수가 적고 자율 주행 자동차에 탑재되어 

주행 및 주차 보조 등과 같은 기능을 구현할 수 있어 최근 가장 

많이 사용하고 있다. 특히 모터 랙 구동식 조향 장치(rack type 
electric power steering, R-EPS)는 모터가 바퀴 축에 직접 장착

되는 EPS 장치로 조향 감각과 주행 안정성이 뛰어나다고 알려

져 최근 출시되는 차량에 많이 탑재되고 있다(Lee and Kim, 
2017). 본 연구에서는 소음 유발 가능성이 존재하는 조향 장치

인 R-EPS 장치로부터 발생하는 차량 내부 소음을 예측한다. 
최근 인공지능이 발달하면서 자동차 산업과 관련된 다양한 

영역에서 심층학습(deep learning)을 적용하려는 시도가 있었

다. Dong(2016)은 차량 센서 데이터인 위성 항법 시스템(global 
positioning system) 데이터를 활용하여 운전자의 운전 스타일

을 인식하는 문제에 딥러닝을 활용했다. 합성곱 신경망 모델

(convolutional neural networks)과 순환 신경망 모델(recurrent 
neural networks)로 구성된 분류 모델을 학습하여 사전에 정의

한 운전 스타일을 정확히 인식했다. Park(2018)은 주행 중에 발

생하는 차량 센서 데이터들을 수집해 과속방지턱 길이를 인식

하는 문제를 해결하였다. 과속방지턱 길이를 범주형 출력 변

수로 정의하고 순환 신경망 모델을 앙상블하여 높은 정확도로 

분류하는 모델을 제안하였다. 하지만 아직까지 차량 내부 소

음 수준에 대해 수치형 출력 변수로 예측하는 것에 딥러닝을 

적용한 사례는 없었다. 따라서 본 연구에서는 R-EPS로부터 발

생하는 차량 내부 소음을 예측하는 데에 딥러닝을 적용한다. 
구축하고자 하는 심층학습 모델 입력 데이터는 R-EPS 장치

로부터 계측되는 가속도 데이터이다. R-EPS는 ball nut assem-
bly(BNA)와 Motor 라고 불리는 두 가지 장치로 구성되어 있고, 
장치마다 X축, Y축, Z축 방향에서 가속도 데이터가 수집된다. 
Lee(2020)는 단시간 푸리에 변환 기법(short-term Fourier trans-
formation, STFT)을 통해 원 신호 데이터를 주파수 대역과 시

간 변화를 파악할 수 있는 스펙트로그램으로 변환하고, 시각

적 이미지 분석에 널리 사용되는 합성곱 신경망 모델을 활용

해 베어링 결함의 고장 유형을 판별하는 심층학습 모델 성능

을 획기적으로 향상시켰다. Kang(2020)은 기계에서 발생하는 

음향 방출 신호를 스펙트로그램으로 변환해 입력 데이터로 사

용하였다. 또한, 합성곱 신경망 모델을 이용해 성능이 뛰어난 

기계 고장 진단 여부 분류 모델을 구축하였다. 본 연구에서는 

가속도 데이터에 STFT를 적용하여 스펙트로그램으로 변환한 

뒤, 고주파 대역을 제거해 합성곱 신경망의 입력 데이터로 활

용한다. 또한, 서로 다른 축으로부터 얻어지는 가속도 데이터 

특징을 정확하게 추출하기 위해 개별 축에 대해 합성곱 신경

망으로 구성된 특징 추출기를 두고, 이를 결합해 차량 내부 소

음 수준을 예측하는 다중 합성곱 신경망 모델을 제안한다. 
최근 다양한 분야에 적용되는 심층학습 모델이 뛰어난 성능을 

보이고 있지만, 예측 결과에 관한 근거를 제시할 수 없다는 한계점

이 존재한다(Han and Choi, 2017). 따라서 심층학습 모델 학습 후, 
설명 가능한 인공지능(explainable artificial intelligence, XAI) 기법

인 saliency map 알고리즘을 사용해 모델 예측 결과에 관한 원인을 

설명하고자 하는 시도가 많이 이루어지고 있다. Brahimi(2018)은 

식물 질병을 분류하는 문제에 합성곱 신경망 모델을 적용하고, 
분류 과정을 해석하기 위해 XAI 기법의 하나인 saliency map을 사

용하였다. 이를 통해 식물 분류에 중요하게 작용한 영역을 인식하

여, 식물 질병 증상에 대한 추가적인 정보를 얻을 수 있었다. 본 

연구에서는 차량 내부 소음 수준을 예측하고 학습된 심층학습 모

델 가중치로 입력 스펙트로그램 내 개별 값의 중요도를 산출하는 

saliency map 알고리즘을 활용해 예측에 중요한 주파수 대역을 산

출하였다. 이는 제안하는 심층학습 모델 성능에 관한 신뢰도를 

높이고, 향후 중요 주파수 영역에 대한 정보를 제공해 R-EPS를 

통해 발생하는 차량 내부 소음을 줄이는 데에 도움을 줄 수 있을 

것으로 기대한다.  
본 연구는 다중 합성곱 신경망 모델을 활용하여 차량 내부 

소음 수준을 예측하는 모델을 학습하고, 학습된 모델을 바탕

으로 중요 주파수 대역을 도출하여 차량 내부 소음 원인 분석

에 새로운 통찰을 제공하는 것을 목적으로 한다. 본 연구는 다

음과 같은 기여점을 가진다.

∙ 차량 내부 소음 수준 예측에 처음으로 심층 학습을 적용하여 

정확도 높은 차량 내부 소음 수준 예측 모델을 구축한다. 
∙ 가속도 데이터를 스펙트로그램으로 변환하고, 고주파 대

역을 제거하는 특징 추출 방법론이 차량 내부 소음 수준 

예측 모델을 구축하는 데에 적합함을 입증한다.
∙ XAI 기법의 하나인 saliency map을 통해 차량 내부 소음 

수준에 영향을 미치는 주파수 영역을 도출한다.

본 논문은 다음과 같은 구조를 가진다. 제2장에서는 데이터 수

집 과정과 전처리 과정에 관해 설명한다. 제3장에서는 본 연구에

서 제안하는 특징 추출 방법, 차량 내부 소음 예측을 위한 모델링, 
중요 주파수 영역 산출 과정을 구체적으로 다룬다. 제4장에서는 

실험 설계 및 평가 지표와 실험 결과에 대한 해석을 제5장에서는 

결론 및 향후 연구 방향을 제시하는 형태로 서술되어 있다.

2. 데이터

본 연구에서는 국내 대표적인 자동차 부품업체인 현대모비스
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Number of Experiment Number of Data After 
Removing Noise1.0 RPS 1.5 RPS

Sedan 11 11 12,847
SUV 13 12 11,158

Electric car 20 20 19,177

Table 1. Data Structure

Figure 1. Short Term Fourier Transformation

에서 R-EPS가 탑재된 실제 차량으로부터 수집한 가속도 데이

터를 사용하였다. 차량은 세 가지 차종으로 세단, SUV(sport 
utility vehicle), 전기차로 구성되어 있다. 본 연구에서는 모터

가 바퀴 축에 위치하는 R-EPS를 조향 장치로 사용하는 차량에 

대해 실험을 진행하였다. 핸들을 돌리면 R-EPS에 탑재되어 있

는 BNA와 motor에서 가속도가 발생한다. 두 장치의 X축, Y축, 
Z축 방향에서 계측되는 가속도를 수집하고 이를 입력 데이터

로 사용하였다. 또한, 초당 회전 수(rotation per second, RPS)는 

스티어링의 초당 회전 수를 의미한다. 즉, 1.0 RPS이면 핸들을 

일 초에 한 바퀴, 1.5 RPS이면 핸들을 일 초에 한 바퀴 반을 돌

리는 것을 의미한다. RPS가 클수록 스티어링이 빠르게 움직이

는 것으로 판단할 수 있다. 
가속도 데이터 계측은 세단, SUV, 전기차 각각에 대해 1.0 

RPS와 1.5 RPS로 나누어서 진행되었다. 세단 차량에 대해서는 

총 22번, SUV 차량에 대해서는 총 25번, 전기 차량에 대해서는 

총 40번의 실험이 이루어졌으며, 실험 조건 별 정확한 실험 횟

수는 <Table 1>에 나타나 있다. 실험 별로 얻어진 총 여섯 개 

축의 가속도 데이터는 12,800Hz의 샘플링 비율(sampling rate)을 
가지는 다중 센서 데이터이다. 본 연구에서 예측하고자 하는 

대상인 차량 내부 소음 수준은 0.25초 단위로 계측 되었다. 따
라서 총 여섯 개 축에 대한 가속도 데이터 또한 이에 맞춰 0.25초 
단위로 나누어 축마다 3,200개씩의 가속도 값을 가지도록 처

리하여 입력 데이터로 사용하였다. 앞서 설명한 방식으로 생

성된 관측치 개수는 세단 차량에 대해서 14,174개, SUV 차량

에 대해서는 11,359개, 전기 차량에 대해서는 19,193개이다. 이
후 이들 중 이상치로 분류되는 관측치들을 제거하는 전처리 

과정을 진행하였다. 이상치를 정의하는 방식은 차량 소음 전

문가의 도움을 받아 차량별, RPS별로 임곗값을 설정하여 일정 

소음 수준 이상의 내부 소음을 가지는 관측치는 이상치로 정

의하여 제거하였다. 이상치 제거 후 최종 차량별 관측치 수는 

<Table 1>에 나타나 있다. 

3. 제안 방법론

본 장에서는 먼저 총 여섯 개 축에 대한 가속도 데이터의 특

징 추출 과정을 제시한 후, 다중 합성곱 신경망 모델을 통해 차

량 내부 소음을 예측하는 과정을 구체적으로 설명한다. 마지막

으로 구축된 모델을 바탕으로 차량 내부 소음을 예측하는 데 중

요하게 작용한 주파수 영역을 추출하는 과정을 설명한다. 

3.1 특징 추출 방법론

각 데이터 샘플은 총 여섯 개 축에 대한 가속도 데이터값들을 

포함하고 있다. 이때, 여섯 개 축에 대한 가속도 데이터를 각각 

STFT를 적용해 <Figure 1>과 같이 이차원 스펙트로그램으로 변

환하여 특징을 추출하였다. STFT는 이동 구간 과 시간 , 윈도우 

함수 , 이산 신호 에 의해 식 (1)로 표현된다.

            
 ∞

∞

 (1)
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Figure 2. Multi-encoder Convolutional Neural Networks

본 연구에서는 을 20, 를 640으로 설정하였다. 즉, 3,200개
의 가속도 계측 데이터를 시간 축 기준 20개씩 이동해가면서 

총 640개의 가속도 데이터에 대해 반복적으로 고속 푸리에 변

환(fast Fourier transform, FFT)을 적용한 것을 시간 축으로 이

어 붙여 스펙트로그램을 형성했다. 이때 스펙트로그램의 가로

축은 시간 축을 의미하고, 세로축은 주파수 축을 의미한다. 본 

연구에서는 시간 축에 대해서는 0.25초를 129개의 구간으로 

나누었고, 주파수 축은 한 영역 당 20Hz의 크기를 가지는 321
개의 주파수 대역에 대한 성분 정보를 담도록 하였다.

2,560Hz 이상의 고주파 영역은 잡음이 많이 포함되어 있다

는 전문가 조언에 따라 해당 대역을 제거하여 시간 축과 주파

수 축에 대해 모두 129의 크기를 가지는 스펙트로그램을 생성

하였다. 총 여섯 개 축의 가속도 데이터에 대한 스펙트로그램

이 만들어지므로 최종적으로 (6, 129, 129) 차원의 벡터가 본 

연구의 입력 데이터로 사용된다. 

3.2 다중 합성곱 신경망을 통한 차량 내부 소음 예측 모델 

구축

본 연구에서는 개별 가속도의 고유한 특징을 추출하고 이를 

결합할 수 있도록 가속도 축 별 합성곱 신경망 기반 특징 추출

기를 사용한다. 다음으로 축 별 특징 추출기에서 나온 표현 벡

터를 결합하여 여러 가속도 사이에 존재하는 관계를 반영할 

수 있도록 하는 모델인 다중 합성곱 신경망 모델을 제안한다. 
가속도 데이터에 대해 동일한 가중치를 적용 시 정보 왜곡이 

발생할 수 있기 때문에 가속도 별 특징 추출기를 사용해 표현 

벡터를 추출하고 이들을 결합하는 방식을 사용하였다(Ahn, 
2019). 따라서 여섯 개의 특징 추출기를 가지고 있어 센서별로 

독립적으로 연결 가중치를 학습해 고유한 특징을 추출할 수 

있도록 설계된 심층학습 모델이다. 
<Figure 2>는 제안하는 다중 합성곱 신경망 모델을 통해 차량 

내부 소음 수준을 예측하는 구체적인 과정을 표현한 것이다. 먼
저 개별 가속도 데이터에 대해 생성된 스펙트로그램을 입력 데

이터로 사용한다. 개별 스펙트로그램은 각각 해당하는 축의 특

징을 추출하는 특징 추출기를 통과해 표현 벡터를 산출한다. 특
징 추출기는 이미지 분류 문제를 해결하는 주요 알고리즘인 

ResNet18(He, 2016), VGGNet19(Simonyan and Zisserman, 2014), 
EfficientNet-b0(Tan and Le, 2019)을 사용하였다. 다음으로 여섯 

가지 특징 추출기에서 추출된 표현 벡터들을 하나의 벡터로 결

합하여 완전 연결 신경망(fully connected layer)에 입력한다. 완
전 연결 신경망에서는 하나의 은닉층을 통과하고, 정규화 과정

과 정류 선형 유닛(rectified linear unit, ReLU)(Nair and Hinton, 
2010) 활성 함수를 거쳐 출력층에서 최종적으로 차량 내부 소음 

수준을 예측한다.

3.3 중요 주파수 영역 추출 과정 

본 연구에서는 XAI 기술 중 saliency map 알고리즘을 활용해 

학습된 모델을 해석하고, 중요 주파수 영역을 도출한다. 
Saliency map은 학습된 모델에서 입력 데이터 내 개별 픽셀이 

출력값에 얼마나 큰 영향을 주었는지를 정량적으로 계산한다. 
먼저 학습된 모델에 개의 행과 개의 열을 가지는 입력 데

이터  넣어 생성된 결과값을 저장한다. 그 후 결과값을 의 

각 픽셀에 대해 역전파 시키는 과정을 통해 도함수 를 구한

다. 마지막으로 벡터 를 재배열하여 saliency map 를 생성

한다(Simonyan and Zisserman, 2014). 는 식 (2)와 같이 표현

되며, 는 입력 데이터의 i 번째 행, j 번째 열에 대한   원
소의 인덱스이다.
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   (2)

이렇게 구해진 saliency map은 결과적으로 입력 데이터 특정 

픽셀 값 변화에 따른 출력값의 변화량을 의미한다. 따라서 sa-
liency map의 값이 클수록 출력 값을 결정하는 데 더 중요한 특

징적 요소라고 해석할 수 있다. 
본 연구에서는 saliency map을 통해 중요 주파수 영역을 도

출하고자 다음과 같은 연산 과정을 진행하였다. 먼저 데이터 

샘플 마다 saliency map 를 구한다. 여기서 는 번째 

데이터 샘플의 번째 가속도 축에 대한 saliency map 를 의

미한다. 다음으로 중요 주파수 영역을 도출하기 위해 시간 축 

기준으로 saliency map 값들을 모두 더해 를 생성한다. 해
당 과정은 식 (3)과 같이 표현할 수 있다. 식 (4)에서는 개별 축

마다 모든 관측치의 saliency map 평균값을 계산하여 축 별 중

요 주파수 대역을 산출하였다. 최종적으로 식 (5)에서처럼 모

든 가속도 축의 saliency map 평균값을 계산하여 전체적인 중

요 주파수 영역을 도출한다. 사용한 입력데이터의 주파수 축 

한 칸의 크기가 20Hz이므로 식 (5)의 는 주파수 20Hz 단위

마다 주파수 영역의 중요도를 산출한 값을 나타낸다.

 


 (3)

 

∑ (4)

 

∑ (5)

4. 실험 결과 

본 연구에서는 다중 합성곱 신경망 모델의 특징 추출기로 

ResNet18, VGGNet19, EfficientNet-b0를 사용하였다. 첫 번째 실

험에서는 다른 조건들은 같게 설정한 상태에서 특징 추출기를 달

리하였을 때, 차량 내부 소음 수준 예측 성능을 비교하였다. 두 번

째 실험에서는 제안하는 특징 추출 방법론이 해당 연구에 적합한

지를 확인해보고자 하였다. 따라서 입력 데이터 형태가 파형

(waveform) 형태일 때, 고주파 대역을 제거하기 전 스펙트로그램 

형태일 때, 고주파 대역을 제거한 후 스펙트로그램 형태일 때로 

구분하여 차량 내부 소음 수준 예측 성능을 비교하였다. 마지막

으로 내연기관 차량인 세단과 SUV에 대해서는 모델의 차량 내부 

소음 수준 예측에 큰 영향을 미치는 중요 주파수 영역을 밝혔다. 
모든 실험에 대해서 학습과 검증은 4겹 교차 검증을, 최적화 방식 

(optimizer)은 AdamW(Loshchilov and Hutter, 2017)를, 학습률

(learning rate)은 0.001, 배치 사이즈(batch size)는 64를 적용하였

다. <Table 2>는 차량 종류마다 실험에 사용된 학습용 데이터, 검
증용 데이터, 평가용 데이터 수를 나타내며, 데이터는 실험 인덱

스를 기준으로 분류하였다. 

Table 2. Classification of Data for Experiments

Car type Train data Validation data Test data

Sedan 7235 1419 4193

SUV 6964 776 3418

Electric car 10322 1515 7340

4.1 평가 지표

구축한 예측 모델의 성능을 평가하기 위한 지표로는 평균 

절대 오차(mean absolute error, MAE)와 평균 제곱근 오차(root 
mean square error, RMSE), 결정 계수( )를 사용하였다. 평균 

절대 오차는 실제값과 예측값의 차이를 절댓값으로 변환한 후 

평균을 취해서 구하며 식 (6)과 같이 표현된다. 평균 제곱근 오

차는 실제값과 예측값의 차이가 얼마나 분산되어 있는지를 측

정하는 평가 지표로 식 (7)과 같이 표현된다. 이때, ′는 예측

값을, 는 실제 값을 나타내며, 은 표본의 수를 의미한다. 

 

∑  
 ′



∑  
  (6)

  




∑  
 ′



(7)

결정 계수는 독립변수가 종속변수의 변동을 얼마나 잘 설명

할 수 있는지를 나타내는 지표이다. 즉, 식 (9)로 정의되는 총 

변동(total sum of squares, SST)에 대한 식 (10)으로 정의되는 

독립변수가 설명 가능한 변동(residual sum of squares, SSR)의 

비율로 나타내며 식 (8)로 표현된다. SST는 SSR과 식 (11)로 

정의되는 독립변수가 설명 불가능한 변동(error sum of squares, 
SSE)의 합이므로 식 (8)과 같이 SSE을 이용해 결정 계수를 구

하는 것도 가능하다. 여기서 는 관측값, 는 관측값의 평균, 
는 추정 값을 나타낸다. 
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 (11)

4.2 특징 추출기 종류에 따른 차량 내부 소음 수준 예측 결과 

특징 추출기는 ResNet18, VGGNet19, EfficientNet-b0 구조로 

변경하며 실험을 진행하였다. ResNet은 합성곱 신경망이 깊어

짐에 따라 나타나는 기울기 소멸(gradient vanishing) 문제를 해
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Car type Model MAE RMSE 

Sedan
ResNet18 1.073 1.381 0.688

VGGNet19 1.255 1.574 0.595
EfficientNet-b0 1.233 1.555 0.605

SUV
ResNet18 0.840 1.131 0.733

VGGNet19 0.994 1.309 0.642
EfficientNet-b0 0.954 1.271 0.662

Electric car
ResNet18 0.969 1.389 0.874

VGGNet19 1.523 1.963 0.748
EfficientNet-b0 1.506 2.308 0.651

Table 3. Regression Results Depend on Encoder

결하고자 등장한 잔차 학습(residual learning) 방식이 포함된 

구조이다. 기울기 소멸 문제를 해결하여 깊은 신경망에서도 

좋은 성능을 보여주었다. VGGNet은 신경망의 깊이가 모델의 

성능에 중요한 요소임을 인지하고 제안된 구조이다. 합성곱 

신경망 필터의 커널 크기를 가장 작은 3×3으로 고정하여 가중

치 개수를 줄여 과적합 문제를 방지하면서 깊은 신경망 모델

을 구현하는 것을 가능하게 했다. 마지막으로 EfficientNet-b0
은 합성곱 신경망의 깊이, 너비, 입력 이미지 크기 사이에는 일

정한 관계가 있다는 것을 증명하고, 이 세 가지 속성을 효율적

으로 조절하는 방법을 제안해 동일한 연산량을 보이는 다른 

구조들에 비해 좋은 성능을 보이는 것으로 알려져 있다. 
<Table 3>에는 차종별, 특징 추출기별로 평균 절대 오차와 평

균 제곱근 오차, 결정 계수 값을 정리하였다. 
ResNet18을 특징 추출기로 사용한 경우, 결정 계수가 세단 차

량에 대해서는 0.688, SUV 차량에 대해서는 0.733, 전기 차량에 

대해서는 0.874를 기록하면서 가장 좋은 성능을 보이는 것을 확

인했다. 또한, 평균 절대 오차도 개별 차종에 대해 1.073, 0.840, 
0.969의 가장 낮은 수치를 보여주었다. 반면 VGGNet19를 인코더

로 사용하였을 경우, 각 차량에 대해 1.255, 0.994, 1.523의 평균 절

대 오차를 기록하며 가장 낮은 성능을 보이는 것을 확인할 수 있

었다. 하지만 세단 차량에 VGGNet19를 적용했을 때를 제외한 모

든 경우에서 0.6 이상의 결정 계수 값을 가지는 것을 보아 다중 합

성곱 신경망 모델이 차량 내부 소음을 예측하는데 특징 추출기 

종류에 관계없이 차량 내부 소음 수준에 긍정적인 영향을 미치는 

표현 벡터를 산출했다고 할 수 있다. 

4.3 입력 데이터에 따른 차량 내부 소음 수준 예측 결과

제안하는 특징 추출 방법론이 차량 내부 소음 예측에 적

합한지 증명하기 위한 실험을 진행하였다. 입력 데이터 형

태를 파형 형태로 사용하는 경우와, 고주파 대역을 포함한 

스펙트로그램을 사용하는 경우와 고주파 대역을 제거한 경

우로 구분하여 예측 성능을 비교하였다. 특징 추출기는 제

4.2절 성능 비교에서 가장 뛰어난 성능을 보인 ResNet18을 

활용하였다. 

Car type Input data MAE RMSE 

Sedan

Waveform 1.318 1.688 0.534
Spectrogram 1.264 1.610 0.576

Removed
Spectrogram
(Proposed)

1.073 1.381 0.688

SUV

Waveform 1.001 1.305 0.644
Spectrogram 0.895 1.214 0.692

Removed
Spectrogram
(Proposed)

0.840 1.131 0.733

Electric 
car

Waveform 2.104 2.603 0.556
Spectrogram 1.065 1.491 0.854

Removed
Spectrogram
(Proposed)

0.969 1.389 0.874

Table 4. Regression Results Depend on Feature Extraction Method

실험 결과 모든 차종에서 STFT를 통해 얻은 스펙트로그램

의 고주파 영역을 제거한 경우, 세단, SUV, 전기 차종에 대해 

각각 1.073, 0.840, 0.969의 평균 절대 오차 값과 1.381, 1.131, 
1.389의 평균 제곱근 오차 값, 0.732, 0.730, 0.868의 결정 계수 

값을 가지며 가장 좋은 성능을 보이는 것을 확인할 수 있었다. 
본 실험 결과를 통해 스펙트로그램의 고주파 대역을 제거하는 

특징 추출 방식이 차량 내부 소음 수준을 예측하는 문제에 적

합함을 입증하였다. 또한, 전문가의 조언처럼 고주파 대역이 

노이즈 역할을 하였다는 것을 알 수 있었다.

4.4 중요 주파수 영역 추출 결과

본 장은 내연기관 차량인 세단과 SUV, 전기차에 대해 4.2절
의 ResNet18을 인코더로 사용하여 학습시킨 합성곱 신경망 모

델에 대해 saliency map을 구하고 이를 분석한 내용이다. 개별 

관측치 saliency map을 구하면, 입력 데이터 차원과 동일한 크

기의 saliency map을 얻을 수 있다. Saliency map의 결과값들은 

해당 원소 값이 변화할 때 구축한 모델 결과값이 얼마나 변하

는지에 대한 정보를 담고 있다. 즉, saliency map의 결과값이 크

다면 모델의 결과에 큰 영향을 준다고 해석할 수 있으며, 차량 

내부 소음을 예측하는데 중요한 영역으로 판단할 수 있다. 
<Figure 3>은 개별 관측치 내 가속도 축에 관한 saliency map을 

도출하고 이를 히트 맵(heatmap)으로 시각화한 결과이며, 결과

값이 클수록 하얀 색상으로 나타난다. 이를 통해 차량 종류별, 
가속도 축 별로 중요 주파수 영역이 조금씩 다른 것을 확인할 

수 있다. 
<Figure 4>는 saliency map 결과를 바탕으로 3.3장에서 언급

한 방법론에 따라 차량 별, 축 별로 주파수 영역의 중요도를 계

산하고 이를 그래프로 나타낸 결과이다. 이를 통해 세단은 

BNA 위치의 X축 가속도가, SUV는 Motor 위치의 X축 가속도
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Figure 3. Saliency Map Heatmap

가, 전기차는 Motor 위치의 Y축 가속도가 차량 내부 소음을 예

측하는 데 가장 중요한 역할을 하는 것을 확인할 수 있었다. 
<Figure 5>는 가속도 축별로 구해진 주파수 영역의 중요도 평

균을 내어 산출한 전반적인 주파수 영역의 중요도를 히트 맵으

로 시각화한 것이다. 히트 맵 y축의 아래에서 위로 갈수록 고주

파 영역을 나타내며 20Hz마다 주파수 영역의 중요도를 나타내

고 있다. 히트 맵을 분석해본 결과 내연기관 차량인 세단, SUV
에 대해서는 중요 주파수 영역이 주로 저주파에 분포되어 있지

만, 전기차에 대해서는 중요 주파수 영역이 골고루 분포하고 있

는 것을 확인할 수 있었다. 더 나아가서 20Hz 단위마다 주파수 

영역별 중요도의 순위를 매겨 본 결과 세단 차량은 340~360Hz, 
0~20Hz, 120~140Hz 영역이, SUV 차량은 100~120Hz, 60~80Hz, 
160~180Hz 영역이, 전기차는 1,300~1,320Hz, 1,340~1,360Hz, 
1,380Hz~1,400Hz 영역이 각각 1, 2, 3등에 위치하여 차량 내부 

소음에 큰 영향을 미치는 주파수 영역으로 도출되었다. 
<Figure 6>, <Figure 7>과 <Figure 8>은 각각 세단, SUV와 전

기차에 대해 왼쪽은 현대모비스에서 받은 noise transfer func-
tion(NTF)을 기반으로, 오른쪽은 saliency map 결과를 기반으

로 주파수 영역별 중요도를 그래프로 나타낸 것이다. NTF는 

소음의 근원지에서 해머(hammer)를 이용하여 전 주파수에 같

은 힘을 가한 후, 리시버(receiver)에서 주파수에 따른 응답을 

받아 얻어진다. 전달이 잘 되는 주파수는 응답이 높고, 전달이 

잘되지 않는 주파수는 응답이 낮아 NTF는 자동차 산업 분야

의 이론에 기반하여 차량 내부 소음에 중요하게 생각하는 주

파수 영역에 대한 정보를 나타내게 된다. 따라서 NTF를 sali-
ency map 결과와 비교해 보는 것은 구축한 모델을 분석하는 

데에 도움을 준다. 비교해 본 결과, 내연기관 차량인 세단, 
SUV에 대해서는 NTF와 saliency map 결과가 비슷한 형태의 

그래프를 나타냈지만, 전기차에 대해서는 다른 형태의 그래프

를 나타내는 것을 확인해 볼 수 있었다. <Figure 6>과 <Figure 
7>의 그래프를 비교해 보면 세단, SUV에 대한 NTF와 saliency 
map 기반의 그래프에서 모두 저주파에서 고주파로 갈수록 중

요도가 낮아지는 경향을 보인다. 반면 <Figure 8>의 그래프를 

비교해 보면 전기차에 대한 NTF 기반의 그래프는 저주파에서 

고주파로 갈수록 중요도가 낮아지는 경향을 보이지만, sali-
ency map 기반의 그래프에서는 1,200~1,400Hz까지는 주파수 

영역의 중요도가 증가하다가 그 이후로는 감소하는 경향을 보

이고 있었다.  

Figure 4. Frequency Importance of Each Axis



Figure 5. Integrated Frequency Importance Heatmap

Figure 6. Frequency Importance of Sedan

Figure 7. Frequency Importance of SUV

Figure 8. Frequency Importance of Electric Car
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Rank
Sedan SUV Electric car

NTF Saliency Map NTF Saliency Map NTF Saliency Map
1 0~200 200~400 0~200 0~200 200~400 1,200~1,400
2 200~400 0~200 200~400 200~400 0~200 600~800
3 400~600 400~600 400~600 600~800 400~600 800~1000
4 600~800 600~800 600~800 400~600 600~800 1,000~1,200
5 1,400~1,600 1,000~1,200 800~1,000 1,200~1,400 800~1,000 1,400~1,600
6 1,200~1,400 800~1,000 1,000~1,200 800~1,000 1,000~1,200 1,600~1,800
7 1,000~1,200 1,200~1,400 1,200~1,400 1,800~2,000 1,200~1,400 1,800~2,000
8 800~1,000 1,400~1,600 1,400~1,600 1,000~1,200 1,400~1,600 400~600
9 2,200~2,400 1,600~1,800 1,600~1,800 1,400~1,600 1,600~1,800 200~400

10 1,800~2,000 1,800~2,000 2,000~2,200 1,600~1,800 1,800~2,000 2,000~2,200
11 2,000~2,200 2,000~2,200 1,800~2,000 2,000~2,200 2,000~2,200 2,200~2,400
12 1,600~1,800 2,400~2,600 2,200~2,400 2,200~2,400 2,200~2,400 0~200
13 2,400~2,600 2,200~2,400 2,400~2,600 2,400~2,600 2,400~2,600 2,400~2,600

Table 5. Rank of Frequency Importance by Car Type

<Table 5>는 0~2,600Hz의 주파수 대역을 200Hz 단위로 구

분해 NTF, saliency map 결과를 기반으로 해당 구간에 속하는 

주파수의 중요도 평균을 구한 후 순위를 매긴 결과를 비교하고 
있다. 차량 종류별로 왼쪽에는 NTF를 기반으로, 오른쪽에는 

saliency map을 기반으로 주파수 영역의 중요도 순위를 매긴 

결과를 담고 있다. 상위권에 있는 주파수 영역을 비교해보면, 
세단, SUV 차종에 대한 NTF, saliency map 기반 결과에서 모두 

0~800Hz 사이의 주파수 영역들이 4위 이내에 존재하는 것을 

확인할 수 있었다. 하지만 <Figure 8>의 그래프를 통해서도 확

인할 수 있었듯이 전기차에 대해서는 NTF, saliency map 기반 

주파수 영역의 중요도 순위가 다르게 나타났다. 
NTF와 saliency map을 기반으로 한 결과를 비교한 것을 종

합해보면, 내연기관 차량인 세단과 SUV에 대해서는 제안한 

모델에서 중요하게 생각하는 주파수 영역이 실제 자동차 산업 

분야의 지식을 기반으로 중요하게 생각하는 주파수 영역과 유

사한 것을 확인하였다. 하지만 세부적으로는 다른 부분이 존

재하며, 특히 전기차에 대해서는 NTF와 saliency map 기반의 

결과가 다른 양상을 보이고 있었다. 자동차 산업 분야의 지식

과 다른 결과를 보이는 부분에 관해서는 이후의 연구를 통해 

차량 내부 소음의 원인에 대한 새로운 통찰을 얻는 데 활용할 

수 있다. 

5. 결  론 

본 연구에서는 R-EPS의 BNA와 Motor 장치의 세 가지 축에서 

얻어지는 여섯 개 축의 가속도 데이터를 기반으로 차량 내부 

소음 수준을 예측하는 정확도 높은 다중 합성곱 신경망 심층

학습 모델을 제안하였다. 이는 차량 소음 수준을 예측하는 문

제에 처음으로 심층학습을 적용했다는 것에 의의가 있다. 또
한, 파형 형태로 계측되는 가속도 데이터를 스펙트로그램으로 

변환하고, 고주파 대역을 제거하는 특징 추출 방법론이 차량 

내부 소음 수준 예측에 효과적임을 증명하였다. 마지막으로 

XAI 기법 중 saliency map을 활용하여 차량 내부 소음 수준에 

큰 영향을 미치는 주파수 대역을 제시할 수 있었다. 추후 차량 

내부 소음 수준에 영향을 미치는 주파수 대역에 대한 정보를 

기반으로 자동차 산업 분야에 차량 내부 소음 수준을 낮출 수 

있는 제품을 고안하는 데에 긍정적 영향을 줄 것을 기대해 볼 

수 있다. 
본 연구는 모든 차종에 대해 다중 합성곱 신경망 모델을 새

롭게 학습시키므로 차종별 모델을 구축하기 위해 다량의 

R-EPS 가속도 데이터와 차량 내부 소음 수준 데이터가 쌍으로 

존재해야 한다. 차량 내부 소음 수준 데이터를 수집하기 위해

서는 차량에 R-EPS를 탑재하여 가속도 데이터를 계측하고 전

문가가 직접 차량 내부 소음 수준을 측정하는 여러 번의 실차 

평가가 선행되어야 하므로 많은 시간과 비용이 든다는 한계점

이 있다. 이를 보완하기 위해 차후에는 레이블(label)이 없는 데

이터로 학습하는 자기지도학습(self-supervised learning) 방식

을 적용하는 연구를 진행할 예정이다. 자기지도학습에는 실차 

평가 데이터가 아닌 차량과 유사한 설비에서 R-EPS 가속도 데

이터를 계측하는 대상 평가를 통해 얻은 데이터를 활용한다. 
대상 평가는 실제 차량에서 이루어지지 않기 때문에 차량 내

부 소음 수준을 알 수는 없지만 실차 평가보다 현저히 적은 시

간과 비용이 든다는 이점을 가진다. 따라서 대상 평가로 얻은 

가속도 데이터만을 활용해 주파수 대역 순서 맞추기, 대조 학

습 등 다양한 자기지도학습 방식으로 표현 벡터를 사전 학습

시킨 후, 사전 학습된 모델을 차종별 차량 내부 소음 수준 예측 

모델을 학습시키는 데 활용할 계획이다. 이를 통해 차종에 따

라 불변하는 가속도 데이터 자체의 특징을 미리 학습하여 새

로운 차종에 대한 소음 수준 예측 모델을 구축하는데 드는 실

차 평가 데이터의 수를 줄이고, 더 나아가서 학습에 필요한 시

간을 단축할 수 있을 것으로 기대한다.
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