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Table Question Answering (QA) aims to answer questions based on semi-structured tables. Unlike text data, 
tables possess a unique two-dimensional structure, driving the exploration of specialized learning approaches to 
enhance language models’ understanding of tables. However, while Table QA research is advancing rapidly in 
English, its development in Korean is still in its early stages. To mitigate this gap, we present KOreaPAS, 
specifically designed for Korean Table QA tasks. KOreaPAS is based on TAPAS’s architecture, and its learning 
process consists of two stages: pre-training and fine-tuning. In the publicly available Korean tabular dataset for 
pre-training language models, approximately 36.5% instances lack text information related to tables, and it can 
potentially hinder the models’ learning of various correlations between text and the table during pre-training. To 
address the issue, we introduce a table-text mapping method that retrieves the most relevant text for the table 
from Wikipedia pages. Further, we propose a multi-granularity fine-tuning strategy that utilizes the three 
granularities of the table structure for both training and inference. Experimental results robustly confirm the 
effectiveness of the proposed approaches in enhancing the comprehension abilities of language models towards 
questions over tables. Specifically, KOreaPAS demonstrated the highest performance among currently published 
benchmark models in tests conducted on two Korean Table QA datasets, thus establishing a new standard in 
Korean Table QA tasks.
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1. 서  론

질의응답(Question Answering)은 주어진 데이터를 기반으로 

사용자의 질문에 대한 정답을 도출하는 과업으로, 사용자가 

대규모의 데이터로부터 원하는 질문에 대한 정답을 쉽고 효율

적으로 얻을 수 있도록 보조하는 것을 주목적으로 한다

(Pandya and Bhatt, 2021; Wang, 2022). 가장 일반적인 형태의 

질의응답은 텍스트 데이터를 대상으로 수행되지만, 현실 세계

에서 접할 수 있는 문서에는 표, 차트, 이미지 등 다양한 형태

의 데이터가 포함되는 만큼 각 데이터의 특성에 맞는 질의응

답 모델 또한 활발하게 연구되고 있다(Pasupat and Liang, 2015; 
Agrawal et al., 2015; Kahou et al., 2017; Kafle et al., 2018; 
Methani et al., 2019; Masry et al., 2022).
텍스트 이외의 데이터를 다루는 대표적인 질의응답 과업으

로는 표 데이터에 대한 질문에 정답을 반환하는 표 질의응답

(Table Question Answering)이 있다(Jin et al., 2022). 표는 열과 
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행의 2차원 구조를 가지는 데이터로, 웹페이지, 스프레드시트, 
PDF, HTML 등의 다양한 문서와 데이터베이스 시스템에서 데

이터를 구조화하고 저장하기 위해 널리 사용된다(Dong et al., 
2022; Wang et al., 2021). 특히, 표는 복잡한 자료를 구조화하여 

사용자가 데이터를 쉽게 읽고 이해하는 데 도움을 주며, 표로 

구조화된 데이터를 이용하면 보다 용이하게 데이터를 분석하

고, 통계적 특징을 파악할 수 있다. 따라서, 복잡한 수치 데이터

나 통계 자료를 주로 다루는 금융, 행정, 과학 등의 분야에서 표 

질의응답 모델의 필요성이 더욱 부각되고 있다(Jin et al., 2022; 
Chen et al., 2021, 2022; Zhao et al., 2022; Zhu et al., 2021).

GPT(Radford et al., 2018)와 BERT(Devlin et al., 2019)를 시

작으로 정답 쌍이 존재하지 않는 대규모의 텍스트 데이터

(unlabeled large corpus)로 사전 학습된 언어 모델이 다양한 자

연어 처리 과업에서 우수한 성능을 나타낼 수 있음이 여러 연

구에서 입증되었다(Lewis et al., 2019; Liu et al., 2019; Raffel et 
al., 2019; He et al., 2020). 하지만 사전 학습 언어 모델이 사전 

학습 시 활용한 텍스트 데이터는 식별 가능한 구조가 없는 비

정형 데이터인 반면 표 데이터는 2차원의 구조를 가지는 반정

형 데이터이므로 현존하는 사전 학습 언어 모델을 표 질의응

답 학습에 그대로 적용하는 것은 적합하지 않다(Dong et al., 
2022; Liu et al., 2021). 따라서 사전 학습 언어 모델을 이용해 

표 내외의 텍스트에 대한 이해 능력은 유지하면서, 표가 가지

는 구조적 정보를 추가로 학습하기 위한 다양한 방법이 시도

되어 왔다. 대표적인 방법으로는 열과 행을 구분하는 구분자

가 추가된 새로운 입력 형태를 활용하는 방법(Glass et al., 
2021; Iida et al., 2021; Liu et al., 2021; Yin et al., 2020), 표가 가

지는 정보를 나타내기 위한 새로운 임베딩을 추가하는 방법

(Deng et al., 2020; Eisenschlos et al., 2021; Herzig et al., 2020; 
Wang et al., 2021; Yang et al., 2022) 등이 있다.

표 질의응답 과업을 효과적으로 수행하기 위해서는 표 학습

에 적합한 입력 형태나 모델 구조를 기반으로 대규모의 표 데

이터를 이용한 추가적인 학습이 필수적이다. 그러나 현재까지 

공개된 대규모의 표 데이터(Herzig et al., 2020; Liu et al., 2021; 
Wang et al., 2021; Yin et al., 2020; Yu et al., 2020)는 대부분 영

어로 구성되며, 한국어의 경우 한국어에 특화된 표 데이터 및 

표 질의응답 데이터의 부재로 인해 표 질의응답 관련 연구가 

제한적으로 진행되어 왔다. 하지만 최근 약 120만 개의 한국어 

표 데이터(KorWikiTabular)와 약 7만 개의 한국어 표 질의응답 

데이터(KorWikiTQ)로 구성된 대규모의 데이터셋(Jun et al., 
2022)이 공개되며 한국어에 특화된 표 질의응답 연구가 가능

해졌다. 이에 본 연구에서는 표 질의응답 과업을 위한 최초의 

대규모 한국어 데이터셋에 대해 학습을 수행한 한국어 특화 

표 질의응답 모델인 KOreaPAS를 제안한다. KOreaPAS를 학습

하는 과정은 대량의 표 데이터로 사전 학습을 수행하는 과정

과 표 질의응답 데이터에 대해 미세 조정(fine-tuning)을 하는 

두 가지 단계로 구성된다. 이 과정에서 본 연구는 공개된 한국

어 표 데이터셋이 사전 학습 단계에서 가지는 문제점을 보완

하는 과정과 표에 존재하는 다양한 granularity를 활용한 새로

운 미세 조정 방식에 집중하였다. KOreaPAS를 이용해 두 가지 

한국어 표 질의응답 데이터셋에 대해 평가를 진행한 결과 모

든 데이터셋에서 우수한 성능을 달성했으며, 이를 통해 본 논

문에서 제안한 학습 방식이 사전 학습 언어 모델의 한국어 표 

질의응답 능력을 향상시키는 데 크게 기여함을 확인할 수 있

다. 본 연구는 최초로 현재까지 공개된 한국어 표 데이터셋 및 

한국어 표 질의응답 데이터셋을 이용해 학습을 수행했으며, 
향후 진행될 한국어 표 질의응답 연구에서 참조할 수 있는 비

교 모델을 제안했다는 점에서 의의가 있다.
본 논문의 구성은 다음과 같다. 먼저 제2장에서는 본 논문에

서 제안하는 모델의 기반이 되는 TAPAS(Herzig et al., 2020)를 

포함하여 표 데이터에 특화된 사전 학습 연구에 관해 서술한

다. 제3장에서는 본 연구에서 모델을 학습하기 위해 사용한 사

전 학습 방식과 미세 조정 방식에 대해 자세히 소개하며, 제4
장에서는 두 가지 한국어 표 질의응답 데이터셋에 대한 실험 

결과를 서술한다. 마지막으로 제5장에서는 본 연구에서 제안

한 모델의 의의와 한계를 설명한 후 이를 개선하기 위한 향후 

연구 방향을 제시한다.

2. 관련 연구

2.1 표 특화 사전 학습

Figure 1. An Example of Various Granularities in the Table. The Table 
Includes Different Granularity Evidence Consisting of 
Coarse-grained Column and Row and Fine-grained Cell

표에 특화된 사전학습 방법론은 모델의 구조에 따라 크게 두 

가지로 구분할 수 있다. 트랜스포머(Vaswani et al., 2017)의 인

코더 구조를 기반으로 한 대표적인 모델로는 Herzig et 
al.(2020), Eisenscholos et al.(2021), Yang et al.(2022), Yin et al. 
(2020), Wang et al.(2021), Deng et al.(2020)가 있으며, 트랜스포

머의 인코더-디코더 구조를 기반으로 한 대표적인 모델로는 

Liu et al.(2022), Xie et al.(2022)가 있다. 트랜스포머의 인코더 

구조를 기반으로 한 모델 중 Yin et al.(2020), Wang et al.(2021), 
Eisensholos et al.(2021), Yang et al.(2022) 모두 BERT의 Masked 
Language Modeling(MLM) 사전 학습 방식을 응용하여 텍스트 

또는 표에 속하는 토큰이 전체 문맥상에서 가지는 표현

(Contextual Representations)을 학습한다. 이때, Yin et al.(2020) 
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이외의 방법론들은 BERT에서 사용한 WordPiece tokenizer의 

토큰 단위 마스킹이 아닌 셀 단위의 마스킹을 사용하는 점에서 

차이를 보인다.
표는 일반적인 텍스트와 달리 2차원의 구조를 가지는 만큼 

데이터 내에 다양한 granularity가 존재한다. 데이터의 gran-
ularity란 데이터가 세분화된 정도를 의미하며, 그 정도에 따라 

coarse-grained와 fine-grained로 구분된다. 표 데이터의 경우 

<Figure 1>과 같이 가장 세분화된 단위인 셀을 fine-grained로 

구분 지을 수 있으며, 셀을 포함하는 열과 행을 coarse-grained
로 구분 지을 수 있다. 이처럼 표가 가지는 다양한 granularity
의 표현을 학습하기 위해 Yin et al.(2020)과 Wang et al.(2021)
은 MLM 외에 추가적인 사전 학습 과업을 제안하였다. Yin et 
al.(2020)은 셀 수준의 표현을 학습하기 위해 마스킹된 셀을 예

측하는 Cell Value Recovery(CVR)와 열 수준의 표현을 학습하

기 위해 마스킹된 열의 이름과 데이터 유형을 예측하는 

Masked Column Prediction(MCP)을 사전 학습 과정에 추가하

였다. 반면에, Wang et al.(2021)은 셀 수준의 표현을 학습하기 

위해 랜덤하게 마스킹된 셀에 대응되는 원본 문자열을 반환하

는 Cell-level Cloze(CLC), 표 수준의 표현을 학습하기 위해 입

력으로 주어진 텍스트와 표의 관련 여부를 이진 분류하는 

Table context retrieval(TCR)을 추가하였다. 두 연구에선 이러

한 추가적인 사전 학습 방식이 표 질의응답, Text-to-SQL, 셀 

유형 분류(Cell Type Classification), 표 유형 분류(Table Type 
Classification) 등 표와 관련된 여러 후속 과업(Down-stream 
Task)에서 성능 향상에 기여함을 보이며 표가 가지는 다양한 

granularity를 학습에 응용하는 것의 중요성을 확인했다.
최근 인코더-디코더 구조를 사용하여 표 질의응답 과업을 

Text-to-Text 방식으로 학습하는 모델이 WikiSQL(Zhong et al., 
2018), WikiTQ(Pasupat and Liang, 2015), SQA(Iyyer et al., 
2017) 등의 대표적인 표 질의응답 벤치마크 데이터셋에서 좋

은 성능을 기록하고 있다(Liu et al., 2021; Xie et al., 2022). Liu 
et al.(2022)은 사전 학습된 BART(Lewis et al., 2019)를 기반으

로 표와 SQL 쿼리를 입력으로 받고 정답을 생성하는 방식으

로 사전 학습을 진행한 후, 질문 텍스트와 표를 입력으로 받고 

정답을 생성하는 방식으로 미세 조정을 수행하였다. 또한, Xie 
et al.(2022)은 T5(Raffel et al., 2020)를 이용해 총 21개의 자연

어 처리 과업을 Text-to-Text 문제로 푸는 모델을 제안하였다. 
이러한 방법론은 표에 특화된 구조나 사전 학습 방식을 사용

하지 않으므로 학습이 용이하며, 입력과 출력의 구성을 변경

하여 여러 과업에 쉽게 적용할 수 있다는 장점이 있다. 하지만 

Liu et al.(2022)의 경우 SQL 쿼리-정답 쌍으로 구성된 추가적

인 데이터를 필요로 하며, Xie et al.(2022)은 사전 학습을 진행

한 모델에 비해 낮은 성능을 보인다는 한계를 가진다.
본 연구는 추가적인 데이터 구축 과정이 필요 없으면서도 

영어 표 질의응답 벤치마크 데이터셋(Pasupat and Liang, 2015; 
Iyyer et al., 2017)에 대해 좋은 성능을 보인 TAPAS 구조를 학

습에 활용하였다. 또한, 표가 가지는 다양한 granularity를 사전 

학습에 반영한 연구(Wang et al., 2021; Yin et al., 2020)를 참고

하여 TAPAS를 기반으로 표 내에 존재하는 다양한 granularity
를 학습과 추론에 활용한 미세 조정 방식을 제안하였다.

2.2 TAPAS

TAPAS는 대규모의 표 데이터에 대해 사전 학습과 미세 조정

을 수행한 대표적인 표 질의응답 모델이다. TAPAS는 BERT 구
조를 기반으로 하며, BERT의 기존 입력 임베딩에 표가 가지는 

특수한 정보를 학습하기 위한 추가적인 임베딩을 도입하였다. 
새롭게 추가된 임베딩에는 특정 토큰이 속한 행과 열의 인덱스

를 나타내는 행 임베딩, 열 임베딩과 동일한 열에 속하는 셀들 

간의 상대적 순위 정보를 나타내는 순위 임베딩이 해당한다. 
TAPAS는 위키피디아로부터 약 620만 개의 표와 약 2,130만 개

의 텍스트를 수집하여 대규모의 표-텍스트 데이터 쌍을 구축하

였으며, 이를 이용해 표 데이터에 특화된 사전 학습을 진행하였

다. TAPAS의 사전 학습 과정은 BERT와 유사하나, i) 표와 텍스

트의 결합 표현(joint representation)을 학습할 수 있도록 텍스트

와 선형화된 표를 함께 입력으로 구성하는 점과 ii) MLM 학습 

시 텍스트 부분에 대해서는 단어 단위로, 표 부분에 대해서는 

셀 단위로 마스킹을 수행한다는 점에서 미세한 차이를 보인다.
미세 조정 단계에서는 정답을 도출하는 과정에서 집계 연산

의 필요 유무에 따라 문제의 유형을 세 가지로 분류하고, 유형

별로 손실 함수(loss function)를 상이하게 구성한다. 이 중 집계 

연산이 필요하지 않고 표에 존재하는 특정 셀이 바로 정답이 

되는 문제는 셀 선택(Cell Selection) 유형으로 분류된다. 현재

까지 공개된 한국어 표 질의응답 데이터셋의 경우, 대부분 정

답이 표 내의 특정 셀에 대응되는 문제로 구성되어 있으므로 

본 논문은 미세 조정 단계에서 셀 선택 유형의 문제에 한하여 

학습과 성능 평가를 수행하였다.
본 연구에서 새롭게 제안한 미세 조정 방식은 TAPAS의 미

세 조정 방식과 유사하지만 두 가지 측면에서 차이를 보인다. 
첫 번째 차이점은 TAPAS의 경우 셀 선택 유형에 해당하는 문

제를 학습하기 위한 손실 함수가 정답 셀을 선택하기 위한 손

실 함수와 정답 셀을 포함한 열을 선택하기 위한 손실 함수로 

구성되는 반면 본 연구에선 정답 셀을 포함한 행을 선택하기 

위한 손실 함수도 학습 과정에 추가하여 표가 가지는 모든 

granularity를 학습에 활용한다는 점이다. 두 번째 차이점은 추

론 과정에 있다. TAPAS는 표가 가지는 두 가지의 granularity
를 학습에 활용하는 것과 별개로 추론 시에는 셀에 대한 점수

만을 사용한다. 그러나 본 연구에선 각기 다른 granularity별로 

산출된 점수를 모두 추론 과정에 활용하였다. 이에 대한 상세

한 설명은 각각 3.2장과 3.3장에 포함된다.

2.3 한국어 표 질의응답

본 연구 이전까지 진행된 한국어 표 질의응답 연구는 한국
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Figure 2. Overall Training Framework

어 표 질의응답 데이터셋의 부재로 인해 연구 수행 기관에서 

자체적으로 제작한 데이터셋을 사용하거나(Park et al., 2018), 
위키피디아 문서를 기반으로 제작된 질의응답 데이터셋에서 

정답이 표 내부에 존재하는 데이터를 선택적으로 추출하여 학

습과 평가를 진행하였다(Cho et al., 2020). 이와 같은 연구들은 

한국어 표 질의응답 과업을 위해 공개된 대규모의 데이터가 

없는 상황에서 직접 데이터를 구축하고, 이를 바탕으로 한국

어 표 질의응답 과업에 특화된 모델을 제안하였다는 점에서 

중요한 의의가 있다. 그러나 두 연구 모두 모델의 학습 및 평가

에 사용한 데이터를 공개하지 않아 연구 간 정량적 성능 비교

가 어렵다는 한계를 가진다. 이후, Jun et al.(2022)과 AI 
Hub(https://www.aihub.or.kr/)를 통해 대규모의 한국어 표 질의

응답 데이터셋이 공개되며 한국어 표 질의응답 연구에서도 공

정한 비교가 가능해졌다. 그럼에도 불구하고 두 데이터셋을 

모두 활용한 한국어 표 질의응답 연구는 현재까지 진행된 바 

없으며, 해당 데이터셋으로 향후 진행될 연구를 위한 대표적

인 연구가 필요한 실정이다. 이에 따라 본 연구에서는 

KOreaPAS를 활용해 최초로 두 가지 데이터셋에 대한 학습 및 

성능 평가를 진행하였다

표 질의응답 과업의 입력은 질문과 표로 구성되므로 사전 

학습 단계에서 표와 텍스트의 결합 표현을 학습하는 것이 중

요하다. 그러나 공개된 한국어 표 데이터셋의 약 36.5%에 해당

하는 데이터에서 표 관련 텍스트 정보가 누락된 것이 확인되

었다. 따라서 본 논문에선 정보 검색(Information Retrieval) 기
술을 활용하여 사전 학습 데이터를 보강하는 방법을 제안한

다. 해당 방법론은 한국어 표 데이터셋이 사전 학습 단계에서 

가지는 문제점을 보완하며, 추후 새로운 한국어 표 데이터셋 

구축 시에도 활용 가능하다는 점에서 중요한 의의를 가진다. 
사전 학습 데이터 보강 절차에 대한 상세한 설명은 3.1.2장에 

포함된다.

3. 제안 방법론

본 연구에서는 TAPAS 구조를 기반으로 한국어 표에 특화된 

언어 모델인 KOreaPAS를 제안한다. KOreaPAS의 전체 학습 

프레임워크는 <Figure 2>와 같이 표-텍스트 매핑(Table-Text 
Mapping) 과정을 통해 보강된 사전 학습 데이터를 이용한 사

전 학습 단계와 표의 다양한 granularity를 고려한 미세 조정 단

계로 구성된다. 특히, 사전 학습 단계에서 Kim et al.(2021)과 

Lee et al.(2021)의 연구를 참조하여, 대규모의 영어 데이터로 

사전 학습된 언어 모델을 한국어 데이터로 추가 학습하는 언

어 간 전이 학습(Cross-lingual Transfer Learning) 방식을 적용

하였다. 이를 위해 KOreaPAS의 인코더를 Huggingface에 공개

된 TAPAS의 인코더 파라미터로 초기화하여 사전 학습을 수

행하였다(https://huggingface.co/google/tapas-base). 해당 모델

이 사전 학습에 활용한 영어 표 데이터는 약 620만 개로, 본 연

구에서 사전 학습에 활용한 한국어 표 데이터 개수가 약 120만 

개임을 고려하면 언어 간 전이 학습을 수행하기 적절한 모델

로 판단된다.

3.1 사전 학습

(1) 사전 학습 데이터 구성

표에 특화된 사전 학습을 수행하기 위해선 대규모의 표 데이

터가 필요하다. 따라서, 본 연구는 사전 학습에 사용할 데이터

를 구축하기 위해 KorWikiTabular(Jun et al., 2022)와 KorQuAD 
2.0(Kim et al., 2020)을 활용하였다. KorWikiTabular는 위키피디

아 문서를 기반으로 제작된 최초의 대규모 한국어 표 데이터셋으

로 위키피디아 페이지 내에 존재하는 Infobox 및 Table 정보를 추

출하여 표 데이터를 구축하였으며, 표 관련 텍스트, 표의 제목 및 

캡션 등의 정보를 함께 제공한다. 추가적으로, 본 연구는 더욱 다
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Table 1. An Example of KorWikiTabular Dataset. In the Table, it can be Observed that the ‘Description’ field is Empty

Title 이쿠지역

URL https://ko.wikipedia.org/w/index.php?title=이쿠지역

Description None
Caption 이쿠지역_인접역

Table
아이노카제토야마 철도선 아이노카제토야마 철도선 아이노카제토야마 철도선

구로베도야마 방면 - 니시뉴젠도마리 방면

양한 위키피디아 문서로부터 표 데이터를 확장하기 위해 

KorQuAD 2.0을 활용하였다. KorQuAD 2.0은 대표적인 한국어 

질의응답 데이터셋으로, 질문에 대한 답을 찾기 위한 context가 

표, 리스트 등의 데이터를 포함한 하나의 위키피디아 문서로 구

성되어 사전 학습을 위한 추가적인 표 데이터를 추출하는 것이 

가능하다. 최종적으로 KorQuAD 2.0에 포함된 위키피디아 문서 

URL 42,352개 중 KorWikiTabular에 등장한 URL을 제외한 

10,744개의 URL으로부터 9,850개의 표 데이터를 추가 수집하여 

사전 학습 데이터를 구성하였다.

(2) 사전 학습 데이터 보강 절차

대표적인 표 사전학습 연구들은(Herzig et al., 2020; Jun et 
al., 2022; Yin et al., 2020) 표와 텍스트의 결합 표현을 학습하

기 위해 표와 관련된 텍스트를 함께 입력으로 구성하여 사전 

학습을 진행한다. 그러나 KorWikiTabular의 약 36.5%에 해당

하는 데이터에서 <Table 1>과 같이 표와 관련된 텍스트를 나

타내는 ‘Description’ 항목이 비어 있는 것이 확인되었다.
이 경우, 표와 관련된 유일한 텍스트인 표의 제목 및 캡션만을 

모델의 입력으로 활용하게 되므로 표와 텍스트의 결합 표현을 충

분히 학습하기 어렵다는 한계를 가진다. KorQuAD 2.0에서 추가

로 수집한 데이터 또한 표와 관련된 텍스트 정보가 부재하므로 

동일한 한계를 지닌다. 따라서 본 연구에서는 <Figure 3>과 같이 

표와 관련된 텍스트 정보를 매핑(mapping)하는 정보 검색 모듈을 

설계하여 사전 학습 데이터를 보강하였다.

Figure 3. Table-Text Mapping Process

사전 학습 데이터를 보강하는 작업은 특정 표가 위치한 위키피

디아 문서 내에서 표와 가장 관련 있는 텍스트를 찾아 기존 데이

터에서 비어 있는 ‘Description’ 항목을 보충하는 것을 목표로 한

다. 표와 가장 관련 있는 텍스트를 반환하는 과정은 2단계로 구분

지을 수 있으며, i) 표를 포함한 위키피디아 문서로부터 검색에 활

용할 텍스트 코퍼스(corpus)를 구축하는 단계와 ii) 구축된 텍스

트 코퍼스에서 표와 가장 유사한 텍스트를 찾는 단계로 구분된

다. 첫 번째 단계에서는 HTML 형식의 위키피디아 문서로부터 한 

문단의 시작과 끝을 나타내는 <p> 및 </p> 태그로 감싸진 부분의 

텍스트를 추출하여 표와 관련된 텍스트 코퍼스를 구축한다. 이
때, 표 데이터를 포함한 위키피디아 문서를 수집하기 위해 

KorWikiTabular와 KorQuAD 2.0에 포함된 URL 정보를 활용하였

다. 두 번째 단계에서는 FAISS 라이브러리(Johnson et al., 2017)를 

이용해 텍스트 코퍼스에서 특정 표와 의미적으로 가장 유사한 텍

스트를 선별한다. 특정 표에 대응되는 여러 텍스트의 표현

(representation) 중 표의 표현과 가장 높은 코사인 유사도를 보이

는 상위 1개의 텍스트가 해당 표와 관련된 텍스트로 매핑되며, 표 

및 텍스트의 표현을 구하기 위해서는 BERT를 기반으로 대규모

의 한국어 데이터에 대해 사전 학습한 KLUE-BERT 모델을 사용

하였다(https://huggingface.co/klue/bert-base). 이와 같은 2단계의 

사전 학습 데이터 보강 절차를 통해 KorWikiTabular의 누락된 

‘Description’ 항목을 적절한 텍스트로 채울 수 있으며, 추가적으

로 수집한 KorQuAD 2.0 표 데이터에도 관련된 텍스트를 매핑할 

수 있다.

(3) 사전 학습

KoreaPAS는 TAPAS의 모델 구조 및 사전 학습 전략을 활용

하여 한국어 표 데이터에 특화된 모델을 구축하였다. 사전 학

습 단계에서 모델의 입력은 식 (1)과 같이 구성된다. 

           
  ⋯  

  
  (1)

                ⋯  
 

식 (1)에서 
 는 텍스트 시퀀스의 i번째 토큰을 나타내

며, [SEP] 토큰을 기준으로 텍스트 시퀀스와 구분되는 


는 표 시퀀스의 j번째 토큰을 의미한다. 텍스트 시퀀스는 한국

어 표 데이터에 존재하는 ‘Caption’ 정보와 ‘Description’ 정보

를 이어 붙여 구성하였으며, Caption 정보가 따로 존재하지 않

는 KorQuAD 2.0의 경우 ‘Description’ 정보로만 구성하였다. 
표 시퀀스의 경우 표를 셀 단위로 분할한 후 차례대로 이어 붙
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Figure 4. The process of calculating column logits. The final column 
logits can be passed through the softmax function to 
determine the probability of each column containing the 
answer

이는 방식으로 평면화하여 구성한다. 사전 학습은 Herzig et al. 
(2020)에서 진행한 방식과 동일하게 전체 시퀀스에서 15%에 

해당하는 토큰을 [MASK] 토큰으로 대체하여 MLM을 수행하

였으며, 이때 텍스트 시퀀스는 단어 단위로, 표 시퀀스는 셀 단

위로 마스킹을 진행하였다. 마스킹 이후의 입력 시퀀스를 

라 할 때, KOreaPAS는 식 (2)와 같이 BERT에서 제안한 

MLM 손실 함수를 따라 학습이 진행된다.

  



  



       (2)

이때,  와 는 각각 입력 시퀀스의 i번째 마스크 토

큰과 정답 토큰을 의미하며, 은 에서 마스킹된 전체 토

큰의 개수를 의미한다.

3.2 Multi-Granularity Fine-Tuning

KOreaPAS의 미세 조정 단계에서 모델의 입력은 식 (3)과 같

이 구성된다. 사전 학습 단계의 입력과 동일하게 질문을 나타내

는 텍스트 시퀀스와 표 시퀀스가 차례대로 입력되며, [SEP] 토
큰을 기준으로 구분된다. 모델의 입력 ′를 사전 학습이 완료된 

KOreaPAS와 선형 계층(Linear Layer)에 차례대로 통과시켜 to-
ken logit ∈

_ × _를 얻게 되며, 식 (4)를 따른다.

 ′  
 ⋯ 

 
  ⋯ 

  (3)

   ′ (4)

본 논문에서 제안하는 미세 조정 방식은 표에 존재하는 세 

가지 granularity를 모두 학습에 활용한다. 이에 따라 손실 함수

는 총 세 가지의 개별 손실 함수로 구성되며(식 (9)), 정답에 해

당하는 셀을 선택하기 위한 셀 선택 손실 함수 (식 (6)), 정답 셀

을 포함한 열을 선택하기 위한 열 선택 손실 함수(식 (7)), 정답 

셀을 포함한 행을 선택하기 위한 행 선택 손실 함수 (식 (8))가 

이에 해당한다. 셀 선택 손실 함수(식 (6))는 특정 셀 c가 정답

으로 선택될 확률 
 와 셀 단위의 정답 레이블 간의 교차 엔

트로피(Cross-entropy)를 통해 계산되며, 열 선택 손실 함수(식 

(7))는 특정 열 co가 정답 셀을 포함한 열로 선택될 확률 


와 열 단위의 정답 레이블, 행 선택 손실 함수(식 (8))는 특정 행 

ro가 정답 셀을 포함한 행으로 선택될 확률 
와 행 단위의 

정답 레이블 간의 교차 엔트로피를 통해 계산된다. 최종적으

로 세 가지 손실 함수를 모두 합한 전체 손실 함수(식 (9))를 통

해 모델은 정답에 해당하는 셀과 정답 셀을 포함한 열 및 행에 

대한 선택 확률이 커지도록 학습하게 된다. 아래의 수식에서 

CE는 교차 엔트로피 손실 함수, 1은 지시 함수를 나타내며, 
   는 각각 정답 셀, 정답 셀을 포함한 열 및 행

을 나타낸다.

 



∈


  

 
  (6)

  




∈


 

  
  (7)

 



∈


 

  
  (8)

     (9)

각 granularity별 선택 확률을 계산하기 위해서는 granularity
별 logit이 필요하며, 이는 token logit을 이용해 계산된다. 
<Figure 4>와 같이 선형화된 표는 모델의 입력으로 들어가기 

전 토큰화 과정을 거치므로 하나의 셀에 속하는 문자열이 여

러 개의 토큰으로 나누어질 수 있다. 따라서, 각 셀에 대한 logit
이자 

 은 각 셀에 속하는 토큰들의 token logit을 평균하여 

구하며, 이때 각 셀은 모수가 
 인 베르누이 분포를 따르는 

독립적인 베르누이 변수로 표현된다. 앞서 구한 셀 별 logit을 

동일한 열에 속하는 셀끼리 합하여 각 열의 logit이 계산되며, 
전체 열의 logit을 소프트맥스(softmax) 함수에 통과시켜 



을 구한다. 
를 구하는 과정도 이와 유사하게 행 별로 셀의 

logit을 합산하여 각 행의 logit을 구한 후, 전체 행의 logit을 소

프트맥스 함수에 통과시켜 구한다.

3.3 추론

미세 조정까지 완료된 KOreaPAS를 이용해 추론을 진행할 때, 
특정 셀 c의 점수 는 식 (10)과 같이 셀 c가 정답으로 선택

될 확률 
 , 셀 c가 포함된 행 가 정답 셀을 포함한 행으로 선택

될 확률 
 , 셀 c가 포함된 열 co가 정답 셀을 포함한 열로 선택

될 확률 
 을 모두 합하여 산출한다. 이때, 하나의 셀에 대한 확
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Dataset Train Dev Test
KorWikiTQ 52,386 5,821 11,771

MRC dataset
for administrative documents

90,468 10,051
12,521

Table 2. Dataset Statistics

Figure 5. An Example of the Inference Process

률 
 을 셀이 속한 행과 열의 확률로 간주하여 합산 시 

 에 2
의 가중치를 주었다. 최종적으로 표에 존재하는 모든 셀 중 

 값이 가장 높은 셀이 질문에 대한 정답으로 반환된다.

  
 

 
 (10)

4. 실험 및 결과

4.1 실험 설계

(1) 데이터셋

본 연구에서 제안한 한국어 표 질의응답 모델을 학습하기 

위해서 각 학습 단계별로 두 가지 데이터셋을 활용하였다. 사
전 학습 단계에서는 최초의 대규모 한국어 표 데이터셋인 

KorWikiTabular와 한국어 질의응답 데이터셋인 KorQuAD 2.0
으로부터 추출한 표 데이터를 병합해 약 120만 개의 표 데이터

를 활용했으며, 미세 조정 단계에서는 KorWikiTQ(Jun et al., 
2022)와 행정문서 대상 기계독해 데이터를 활용하였다. 
KorWikiTQ는 위키피디아 문서를 기반으로 제작된 한국어 표 

질의응답 데이터셋이며, 행정문서 대상 기계독해 데이터는 공

공데이터포털, 공공기관 보유 행정문서를 기반으로 구축된 한

국어 질의응답 데이터셋이다. 행정문서 대상 기계독해 데이터

는 정답 경계 추출형, 다지선다형, 절차형 등 다양한 질문 유형

의 데이터를 포함하지만, 본 연구에선 표에 정답이 존재하는 

표 정답 추출형 데이터만을 학습 및 평가에 사용하였다.
표 데이터를 정제된 리스트 형태로 제공하는 KorWikiTQ와 

달리 행정문서 대상 기계독해 데이터는 HTML 언어 형태로 제

공하며, 셀 내에서 일부분만이 정답이 되는 문제도 포함하고 

있다. 그러나, 본 연구에서는 하나의 셀이 정답에 대응되는 셀 

선택 유형의 문제에만 집중하고 있으므로 셀 내에서 특정 부

분만이 정답이 되는 문제는 데이터에서 제거한 후 학습과 평

가를 수행하였다. 두 가지 데이터셋 모두 검증 데이터셋이 따

로 주어지지 않기 때문에 전체 학습 데이터 중 10%를 랜덤하

게 추출하여 검증 데이터셋으로 활용하였으며, 최종적으로 학

습, 검증, 평가에 사용한 데이터 개수는 <Table 2>와 같다.

(2) 베이스라인 모델

본 연구에서 제안한 모델과의 비교 모델로는 Ko-TABERT(Jun 
et al., 2022)를 사용하였다. Ko-TABERT는 Jun et al.(2022)에서 대

규모의 한국어 표 데이터셋과 함께 제안한 모델로, MLM을 통해 

사전 학습을 진행한 후, 입력에서 정답의 시작과 끝을 예측하는 

스팬 추출(span extraction) 방식의 미세 조정을 수행하였다. 본 논

문에서 활용한 데이터셋과 동일한 데이터셋으로 사전 학습과 미

세 조정을 수행하였다는 점에서 비교에 적합한 모델로 판단되나, 
모델의 체크포인트가 외부에 공개되지 않아 KorWikiTQ에 한해

서만 비교를 수행하였다.

(3) 평가 지표

표 질의응답 모델을 정량적으로 평가하기 위해 질의응답 분

야의 대표적인 평가 지표인 Exact Match(EM)와 F1 score(F1)를 

사용하였다. EM은 전체 데이터 중 모델을 통해 선택된 셀의 

값과 실제 정답 셀의 값이 정확히 일치하는 데이터의 비율을 

뜻한다. 전체 데이터의 개수가 , 질문 와 표 로 구성된 데

이터 에 대한 예측 값과 정답이 각각   , 
  인 경우 EM은 식 (11)과 같이 계산된다.

  



  



    
(11)

F1은 모델을 통해 선택된 셀의 값과 실제 정답 셀의 값 간에 

음절 단위로 겹치는 부분의 비율을 평가에 반영한 점수이다

(식 (12)~식 (14)). 오답일 경우 점수를 아예 부여하지 않는 EM
과 달리 F1의 경우 정답과 겹치는 정도에 따라 점수가 부여될 

가능성이 있으므로 EM보다 완화된 평가 척도로 여겨진다.

   

 ∩  (1 2 )

  

 ∩  (13)

  



  



× 

  ×   (14)
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(4) 구현 상세

본 연구에서는 각 학습 단계별로 다른 종류의 GPU를 사용

했으며, 사전 학습 단계에서는 NVIDIA A100 8대, 미세 조정 

단계에서는 NVIDIA A6000 4대를 사용하였다. 사전 학습 시엔 

배치 사이즈를 256으로 설정하여 약 1,500,000번의 Step까지 

학습을 진행했으며, 검증 데이터셋 기준 유의미한 손실 값 변

화를 보이지 않는 Step에서 학습을 종료하였다. 미세 조정 단

계에서는 배치 사이즈를 64로 하여 20 에폭까지 학습을 진행

하였으며, 매 에폭마다 검증 데이터셋의 정량적인 성능을 측

정하여 가장 성능이 좋은 에폭의 모델을 최종 평가에 사용하

였다. 옵티마이저는 자연어 처리 과업에 널리 활용되는 

AdamW를 활용하였으며, 학습률의 경우 사전 학습 단계에서

는 5e-5, 미세 조정 단계에서는 1e-5를 이용하였다.

4.2 실험 결과

(1) 주요 실험 결과

본 연구에서 제안한 KOreaPAS의 정량적인 성능은 <Table 
3>과 같다.

Dataset Model EM F1

KorWikiTQ

Ko-TaBERT(Jun et al., 
2022)

87.20 91.20

KOreaPAS (Ours) 94.73 96.01
w/o Multi-Granularity 

Fine-Tuning
94.02 95.56

w/o Korean Table 
Pre-training

38.66 53.62

MRC dataset
for 

administrative 
documents

KOreaPAS (Ours) 94.67 96.11
w/o Multi-Granularity 

Fine-Tuning
93.57 95.40

w/o Korean Table 
Pre-training

46.48 58.55

Table 3. Main Results

KorWikiTQ의 경우 Ko-TaBERT에 비해 EM 기준 7.53% 높
은 성능을 달성하였으며, 두 가지 데이터셋에서 모두 본 논문

에서 수행한 사전 학습 및 미세 조정 과정이 성능 향상을 보였

다. 특히 대규모의 한국어 표 데이터로 진행된 사전 학습의 경

우 각 데이터셋에 대해 EM 기준 55.36%, 47.09%의 큰 성능 향

상을 보인 것을 확인할 수 있다. 이러한 큰 성능 향상은 대규모

의 한국어 표 데이터를 이용한 사전 학습이 일반적인 텍스트

와 달리 표가 가지는 구조적인 특징을 언어 모델이 학습하는 

데 도움이 되었음을 시사한다. 또한, 표가 가지는 다양한 gran-
ularity를 학습과 추론 과정에 반영한 새로운 미세 조정 방식도 

각 데이터셋에서 EM 기준 0.71%, 1.1%의 유의미한 성능 향상

을 보였다. 이는 하나의 granularity를 학습할 때보다 여러 gran-

ularity를 동시에 학습할 때 모델이 더 다양한 정보를 학습할 수 

있으며, 여러 granularity의 점수를 모두 활용하여 추론을 진행

할 경우 개별 granularity가 잘못 예측한 부분을 상호 보완할 수 

있기 때문이다.
질문에 나와 있는 중요 키워드가 표에서 한번도 등장하지 

않는 경우, 모델이 질문과 표의 관계를 파악하는 데 어려움이 

존재한다. KorWikiTQ와 행정문서 대상 기계독해 데이터 모두 

표의 제목에 대한 정보를 포함하고 있으며, 질문에 등장하는 

중요 키워드가 표의 제목에 등장할 확률이 높다는 데이터 분

석 결과에 따라 모델의 입력에 표의 제목 정보를 함께 구성하

여 학습 및 평가를 진행하였다.

Table 4. Comparison of Model Performance Based on Input 
Format

Dataset Input Format EM F1

KorWikiTQ
Question + Table 94.73 96.01

Question + Table Title + Table 94.81 96.18
MRC dataset 

for 
administrative 

documents

Question + Table 94.67 96.11

Question + Table Title + Table 94.59 96.06

결과적으로 KorWikiTQ에서는 약간의 성능 향상을 보였지

만, 행정문서 대상 기계독해 데이터에 대해선 성능 하락을 보

이며 데이터셋마다 차이가 있음을 확인하였다. 새로운 입력 

구성에 대한 모델의 추론 결과를 분석한 결과, 대부분의 질문

이 정답 셀을 포함한 열과 행을 찾는데 필요한 핵심 단서를 포

함하고 있기 때문에 질문과 표의 관계를 완벽히 파악하지 못

해도 정답을 도출할 수 있었던 것으로 보인다. 또한, 표의 제목

에 나타난 정보가 질문에서도 대부분 비슷하게 등장하는 점도 

표의 제목 정보 추가 여부가 유의미한 성능 차이로 이어지지 

않은 원인으로 판단된다.

(2) 한국어 표 사전 학습 효과

대규모 한국어 표 데이터를 이용한 사전 학습의 효과를 확

인하기 위해 KorWikiTQ 평가 데이터셋에 대한 MLM accuracy
를 확인하였다. MLM accuracy는 전체 마스킹 된 토큰 중 모델

이 올바르게 복원한 토큰의 비율을 나타내는 평가 지표로, 
MLM accuracy가 높다는 것은 모델이 입력으로 주어진 문장을 

잘 이해하고 있음을 나타낸다. 모델의 입력은 표의 제목에 해

당하는 텍스트 시퀀스와 표 시퀀스로 구성되며, 마스킹을 수

행하는 위치에 따라 4가지로 구분하여 성능을 확인하였다. 
<Table 5>에서 all은 입력 전체, title은 표의 제목, header는 표

의 헤더에 속하는 셀, cell은 표에서 헤더를 제외한 셀에 한해 

마스킹을 수행했음을 의미한다. 실험을 위한 비교 모델로는 

대표적인 한국어 사전 학습 언어 모델인 KLUE-BERT 모델을 

사용하였다(https://huggingface.co/klue/bert-base).
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all title header cell

klue/bert-base 18.39 36.21 22.68 21.40

KOreaPAS 50.31 36.25 66.51 50.66

Table 5. MLM accuracy on KorWikiTQ Test Dataset 

결과적으로 모든 경우에서 비교 모델보다 KOreaPAS가 우

수한 성능을 보였다. 특히, 일반적인 텍스트의 형태를 가지는 

표의 제목에 마스킹한 경우에는 근소한 성능 차이를 보이지

만, header, cell과 같이 표에 속하는 토큰에 마스킹한 경우에는 

큰 성능 차이를 보이는 것이 확인되었다. 이러한 결과를 통해 

현존하는 한국어 사전 학습 언어 모델이 텍스트에 대한 이해 

능력은 갖추었지만, 표의 구조적인 정보를 파악하는 능력은 

부족하며, 따라서 언어 모델의 표 이해에 있어 표 데이터에 특

화된 사전 학습은 필수적임을 알 수 있다.

(3) Multi-granularity Fine-tuning 효과

본 연구에서는 표가 가지는 세 가지 granularity를 학습 단계

와 추론 단계에 모두 활용하는 미세 조정 방식을 제안하였다. 
이에 따라 다양한 표의 granularity를 활용하는 것이 실제로 성

능 향상에 도움이 되는지 단계별로 실험을 통해 확인하였다.
학습 단계에서의 효과를 확인하기 위해 TAPAS에서 제안한 

미세 조정 방식으로 학습을 수행한 모델과 KOreaPAS의 성능

을 비교하였다. 이때, 학습 단계에 국한된 비교가 가능하도록 

KOreaPAS의 경우에도 TAPAS와 동일하게 셀의 점수만을 활

용하여 추론을 진행하였다. 또한 두 모델 간의 성능 차이가 통

계적으로 유의미한지 검정하기 위해 McNemar’s test를 수행하

였다. 그 결과 <Figure 6>과 같이 KOreaPAS가 TAPAS에 비해 

우수한 성능을 보였으며, 모든 데이터셋에서 낮은 p-value를 

기록하여 본 논문에서 제안한 미세 조정 방식이 학습 단계에

서 유의미한 성능 향상에 기여함을 확인하였다.

Figure 6. Test EM Results with Different Fine-tuning Methods. 
An (*) Indicates a Statistical Significance p < 0.005 and 
an (†) Indicates A Significance at p < 0.05 for 
McNemar’s Test

추론 단계에서의 효과를 확인하기 위해 추론 시 한 가지 혹

은 두 가지 granularity의 점수만을 활용한 결과와 세 가지 gran-
ularity의 점수를 모두 활용한 결과를 비교하였다. 결과적으로 

모든 데이터셋에서 세 가지 granularity의 점수를 활용하였을 

때가 가장 높은 성능을 보였으며, McNemar’s test 수행 결과 대

부분의 경우에서 매우 낮은 p-value를 기록하였다. 이를 통해 

추론 단계에서 세 가지 granularity의 점수를 모두 활용하는 것

이 성능 향상에 유의미한 영향을 끼침을 확인할 수 있다.

Table 6. Test EM Results with Different Combinations of 
Granularities Used for Inference. The Numbers within 
Parentheses Indicate the p-values via McNemar’s Test 
Against the Original KOreaPAS Utilizing all Three 
Granularities for Inference

# of 
Granularities

Granularities 
used for inference

Dataset

KorWikiTQ

MRC dataset 
for 

administrative 
documents

1 Cell
94.503 

(0.006655)
94.322 

(2.08E-06)

2

Cell + Row
94.503 

(0.000971)
94.537 

(0.004059)

Cell + Column
94.707 

(0.621873)
94.473 

(0.001135)

Row + Column
94.198 

(1.25E-06)
94.545 

(0.140772)

3
Cell + Row + 

Column
94.733 94.673

(4) 사례 연구

KorWikiTQ 평가 데이터셋에 대한 추론 결과를 분석한 결과 

257개의 데이터에 대해 본 논문에서 제안한 미세 조정 방식으

로 학습한 모델의 경우 정답을 예측했지만, TAPAS에서 제안

한 미세 조정 방식으로 학습한 모델의 경우 오답을 예측한 것

이 확인되었다. <Table 7>의 예제와 같이 ‘벤 애플랙이 2016년
에 후보에 오른 부문 알려줘.’라는 질문이 주어졌을 때, 
TAPAS의 미세 조정 방식으로 학습한 모델의 경우 정답을 포

함한 행을 선택하는 데 성공했지만, 정답을 포함한 열을 선택

하지 못하여 오답을 예측한 것을 확인할 수 있다.
이는 추론 시 셀에 대한 점수만을 반영하는 TAPAS의 특성

상 정답 셀에 대한 점수가 낮은 경우 그대로 오답으로 이어질 

가능성이 높기 때문이다. 그러나 본 논문에서 제안한 추론 방

식의 경우 정답 셀에 대한 점수가 낮더라도 정답 열에 대한 점

수가 이를 보완할 수 있기 때문에 정답을 예측할 수 있었던 것

으로 해석할 수 있다.
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Question 벤 애플랙이 2016년에 후보에 오른 부문 알려줘.
Answer 초이스 무비: 드라마/SF 판타지 배우상

Prediction (TAPAS) 배트맨 대 슈퍼맨: 저스티스의 시작

Prediction (KOreaPAS) 초이스 무비: 드라마/SF 판타지 배우상

Table

연도 작품 부문 결과
1999 아마겟돈 초이스 무비: 남자배우상 후보
… … … …

2016 배트맨 대 슈퍼맨: 저스티스의 시작 초이스 무비: 드라마/SF 판타지 배우상 후보

Table 7. An example of Inference Results Based on Different Fine-tuning Methods

Question
2018년 동계 올림픽 스노보드 여자 빅에어 예선 1차에서 

가장 높은 점수를 기록한 선수는 누구입니까?

Answer 로리 블루앵

Prediction 아나 가서

Table

순위 이름 1차 2차
1 아나 가서 88.25 98.00
… … … …

4 로리 블루앵 90.25 92.25

Table 8. An Example of Error Case of KOreaPAS

(5) 오답 분석

KorWikiTQ 평가 데이터셋에서 KOreaPAS가 오답을 예측한 

620개의 데이터 중 오답 셀의 추론 점수가 가장 높은 상위 50
개의 데이터에 대해 오답 유형을 분석하였다. 이 중 19개에 해

당하는 데이터가 데이터의 라벨링(labeling)이 잘못되어 실제

로는 모델의 예측이 정답이거나, 모델의 예측 또한 정답이 될 

수 있는 경우로 확인되며 오히려 모델의 좋은 예측 성능을 뒷

받침하는 결과를 보였다.
19개를 제외한 31개의 데이터에서 자주 등장하는 오답 유형

은 두 가지로 구분 지을 수 있다. i) 첫 번째 유형은 질문에서 올

바른 행 또는 열을 예측하는 데 필요한 2개의 단서 중 1개의 단

서만을 고려하여 정답을 도출한 경우이다. <Table 8>과 같이 

‘2018년 동계 올림픽 스노보드 여자 빅에어 예선 1차에서 가장 

높은 점수를 기록한 선수는 누구입니까?’라는 질문에선 ‘1차’
와 ‘가장 높은 점수’가 정답을 찾기 위해 고려해야 하는 핵심 

단서가 된다.
그러나 KOreaPAS는 ‘가장 높은 점수’만 고려했기에 ‘1차’가 

아닌 전체 순위가 가장 높은 ‘아나 가서’를 정답으로 예측하였

다. ii) 두 번째 유형은 질문에 등장한 핵심 단서가 표에는 핵심 

단서의 이음동의어로 등장한 경우이다. 예를 들어, ‘북아일랜

드 정당 신 페인의 첫 번째 대표는 누구였어?’라는 질문이 주

어졌을 때, 정답을 포함한 열은 ‘초대 대표’이지만 모델은 ‘현 

대표’에 속하는 대표의 이름을 예측하였다. 이는 ‘첫 번째’와 

‘초대’가 동일한 의미를 가진다는 사실을 모델이 파악하지 못

했기 때문이다. 두 번째 유형에 해당하는 문제의 경우 언어 모

델이 표를 이해하는 능력보다는 언어를 이해하는 능력과 직결

되는 것으로, 성능이 더 좋은 언어 모델을 사용하여 학습을 수

행하면 개선 가능할 것으로 보인다.

5. 결론

본 연구는 대규모의 한국어 표 데이터를 이용해 사전 학습 및 

미세 조정을 수행한 한국어 표 질의응답 모델 KOreaPAS를 제

안하였다. 본 논문에서는 공개된 한국어 표 데이터셋이 사전 

학습 시 가지는 한계를 보강하는 과정에 집중했으며, 보강된 

데이터를 이용한 사전 학습이 언어 모델의 한국어 표 이해에 

큰 도움이 됨을 실험적으로 확인했다. 더불어, 표의 다양한 

granularity를 학습과 추론에 반영하는 신규 미세 조정 방식은 

본 연구가 활용하고 있는 TAPAS의 미세 조정 방식에 비해 정

량적, 정성적으로 모두 유의미한 결과를 보였다. 결과적으로, 
본 연구에서 제안한 KOreaPAS는 두 가지 한국어 표 질의응답 

데이터셋에 대해 현재까지 공개된 성능 중 가장 우수한 성능

을 보였으며, 이를 통해 한국어 표 질의응답 과업에서 

KOreaPAS 의 유효성을 입증하였다. 또한, 해당 연구가 최초로 

두 가지 데이터셋에 대해 동일한 모델로 성능 평가를 수행하

였다는 점을 고려할 때, KOreaPAS가 추후 한국어 표 질의응답 

과업에서 중요한 비교 기준이 될 것으로 기대된다.
그러나 본 연구는 표 질의응답 데이터셋의 다양한 문제 유

형 중 셀 선택 유형에 주력하였으므로, 셀 내의 일부만이 정답

인 문제나 합, 차, 평균 등의 집계 연산이 필요한 문제에는 한

계를 보인다. 이러한 한계를 극복하기 위한 향후 연구 방향은 

두 가지로 제시될 수 있다. 첫 번째 연구 방향은 본 연구의 학

습 방식을 확장하여 셀 내에서 일정 부분만이 정답인 문제나 
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집계 연산이 필요한 문제 등 보다 더 다양한 질문 유형에 대응 

가능한 모델을 수립하는 것이다. 다음으로, 두 번째 연구 방향

은 앞서 개선된 모델을 학습시키기 위한 추가적인 한국어 표 

질의응답 데이터셋을 구축하는 것이다. 현재까지 공개된 한국

어 표 질의응답 데이터셋의 경우 대부분의 문제가 집계 연산

이 필요하지 않은 문제로 구성되어 있다. 반면, 영어의 경우 금

융 분야에서의 높은 수요에 따라 다양한 집계 연산에 특화된 

표 질의응답 데이터셋 구축이 최근까지 활발히 진행되고 있다

(Zhu et al., 2021; Chen et al., 2021, 2022). 따라서 향후에는 실

제 산업에서의 수요에 맞춰 다양한 유형의 한국어 표 질의응

답 데이터셋을 구축하고, 이를 활용해 KOreaPAS기반의 고도

화된 모델을 개발하는 연구가 이루어지기를 기대한다.
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